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Zusammenfassung Das Berechnen von Kookkurrenzen auf Korpora mit mehr als zehn Millionen S¨atzen gestaltet sich in Bezug auf die Geschwindigkeit schnell als problematisch. Daher ist es ein Ziel dieser Arbeit, einen m¨oglichst effizienten Speicherungsmechanismus zu entwickeln. Dabei stehen zwei Grundprobleme im Mittelpunkt. Einerseits m¨ ussen Kookkurrenzen m¨oglichst effizient im Hinblick auf die Laufzeit berechnet werden. Hierbei stehen vor allem eine m¨oglichst effiziente Speicherauslastung sowie m¨oglichst wenig Festplattenzugriffe im Vordergrund. Andererseits sollen Kookkurrenz persistent auf der Festplatte abgelegt werden, so dass beim Wachsen des Korpus nur das neue Textmaterial verarbeitet werden muss. Anschließend werden die neuen“ Kookkurrenzen mit ” den bisher bestehenden Kookkurrenzen zusammengef¨ uhrt. Dies erm¨oglicht gerade bei gr¨oßeren Korpora eine effiziente Berechnung. Mittels einer solchen Bibliothek werden im Rahmen dieser Arbeit Kookkurrenzen in ihr Spektrum bez¨ uglich des Abstandes zerlegt. Eine solche Spektralanalyse kombiniert die herk¨ommliche Kookkurrenzanalyse mit Strukturinformationen eines Satzes. Hierbei ergeben sich neue M¨oglichkeiten der Signifikanzberechnung. In einem Kapitel werden Signifikanzmaße behandelt. Dabei werden einerseits signifikante und unsignifikante Kookkurrenzen grafisch dargestellt. Daraus sowie auch formal werden schließlich einige Zusammenh¨ange abgeleitet.Weiterhin werden Kookkurrenzen auf einem zuf¨alligen und zipfverteilten Korpus berechnet. W¨ahrend Signifikanzmaße bisher vorrangig auf der stochastischen Unabh¨angigkeit beruhen, wird im Rahmen dieser Arbeit gezeigt, dass es f¨ ur bestimmte Aufgabenstellungen sinnvoll ist, ein solches Maß mit einer Abstandsfunktion zu kombinieren. Auf diese Weise k¨onnen relevante Teilspektren einer Kookkurrenz f¨ ur die Weiterverarbeitung herausgefiltert werden. Abschließend werden Kookkurrenzen auf strukturierten XML-Texten berechnet. Als Grundlage daf¨ ur dienen Werkstattberichte eines Automobilherstellers. Ziel dieser Analyse ist, Zusammenh¨ange zwischen den Beschreibungen des Kunden und relevanten Reparaturen zu extrahieren. Dieser Teil der Diplomarbeit steht nicht ¨offentlich zur Verf¨ ugung.
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Kapitel 1 Einfu ¨ hrung F¨ ur das Berechnen von Kookkurrenzen gibt es derzeit verschiedene Ans¨atze. Einerseits wird unterstellt, dass relevante Kookkurrenzen mit geringem Abstand zwischen zwei W¨ortern auftreten. Diesbez¨ uglich werden Kookkurrenzen in unmittelbarer Nachbarschaft (vgl. [HQW06]) oder Kookkurrenzen mit einer Fenstergr¨oße von bis zu f¨ unf berechnet (vgl. [CH90], [CG95], [CGHH91], [BB04]). Im Rahmen dieser Arbeit sollen Kookkurrenzen auf Satzbasis in ihr Spektrum bez¨ uglich des Abstandes zerlegt werden und dementsprechend in ihrer spektralen Zerlegung gez¨ahlt werden. Dadurch k¨onnen auf Satzbasis nachtr¨aglich Kookkurrenzen u ¨ber jede Fenstergr¨oße berechnet werden. Bei Nachbarschaftskookkurrenzen w¨ urden dementsprechend nur Kookkurrenzen mit den Abst¨anden −1 und 1 ber¨ ucksichtigt werden. Bei gr¨oßeren Fenstern werden die Frequenzen aus mehreren Abst¨anden aggregiert. Bei Korpora von zehn Millionen und mehr S¨atzen ist dieser Ansatz insofern interessant, da Kookkurrenzen nur noch einmal in ihrer spektralen Zerlegung gez¨ahlt werden m¨ ussen und alle kleineren Fenster sich daraus berechnen lassen. Ein mehrfaches Durchlaufen mit unterschiedlichen Fenstergr¨oßen ist daher nicht mehr notwendig und liefert so schneller Ergebnisse. Da Korpora in der Regel mit der Zeit stetig wachsen, ist es eine Anforderung an eine Kookkurrenzz¨ ahlmaschine, bisher berechnete Kookkurrenzen auf der Festplatte persistent abzulegen, um beim Hinzukommen von neuem Textmaterial lediglich die zus¨atzliche Textmenge in das Bestehende mit einzurechnen und nicht die Kookkurrenzen auf dem gesamten Korpus neu zu berechnen. Dies ist insbesondere bei Korpora wie dem deweb-Korpus des Projektes Deutscher Wortschatz“ (vgl. [Qua98]) mit rund 100 Millionen S¨atzen ” von Vorteil. Diese Arbeit ist in drei Kapitel sowie zwei Anh¨ange gegliedert. In Kapitel 1 wird auf die benutzte Datenstruktur eingegangen. Die Wahl fiel dabei auf einen Hash. Gegenstand dieses Kapitels ist eine Evaluierung verschiedener 1



Hashfunktionen sowie die Kombination von perfektem und offenem Hashing. Abschließend werden die Ergebnisse in zwei Tabellen ausf¨ uhrlich dargestellt. Mit diesem Kapitel wird die Grundlage gelegt, um Kookkurrenzen einerseits persistent abzulegen und andererseits auch spektral zerlegte Kookkurrenzen zu z¨ahlen. Schließlich fliessen die Ergebnisse in einen automatischen Konfigurationsmechanismus ein, so dass die Kookkurrenzz¨ahlmaschine Medusa dem Benutzer diesbez¨ uglich den Konfigurationsaufwand abnimmt und somit leichter bedienbar ist. Das Kapitel 3 evaluiert eine Auswahl von Signifikanzmaßen. Dabei gibt es zwei Schwerpunkte. Einerseits werden die signifikantesten und die unsignifikantesten Kookkurrenzen der Maße grafisch dargestellt. Andererseits werden Kookkurrenzen auf einem zipfverteilten Zufallskorpus berechnet. Das Ergebnis dieser Betrachtung ist ein Vergleich des Zufallskorpus mit einem korrespondierenden, nat¨ urlich-sprachlichen Korpus. Kriterien sind hierbei die Anzahl der Kookkurrenzen, die signifikantesten Kookkurrenzen sowie Kookkurrenzen, deren Kookkurrenzfrequenz gr¨ oßer als die kleinere der beiden Wortfrequenzen ist. In Kapitel 4 werden schließlich die Ergebnisse einer spektralen Kookkurrenzanalyse vorgestellt. Hierbei werden eingangs einige ausgew¨ahlte Spektren vorgestellt und erkl¨art. Im zweiten Teil dieses Kapitels werden diverse semantische Relationen und deren Abh¨angigkeit bez¨ uglich des Abstandes betrachet. Die ausf¨ uhrlichen Ergebnisse dieses Kapitels sind in Anhang A f¨ ur die Abst¨ande −20 bis 20 dargestellt. Im Anhang B werden Kookkurrenzen auf einem Werkstattkorpus eines Automobilherstellers berechnet. Dabei sollen Kookkurrenzen zwischen Beschwerden des Kunden und den konkreten Fehlerbeschreibungen des Mechanikers berechnet werden. Dieser Teil der Diplomarbeit ist nicht ¨offentlich.



1.1



Was sind Kookkurenzen?



Eine Kookkurrenz (engl: co-occurrence) ist im Sinne der Automatischen Sprachverarbeitung das gemeinsame Auftreten zweier Tokens innerhalb eines Textfensters. Ein Token entspricht dabei einer textuellen Einheit wie beispielsweise einem Wort. Je nach dem benutzten Tokenizer kann ein Wort, auch dessen Grundform bzw. deren morphologische Zerlegung (vgl. [Bor06]) sein. Die Wahl des Tokens h¨angt dementsprechend von der gestellten Aufgabe ab. Genau wie die Wahl des Tokenizers muss ein Textfenster festgelegt werden. Ein Textfenster kann einerseits ein Satz, ein Absatz, eine Seite oder ein Dokument sein. Solche Kookkurrenzen werden auch entprechend Satz-, 2



Absatz- bzw. Dokument-Kookkurrenzen genannt. Andererseits kann das Fenster auch eine feste L¨ange l haben. Diese Form der Kookkurrenzen werden als fensterbasierte Kookkurrenzen bezeichnet (vgl. [CH90],[CG95], [BB04] und [HQW06]). Eine spezielle Form der fensterbasierten Kookkurrenzen sind die Nachbarschaftskookkurrenzen. Bei dieser Form von Kookkurrenzen werden jeweils der unmittelbare linke und rechte Nachbar eines Wortes beobachtet. Im Rahmen dieser Arbeit soll der Fokus auf den Satz-Kookkurrenzen liegen. Andere Kookkurrenzen, wie fensterbasierte Kookkurrenzen und Nachbarschaftskookkurrenzen, werden nur kurz behandelt. Neben der Unterteilung der Kookkurrenzen nach der Wahl des Fensters, in welchem sie beobachtet werden sollen, k¨onnen Kookkurrenzen auch nach der Stellung der beobachteten W¨orter innerhalb der Fenster kategorisiert werden. So k¨onnen beispielsweise W¨orter beobachtet werden, die ausschließlich rechts von einem Wort auftreten. Diese Kookkurrenzen werden rechte Nachbarschaftskookkurrenzen genannt. Dementsprechend k¨onnen auch linke Nachbarschaftskookkurrenzen beobachtet werden bzw. auch beide zusammen. Dies kann z.B. zur automatischen Wortklassenclusterung verwendet werden ( vgl. [Bie06b]). Aus dem Beispielsatz: LERNEN AN EINEM BEISPIELSATZ. k¨onnen somit f¨ ur LERNEN“ (LERNEN,AN), (LERNEN,EINEM), (LER” NEN,BEISPIELSATZ) als rechte Nachbarschaftskookkurrenzen auf Satzbasis extrahiert werden. Ein solches Tupel wird im Rahmen dieser Arbeit als Kookkurrenz -Token bezeichnet. F¨ ur das Wort EINEM“ kann aus dem obigen Bei” spiel nur noch die rechte Nachbarschaftskookkurrenz (EINEM,BEISPIELSATZ) aus dem Satz extrahiert werden. Eine linke Nachbarschatfskookkurrenz auf Satzbasis f¨ ur BEISPIELSATZ“ ist beispielsweise die Kokkurrenz (BEISPIEL” SATZ,LERNEN) 1 .



1.2



Motivation fu ¨ r Kookkurrenzen



In 1.1 wurde erkl¨art, was unter einer Kookkurrenz verstanden wird. Beim Messen von Kookkurrenzen wird das gemeinsame Auftreten zweier W¨orter u ¨ber einen gr¨oßeren Korpus gez¨ahlt. Nachdem eine Kookkurrenz als signifikant (siehe Kapitel 3) bestimmt worden ist, kann m¨oglicherweise daraus Wissen abgeleitet werden. Die Frage ist jedoch, warum ist dies m¨oglich? 1



Dabei entspricht das erste Wort dem zu untersuchenden Wort.



3



Neben den anerkannten Motivationen von Harris (vgl. [Har51]) und Firth (vgl. [Fir57]) sei auf eine Motivation von Rapp (vgl. [WR93], [Rap02]) hingewiesen. Demnach gehen die ersten Ans¨atze einer Antwort auf diese Frage bereits auf Aristoteles’ Gesetze der Assoziation zur¨ uck (vgl. [WR93], [Rap02]). Aristoteles spricht dabei von drei verschiedene Assoziationen: der Kontigui¨ t¨ at, der Ahnlichkeit und dem Kontrast. Letzteres beschreibt eine große Unur diese Zwecke relevante Gesetz ist das ¨ahnlichkeit zweier Objekte. Das f¨ Gesetz des Lernens durch Kontiguit¨ at (lat. contiguus: angrenzend, ber¨ uhrend) (vgl. [Zim92]). Dabei wird von einer bereits bestehenden Wissensbasis ausgegangen. Wird ein Objekt dieses Wissens“ mit einem neuen Objekt in ” r¨ aumlicher und zeitlicher N¨ahe hinreichend oft in Verbindung gebracht, dann wird eine Assoziation zwischen beiden Objekten in der Wissensbasis des Individuums hergestellt. Der bekannteste Versuch hierzu ist die Konditionierung nach Pawlov. Er hatte dabei einen Hund beim F¨ uttern einem Klingelger¨ausch ausgesetzt. Nach einiger Zeit kam der Hund bereits beim Klingelger¨ausch zu seinem Freßplatz und mußte nicht mehr gerufen werden (siehe [Zim92]). F¨ ur die Automatische Sprachverarbeitung bedeutet dies, dass Wortpaare in digitalen Texten gefunden werden sollen, die die Autoren beim Produzieren eines Korpus miteinander in Verbindung gebracht haben. Dabei wird ein implizites Lernen im Laufe des Lebens nach dem Gesetz der Kontiguit¨ at vorausgesetzt. So werden die meisten Menschen im Laufe des Lebens gelernt haben, dass der Begriff Arzt etwas mit anderen Begriffen wie Doktor, Krankenhaus oder Krankenschwestern zu tun hat. Jedoch wurde in den meisten F¨allen nicht gelernt, dass mit Arzt die Begriffe wie Nordpol, Kneipe oder Informatiker assoziiert werden k¨onnen. Mit dem Messen von Kookkurrenzen wird schließlich versucht, f¨ ur einen bestimmten Korpus dessen signifikante Assoziationen von Begriffen zu bestimmen, die die Autoren des Korpus im Laufe ihres Lebens sammeln konnten. Es werden also die langfristig gesammelten Ergebnisse aus Erfahrungen eines Menschen extrahiert (vgl. [MH02]).



1.3



Semantische Relationen



Jede Sprache besteht aus einem Vokabular und einer Grammatik. Das Vokabular einer Sprache besteht aus den m¨oglichen W¨ortern, die benutzt werden k¨onnen. Mit der alleinigen Kenntnis des Vokabulars k¨onnten jedoch keine syntaktisch korrekten S¨atzen zu der jeweiligen Sprache entwickelt werden. Die Grammatik einer Sprache setzt die Vokabeln in einer syntaktisch korrekten Reihenfolge zusammen. Dadurch stehen bespielsweise Adjektive vor 4



Substantiven und nicht dahinter, sowie der Artikel eines Substantives vor dem Substantiv und nicht beliebig im Satz. Aus diesen Gegebenheit lassen sich diverse relevante Relationen wie die syntagmatische, paradigmatische und hierarchisch-paradigmatische Relation sowie die Relation der Derivate definieren (vgl. [dS01], [HQW06] und [Rap02]). Unter einer syntagmatischen Relation zwischen zwei W¨ortern wird das signifikant h¨aufige gemeinsame Auftreten zweier W¨orter in einem Satz oder einem anderen Fenster verstanden. Der im Rahmen dieser Arbeit am h¨aufigsten beobachtete Vertreter der syntagmatischen Relation ist die Beziehung zwischen einem Adjektiv und dementsprechenden Substantiv (vgl. Anhang A, Tabelle A.1). Eine paradigmatische Relation existiert zwischen zwei W¨ortern, wenn das Ersetzen eines Wortes in einem Satz durch ein anderes Wort den Sinn weiterhin erh¨alt. In einem Beispielsatz Am 11.06.2006 spielten die Niederlande im Leipziger Zentralstadion gegen Serbien-Montenegro. kann das Wort Zentralstadion beispielsweise durch FIFA-WM-Stadion ersetzt werden, ohne dass der Satz sinnentstellt wird. Diese Form der paradigmatischen Relation ist sehr streng gew¨ahlt und verletzt deshalb weder die grammatische, noch die semantische Integrit¨at des Satzes. Zus¨atzlich wird auch die Bedeutung beibehalten. Ein Beispiel f¨ ur eine weniger strenge paradigmatische Relation ist: W¨ahrend eines Taiwanurlaubs wurde ein Tourist von einer Schlange gebissen. Hierbei kann Schlange durch andere Tiere wie Hund oder Tiger ersetzt werden, ohne dass der Satz dadurch semantisch inkonsistent wird. Die Bedeutung des Satzes ¨andert sich jedoch. Diese Formen der paradigmatischen Relation sind symmetrisch. Unter einer hierarchisch-paradigmatischen Relation werden unsymmetrisch paradigmatische Relationen wie Unter- bzw. Oberbegriffe verstanden. Die Relation der Derivate haben den gleichen Ursprung im Wortstamm (Lemma) und sind Ableitungen daraus. Beispielsweise sind Lust und lustig Derivate. Ziel dieser Arbeit wird es im Kapitel 4 sein, den Strukturalismus von Ferdinand de Saussure mit der herk¨ommlichen Kookkurrenzanalyse zu vereinen. Dabei werden Kookkurrenzen berechnet, die Auskunft dar¨ uber geben, wie sich die beiden W¨orter der Kookkurrenz in einem zu beobachtenden Satzfenster zueinander verhalten ([BH05]).
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1.4



Zipfsches Gesetz



Um Kookurrenzen berechnen zu k¨onnen, wird auf eine gr¨oßere Textsammlung von mehreren Millionen S¨atzen zur¨ uckgegriffen. Eine solche Textsammlung von S¨atzen einer Sprache wird Korpus genannt. Innerhalb eines Korpus treten verschiedene Wortformen unterschiedlich oft auf. George K. Zipf formulierte dazu das Prinzip der geringsten Anstrengung (Principle of Least Effort, vgl. [Zip49]). Demnach sind h¨aufiger benutzte W¨orter k¨ urzer, da dies weniger Anstrengung“ bedeutet. ” Wird die Wortliste eines Korpus nach der Frequenz der W¨orter also nach deren absoluten H¨aufigkeit im Korpus sortiert, dann gilt f ∗ r ≈ k.



(1.1)



f steht dabei f¨ ur die Frequenz eines Wortes im Korpus und r entspricht dem Rang des Wortes in der frequenzsortierten Wortliste. Das Zipfsche Gesetz besagt schließlich, dass f ∗ r konstant ist. Eine andere Schreibweise des Zipfschen Gesetzes ist in Formel 1.2 dargestellt. Bei dieser Formel wird deutlich, dass sich die Frequenz eines Wortes umgekehrt proportional zum Rang verh¨alt. f≈



k r



(1.2)



In Abbildung 1.1 ist das Zipfsche Gesetz in einem doppelt logarithmischen Rang-Frequenz-Plot dargestellt. Der Plot zeigt n¨aherungsweise eine Gerade. Werden beide Seiten aus Formel 1.2 logarithmisiert, dann kann daraus die Formel 1.3 abgeleitet werden. log f ≈ log



k = log k − log r r



(1.3)



Wobei das Minus aus Formel 1.3 dem Anstieg des Plots aus Abbildung 1.1 entspricht. Bei realen Korpora ist dieser Wert jedoch nicht 1, sondern 1 + c, wobei c ein kleiner positiver Wert ist. Bezogen auf Kookkurrenzen gilt das Zipfsche Gesetz ebenfalls. Jedoch muss die Formel 1.2 zu der Formel 1.4 abge¨andert werden ([Wik05]). f≈



k r2



(1.4)



¨ Eine Auswirkung dieser Anderung von Formel 1.4 bez¨ uglich Formel 1.2 besteht in der Anzahl der W¨orter bzw. der Kookkurrenzen, die einmal vorkommen. W¨ahrend nach dem Zipfschen Gesetzes f¨ ur Wortformen etwa die 6



Abbildung 1.1: Rang-Frequenz-Plot einer deutschsprachige Wortliste aus 35 Millionen S¨atzen, wobei beide Achsen logarithmisch skaliert sind H¨alfte aller Wortformen einmal auftauchen (vgl. [Zip49], [FS03], [FS01], [New05], [Tes92] ), treten nach dem Zipfschen Gesetz f¨ ur Kookkurrenzen etwa 75% aller Kookkurrenzen einmal auf. Diese Information ist im Kapitel 2 von besonderer Bedeutung, da dies bereits impliziert, dass es sehr viele aber daf¨ ur auch sehr viele seltene Kookkurrenzen geben wird.
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Kapitel 2 Z¨ ahlen von Kookkurrenzen Die Performanz des Z¨ahlens von Kookkurrenz h¨angt von verschiedenen Faktoren ab. Dazu geh¨oren Art bzw. Typ von Kookkurrenzen, sowie die Fenstergr¨oße, in welchem Kookkurrenzen beobachtet werden sollen, nicht zuletzt aber auch die gew¨ahlte Datenstruktur. Die Fenstergr¨oße kann einerseits dynamisch ein Satz sein. Hierbei ¨andert sie sich von Satz zu Satz. Andererseits kann die Fenstergr¨oße fest gew¨ahlt werden. Diese Fenster sind in der Regel kleiner als die Fenster f¨ ur die Satzkookkurrenzen. Unter Typ oder Art von Kookkurrenzen (siehe Kapitel 1.1) werden in dieser Arbeit beispielsweise Kookkurrenzen in linker bzw. rechter Nachbarschaft oder linke und rechte Nachbarschaft zusammen verstanden. Dies ist insofern von Bedeutung, da durch je nach Art von Kookkurrenz unterschiedlich viele Kookkurrenzen aus einem bestimmten Fenster extrahiert werden k¨onnen. Sei die L¨ange eines Satzes durch n beschrieben, dann hat das erste Wort in einem Satzfenster n − 1 rechte Nachbarn. Das zweite Wort hat entsprechend n−2 rechte Nachbarn. Das (n−1)-te Wort hat schließlich nur noch das letzte Wort als rechten Nachbarn. Aus einem Satz der L¨ange n werden somit = n − 1 + n − 2 + n − 3 + ... + n − (n − 1) =



n−1 X



i



i=1



(n − 1)(n − 1 + 1) 2 (n − 1) ∗ n = 2 =



Kookkurrenz-Tokens (siehe Definition in Kapitel 1.1) erzeugt. F¨ ur die linken Nachbarschaftkookurrenzen (siehe Def. 1.1) gilt das Gleiche. Bei Satz8



kookkurrenzen (siehe Def. 1.1), bei denen das Vorkommen eines Wortes mit jedem anderen Wort in einem Satz gez¨ahlt werden, ergeben sich somit n ∗ (n−1) verschiedene Kookkurrenzen. Bei einer durschnittlichen Satzl¨ange von n = 15 werden dementsprechend 15 ∗ (15 − 1) = 15 ∗ 14 = 210 KookkurrenzTokens erzeugt. Betr¨agt die Satzl¨ange hingegen n = 20, so m¨ ussen bereits 20 ∗ (20 − 1) = 20 ∗ 19 = 380 Tokens gez¨ahlt werden. Erh¨oht sich also die Satzl¨ange um 33% von 15 auf 20, so erh¨ohen sich bei den Satzkookkurrenzen die gefundenen Tokens um etwa 81% von 210 auf 380. Der Grund daf¨ ur liegt in dem quadratischen Verhalten der Satzkookkurrenzen bez¨ uglich der Satzl¨ange. Es kann demnach erwartet werden, dass sehr viele Kookkurrenzen aus einem Korpus erzeugt werden k¨onnen. Bei einem Korpus mit 11,35 Millionen S¨atzen und einer durschnittlichen Satzl¨ange von 32 werden somit 32 ∗ (32 − 1) ∗ 11.350.000 = 992 ∗ 11, 35 ∗ 106 = 1, 12592 ∗ 1010 KookkurrenzTokens erzeugt. Die rund 11 Milliarden Tokens verteilen sich auf etwa 1,5 Milliarden Kookkurrenzen, f¨ ur die eine m¨oglichst performante Datenstruktur gefunden werden muß. In diesem Kapitel werden nachfolgend verschiedene Datenstrukturen kurz vorgestellt und es wird erkl¨art, warum im Rahmen von Medusa 1 die Wahl auf einen Hash fiel. Ziel diese Kapitels wird es sein, ein Hashsystem zu entwickeln, das aus einem perfekten und offenen Hash besteht. Dadurch soll die Anzahl der Kollisionen reduziert werden. Um die riesige Anzahl von Kookkurrenzen bew¨altigen zu k¨onnen, m¨ ussen einige Optimierungen gemacht werden. Relevante Kriterien daf¨ ur sind • CPU-Zeit, • RAM-Auslastung und • Sekund¨arspeicherverbrauch. Die CPU-Zeit kann durch einen schnellen Algorithmus (vgl. Kapitel 2.3.2) und durch einen modifizierten Modulo-Operator (vgl. 2.5) reduziert werden. Eine Optimierung der RAM-Auslastung kann durch eine Hashfunktion gew¨ahrleistet werden, die die Daten m¨oglichst gleichm¨aßig u ¨ber den Hashbereich verteilt. Ein Maß f¨ ur das Streuen von Daten ist der Avalanche-Effekt (vgl. 2.3.1). Wenn der RAM-Hash voll ist, wird dieser auf die Festplatte ausgelagert. Durch einen guten Avalanche-Effekt k¨onnen die Festplattenzugriffe um bis zu 20% reduziert werden. 1



Medusa ist eine im Rahmen dieser Diplomarbeit entwickelte Bibliothek, die unter anderem Kookkurrenzen z¨ ahlen kann.
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Ferner soll die M¨oglichkeit bestehen, dass das Hashformat so gew¨ahlt wird, dass neben Kookurrenzen zwischen zwei W¨ortern auch Kookkurrenzen zwischen mehreren W¨ortern (vgl. [QW02]), spektrale Zerlegungen von Kookkurrenzen (vgl. Kapitel 4) sowie zwischen N-Grammen (vgl. [GB]) berechnet werden k¨onnen.



2.1



Datenstrukturen



Um Kookkurrenzen messen zu k¨onnen, wird eine Datenstruktur ben¨otigt, die Sch¨ ussel-Wert-Paare speichern kann. In den Sch¨ ussel m¨ ussen dabei die Wortnummern der beiden W¨orter einfließen. Der Wert entspricht der Frequenz einer Kookkurrenz. In Kapitel 1.4 wurde gezeigt, dass auch f¨ ur Kookkurrenzen das Zipfsche Gesetz gilt. Dies bedeutet, dass eine Datenstruktur stark ungleichm¨aßig verteilte Daten speichern muss. So werden beispielsweise f¨ ur ein hochfrequentes Wort wie der wesentlich mehr Kookkurrenzen gefunden als f¨ ur ein Wort, welches nur einmal vorgekommen ist. Eine letzte Anforderung betrifft die Anzahl der Kookkurrenzen. Am eingangs gezeigten Beispiel wurde vorgerechnet, dass bei rund 11 Millionen S¨atzen etwa 1,5 Milliarden Kookkurrenzen gez¨ahlt werden. Dies kann erst ab etwa 8 GB Arbeitsspeicher komplett im RAM gerechnet werden. Da davon auszugehen ist, dass nach dem derzeitigen Stand der Technik ein Computer keine 8 GB Arbeitsspeicher besitzt bzw. bei gr¨oßeren Korpora auch 8 GB RAM nicht ausreichen, muss eine Datenstruktur gew¨ahlt werden, die den Hauptspeicher m¨oglichst gut ausnutzt. Unter der Annahme, dass ein handelsu ¨blicher PC 1GB Arbeitsspeicher hat, soll im Folgenden davon ausgegangen werden, dass etwa 850 MB f¨ ur die Datenstruktur benutzen werden k¨onnen. Ein m¨ogliches Auslagern auf die Festplatte wird zun¨achst vernachl¨assigt2 . Unter diesen Bedingungen werden in den n¨achsten Abs¨atzen verschiedene Datenstrukturen betrachtet. Es gibt zahlreiche Datenstrukturen wie B¨ aume, Tries, Listen und Hashes. In H¨arder und Rahm (vgl. [HR01, Seite. 180]) werden diese Datenstrukturen in drei Klassen, sequentielle, baumstrukturierte und gestreute Speicherungsstrukturen, eingeteilt. Zu den sequentiellen Strukturen z¨ahlen die sequentielle Liste und die gekette Liste. Diese Datenstrukturen sind f¨ ur das fortlaufende Speichern geeignet. Da diese Datenstrukturen O(n) Zugriffe auf bereits gefundene Kookkurrenzen bietet, soll die Datenstruktur an dieser Stelle nur erw¨ahnt und nicht 2



Medusa lagert den Hash tempor¨ar auf der Platte aus, wenn der Hash im RAM voll ist. Nachdem alle Kookkurrenzen berechnet worden sind, werden alle tempor¨aren Dateien zu einem großen persistenten Festplattenhash zusammengef¨ uhrt.
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weiter betrachtet werden. Bin¨are Suchb¨aume, Mehrwegb¨ aume und Digitalb¨ aume sind baumstrukturierte Datenstrukturen. B¨aume basieren darauf, dass von einem Wurzelknoten ausgehend jeder andere Knoten erreicht werden kann. Je nach Art des Baumes kann so die durchschnittliche Anzahl der Zugriffe f¨ ur einen gesuchten Knoten auf O(log n) reduziert werden, wobei n f¨ ur die Anzahl der Knoten im Baum steht. Dies gilt jedoch nur f¨ ur balancierte Suchb¨aume. Im Worst Case kann ein solcher Baum auch zu einer einfachen verketteten Liste entarten. Der ConceptComposer 3 basiert auf einem tern¨aren Baum. Ein solcher Baum hat die Ordnung 3. Dies bedeutet, dass bis auf die Bl¨atter jeder Knoten auf drei andere Knoten zeigt. Dabei werden die beiden ¨außeren Knoten aus Abbildung 2.1 wie bei einem bin¨aren Baum benutzt, um das erste der beiden W¨orter einer Kookkurrenz zu finden. Abbildung 2.1 zeigt einen kleinen Baum, wie ihn der ConceptComposer benutzt. Dabei steht die Wurzel f¨ ur das Wort, welches als erstes eingef¨ ugt worden ist. W¨ urde eine sortierte Liste in diesen Baum einf¨ ugt werden, so entspricht der daraus resultierende Baum einer verketteten Liste. Die beiden a¨ußeren S¨ohne entsprechen demnach einem bin¨aren Baum. Der mittlere Sohn eines Knotens zeigt auf eine verkettete Liste. In dieser Liste werden alle Kookkurrenzen zu dem Wort gespeichert, welches auf diese Liste zeigt. Aus einem auf diese Weise erzeugten Baum wie in Abbildung 2.1 w¨ urden somit die Kookkurrenzen ist-im (5), ist-in (12), ist-zu (3) und zu-ist (3) gespeichert werden. Der Nachteil dieses Ansatzes bzw. aller baumstrukturierten Datenstrukturen ist die schlechte Speicherausnutzung im RAM. Der ConceptComposer ben¨otigt pro Knoten f¨ unf Integer-Variablen f¨ ur die Wortnummer (in Abbildung 2.1 wurden stattdessen die W¨orter selbst dargestellt), die Frequenz sowie drei S¨ohne. Daf¨ ur werden insgesamt 20 Byte pro Knoten ben¨otigt. Davon sind aber nur 8 Byte (Wortnummer und Frequenz) relevante Informationen. F¨ ur die drei S¨ohne m¨ ussen 12 Byte/Knoten aufgebracht werden. Damit werden nur 40% des Hauptspeichers effektiv genutzt. Die restlichen 60% des Arbeitsspeichers enthalten nur Zeigerinformationen. Im oben genannten Beispiel, in welchem 850 MB Arbeitsspeicher f¨ ur Datenstrukturen benutzt werden k¨onnen, w¨ urde dies bedeuten, dass bei 20 Byte/Knoten und voller Auslastung der 850 MB rund 47 Millionen Kookkurrenzen zeitgleich im RAM gez¨ahlt werden k¨onnen. Die schlechte Ausnutzung des Arbeitsspeichers der baumstrukturierten Datenstrukturen kann durch einen Hash verbessert werden. Ein Hash ben¨o3



Der ConceptComposer ist ein Programm, welches unter anderem Kookkurrenzen z¨ahlen kann. Es wird derzeitig von der Abteilung f¨ ur Automatische Sprachverarbeitung an der Universit¨ at Leipzig benutzt.
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Abbildung 2.1: baumstrukturierte Datenstruktur zum Z¨ahlen von Kookkurrenzen tigt keine Zeigerinformationen. In diesem Kapitel wird gezeigt, dass durch gute Hashfunktionen performant mit einer Auslastung von 90% des Hashbereichs Kookkurrenzen gez¨ahlt werden k¨onnen. Auf das obige Beispiel mit 850 MB Arbeitsspeicher bezogen, bedeutet dies, dass pro Kookkurrenz 12 Byte gespeichert werden m¨ ussen. Zweimal vier Bytes werden f¨ ur die beiden Wortnummern und weitere vier Bytes f¨ ur die Frequenz benutzt. Somit k¨onnen rund 71 Millionen Kookkurrenzen bei einer 90%igen Auslastung des Hashes im Hauptspeicher gez¨ahlt werden. Im Folgenden werden weitere Optimierungen vorgestellt, durch welche bis zu 113 Millionen Kookkurrenzen zeitgleich im RAM gez¨ahlt werden k¨onnen.



2.2



Grundlagen des Hashings



Unter einem Hash kann im einfachsten Fall ein Array der L¨ange n verstanden werden, in welchem die Objekte gespeichert werden k¨onnen. Dieses Array wird auch Hashtabelle genannt. Gegen¨ uber einer Liste, in welcher die Daten, vom Index i = 0 beginnend, fortlaufend eingef¨ ugt werden, wird der Index i des Array mittels einer Funktion h : K → 1, ..., n berechnet, die auch als Hashfunktion bezeichnet wird. Dabei ist K ⊆ T × T das Kreuzprodukt der Menge T aller W¨orter bzw. Wortnummern. F¨ ur Kookkurrenzen n-ter n Ordnung ist K dementsprechend mit K ⊆ T definiert. Im Rest dieses Kapitels werden die Ergebnisse reflektiert, die im Rahmen der Entwicklung von Medusa gewonnen worden sind. Im Besonderen stehen die beiden G¨ utekriterien bestm¨ ogliche Auslastung und maximale Geschwindigkeit im Mittelpunkt. Beide Kriterien verhalten sich kontr¨ar zueinander, so 12



dass das Verbessern des einen Kriteriums ein Verschlechtern des anderen zur Folge hat. Es gilt also, die bestm¨ogliche Kombination beider G¨ utekriterien zu finden.



2.3



Wahl der passenden Hashfunktion



Eine Hashfunktion hat die Aufgabe, aus einem Definitionsbereich K m¨oglichst gleichm¨aßig auf einen Wertebereich 1, 2, ..., n − 1, n zu streuen. Wird eine Gleichverteilung der Daten aus dem Wertebereich bez¨ uglich ihrer Frequenz zugrunde gelegt, dann gen¨ ugt es, eine triviale Hashfunktion wie h(k) = (k1 ∗ k2 ∗ · · · ∗ kn ) mod s mit (k1 , k2 , . . . , kn ) = k ∈ K ⊆ T n (2.1) zu benutzen, die die Wortnummern der Kookkurrenz miteinander multipliziert. Da sich die W¨orter eines Korpus aber nicht gleichverteilen, sondern zipfverteilt sind, ist die Benutzung einer trivalen Hashfunktion wie die Multiplikation in Kombination mit einer Modulo-Operation problematisch, da sowohl die Multiplikation als auch die Modulo-Operation zu stark von der Verteilung der Schl¨ ussel aus dem Wertebereich abh¨angen (siehe Tabelle 2.2 in Kapitel 2.3.1).



2.3.1



Avalanche-Effekt



Aus Gr¨ unden der Geschwindigkeit und des Platzverbrauchs werden W¨orter als Wortnummern dargestellt. In der Regel sind diese W¨orter nach einem Kriterium, wie alphabetischer Ordnung oder Frequenz, sortiert. Gerade letzteres birgt jedoch einige Gefahren. Wird 110 in der Darstellung zur Basis 2 betrachtet, dann wird im 32-Bit-Integer-Bereich 31mal die 0 und nur einmal die 1 gesetzt. 000000000000000000000000000000012 = 110 F¨ ur die Betrachtung der Zahl 310 hat sich nur das vorletzte Bit ge¨andert. 000000000000000000000000000000112 = 310 W¨ urde nun eine Kookkurrenz zwischen diesen beiden W¨orter gez¨ahlt werden, dann h¨atte eine Hashfunktion nur drei gesetzte Bits dazu zur Verf¨ ugung. Eine Multiplikation beider Zahlen w¨ urde wieder 310 zur¨ uckliefern. 000000000000000000000000000000012 ∗000000000000000000000000000000112 = 000000000000000000000000000000112 = 310 13



F¨ ur eine Addition beider Zahlen w¨ urden sich in diesem Beispiel wenigstens einige Bits ¨andern. 000000000000000000000000000000012 ∗000000000000000000000000000000112 = 000000000000000000000000000001002 = 410 Da bei einer frequenzsortierten Wortnummernvergabe gerade die h¨aufigsten W¨orter durch sehr kleine Zahlen und damit durch relativ wenig gesetzte Bits repr¨asentiert werden, muss also an eine Hashfunktion die Anforderung gestellt werden, dass sie auch 1-Bits produzieren“ kann. Die F¨ahigkeit, auf ” ¨ Anderung eines Bits in der Eingabe, Bits in der Ausgabe zu ¨andern, wird Avalanche-Effekt genannt. Von einem guten Avalanche-Effekt wird gesprochen, wenn sich in der Eingabe ein Bit ¨andert und aufgrund dessen die Hashfunktion 50% der Ausgabebits modifiziert. Daher wird der Avalanche-Effekt auch Lawineneffekt genannt. Der Avalanche-Effekt mißt demnach unter anderem wie gut eine Hashfunktion Bits setzen kann, wenn in der Eingabe nur wenige Bits gesetzt gewesen sind (vgl. [Wik05]). Im Rahmen dieser Arbeit wird von einem optimalem Avalanche-Effekt gesprochen, wenn sich 50% der Bits in der Ausgabe ¨andern. Dies l¨aßt sich auch mittels der Entropie formal belegen. Die Entropie ist ein Maß f¨ ur die Unsicherheit eines Ereignisses. Tritt dieses Ereignis schließlich ein, dann ist der entsprechende Informationsgewinn“ umso gr¨oßer (vgl. [Top73]). ” Die zu benutzende Entropiefunktion H(p, 1 − p) besteht aus zwei Eingangswahrscheinlichkeiten. p steht f¨ ur die Wahrscheinlichkeit, dass ein Bitwechsel stattfindet. H(p, 1 − p) ist somit definiert als H(p, 1 − p) = −p ∗ log(p) − (1 − p) ∗ log(1 − p).



(2.2)



Das Maximum der Entropiefunktion H(p, 1 − p) liegt, wie in Abbildung 2.2 dargestellt, bei einer Wahrscheinlichkeit von 50% (vgl. [Sha48], [Top73], [V¨ol91] und [Mac03] ). Aus Sicht des Hashings bedeutet eine Wahrscheinlichkeit des Bitwechsels von 50%, dass die Entropie bzw. die Verunsicherung“ des Ausgangs am ” gr¨oßten ist. Dies bedeutet ferner, dass die F¨ahigkeit zu streuen, ihr Optimum erreicht. Um den Avalanche-Effekt zu messen, wurden die in den Tabellen 2.1 und 2.2 m¨oglichen Hashfunktionen auf diesen Effekt untersucht. Dazu wurden die Hashwerte zweier Eingaben, die sich in einem Bit unterscheiden, miteinander verglichen. In Tabelle 2.1 sind die Ergebnisse der ersten 20 Millionen 14



Abbildung 2.2: Entropie H(p,1-p) als Maß f¨ ur die Unsicherheit des Ausgangs eines Ereignisses (p entspricht der Wahrscheinlichkeit, dass ein Bitwechsel stattfindet. 1-p stellt die Wahrscheinlichkeit daf¨ ur dar, dass kein Bitwechsel stattfindet.) Wortnummern f¨ ur diesen Effekt dargestellt. F¨ ur die Manipulation eines Bits wurde das letzte Bit der Eingabe ausgesucht, welches dar¨ uber entscheidet, ob die Eingabezahl gerade oder ungerade ist. Dementsprechend wurde der Hashwert einer geraden Zahl berechnet. Anschließend wurde das letzte Bit der Eingabezahl gesetzt. Zum Vergleich hat sich damit in der Eingabe nur ein Bit ver¨andert. Von dieser modifizierten Eingabe wurde ebenfalls der Hashwert berechnet. Die beiden, auf diese Weise erhaltenen Hashwerte, wurden anschließend XOR-verkn¨ upft. Im Bit i dieses Ergebnisses wurde durch die XOR-Vekn¨ upfung eine 1 gesetzt, wenn ein Bitwechsel an der Position i stattgefunden hat. Ansonsten wird eine 0 gesetzt. Anschließend wurden die letzten 8 Byte4 des Hashwertes byteweise auf gesetzte Bits untersucht. Bei einem guten Avalanche-Effekt wurden so im Schnitt 4 von 8 Byte gez¨ahlt. Tabelle 2.1 zeigt den, auf diese Weise berechneten, Avalanche-Effekt f¨ ur die letzten 8 Byte. Dabei steht die Spalte 1 f¨ ur das letzte Byte, Spalte 2 f¨ ur das vorletzte Byte usw. Eine reine XOR-Verkn¨ upfung w¨ urde lediglich ¨ eine Anderungen im letzten Byte nach sich ziehen (vgl. Tabelle 2.1). Ebenfalls zeigt sich, dass der Adler32 -Algorithmus (vgl. [Wik05]) f¨ ur das letz4



Aus Gr¨ unden, die in Kapitel 2.5 noch erkl¨art werden, gen¨ ugt es, die letzten 8 Byte zu betrachten.
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Avalanche-Effekt f¨ ur die letzten 8 Byte in Hashfunktion 1 2 3 4 5 6 7 XOR 12,5 0 0 0 --- --- --CRC32 50,0 62,5 62,5 50 - - - - - - - - Adler32 24,9 0,5 24,6 0,3 - - - - - - - - MD2 50,0 50,0 49,9 50,0 49,9 50,0 49,9 MD5 49,9 49,9 49,9 50,0 50,0 50,0 50,0 SHA-160 50,0 49,9 50,0 50,0 50,0 49,9 50,0 SHA-256 49,9 50,0 50,0 49,9 49,9 50,0 50,0 SHA-384 49,9 49,9 49,9 50,0 49,9 49,9 50,0 SHA-512 50,0 50,0 50,0 49,9 49,9 50,0 49,9



% 8 ------50,0 49,9 49,9 50,0 49,9 50,0



Tabelle 2.1: gemessener Avalanche-Effekt f¨ ur die ersten 20 Millionen Zahlen, ¨ basierend auf einer Anderung des letzten Bits in der bin¨aren Zahlendarstellung



te und drittletzte Byte einen sehr schlechten Avalanche-Effekt hat. F¨ ur das zweit- und viertletzte Byte ist dieser Effekt kaum noch messbar. Der CRC32 Algorithmus ([Wik05]) misst f¨ ur das vorletzte und drittletzte Byte sehr starke ¨ Anderungseffekte. ¨ Eine Anderung von jeweils 62,5% bedeutet jedoch nicht, dass dieser Algorithmus dadurch besser ist. Das Ziel des Avalanche-Effektes in der Kryptologie ist, dass das Knacken einer verschl¨ ußelten Nachricht m¨oglichst schwer ist. Wird ein niedriger Effekt gemessen, dann ist die verschl¨ usselte Nachricht leicht zu knacken. Andererseits wird ein hoher Avalanche-Effekt gemessen, dann bedeutet dies, dass die Nachricht nur st¨arker bitweise invertiert wird. Daher ist es auch das Ziel, Effekte von 50% Bit¨anderungen zu messen. F¨ ur das Hashen bedeutet dies, dass bei einem niedrigen Avalanche-Effekt ¨ahnliche k, k 0 ∈ K in der Hashtabelle lokal clustern. Bei einem entsprechend hohen Effekt clustern ¨ahnliche k, k 0 ∈ K nur an einer anderen Stelle. Optimale Effekte (siehe Abbildung 2.2) von 50% streuen die Daten bestm¨oglich u ¨ber den gesamten Hashbereich. In Tabelle 2.1 ist der Avalanche-Effekt f¨ ur die Algorithmen SHA-160, SHA-256, SHA-384,SHA-512, MD2 und MD5 (vgl. [Sch96] und [Bau94]) dargestellt. In einem zweiten Test zum Avalanche-Effekt wurden 100 Millionen zuf¨allige und zipfverteilte Kookkurrenzen unter Verwendung der Formel aus [New05]5 erzeugt. Der wesentliche Unterschied zum ersten Test besteht demnach darin, dass die Daten nicht mehr gleich- sondern zipfverteilt sind. Eine 5



Siehe Seite 3 Fußnote 3.
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der beiden Wortnummern wurde wieder wie im obigen Beispiel gerade gew¨ahlt, so dass mittels setzen des letzten Bits eine kontrollierte Bit¨anderung vorgenommen werden kann.



Hashfunktion Addition Multiplikation CRC32 Adler32 MD2 MD5 SHA-160 SHA-256 SHA-384 SHA-512



1 25,2 42,4 62,5 24,6 49,9 50,2 50,3 50,6 49,9 49,5



Avalanche-Effekt f¨ ur die 2 3 4 −6 0,04 7.8 ∗ 10 0 9,9 0,7 0,04 0,0 50,0 50,0 0,02 24,5 0,5 49,4 50,0 49,8 50,3 50,2 49,7 49,8 50,2 49,6 50,0 50,3 49,7 49,9 49,9 50,0 49,9 50,2 49,7



letzten 5 --------49,7 49,3 50,7 49,9 49,9 49,7



8 Byte in % 6 7 --- ----- ----- ----- --50,2 49,7 49,8 49,6 50,2 50,0 49,5 50,2 49,9 50,0 50,7 49,4



8 --------50,7 50,1 50,2 49,5 49,9 49,5



Tabelle 2.2: Avalanche-Effekt Tabelle 2.2 zeigt die Ergebisse dieses Tests. Die eingangs erw¨ahnten Hashfunktionen Addition und Multiplikation von Wortnummern erreichen sehr schlechte Werte. Weiterhin werden Bit¨anderungen nicht u ¨ber den gesamten Hashbreich gestreut, sondern sind bei dem Byte am gr¨oßten, in welchem die Bit¨anderung gemacht worden ist. Je gr¨oßer der Abstand von diesem Byte ist, umso geringer wird ein Avalanache-Effekt meßbar. Bei dem CRC32 ¨ Algorithmus werden im vorletzten Byte sogar keine Anderungen gemessen. Die Hashfunktionen, die aus der Kryptologie kommen, zeigen im Vergleich ¨ zu der gleichverteilten Eingabe nur geringf¨ ugige Anderungen. Aus Sicht des Avalanche-Effektes m¨ usste dementsprechend die Wahl der Hashfunktion auf MD2, MD5, SHA-160, SHA-256,SHA-384 oder SHA-512 fallen.



2.3.2



Hashfunktionen



Im Rahmen von Medusa wurden Hashfunktionen evaluiert, die einerseits zum Berechnen von Checksummen und andererseits in der Kryptologie zum Erstellen von Signaturen, die f¨ ur das Verschl¨ usseln von Daten benutzt werden. Zur ersten Gruppe von Hashfunktionen z¨ahlen beispielsweise Algorithmen wie CRC16, CRC24, CRC32, CRC32c, CRC64 oder Adler32. Diese Algorithmen basieren auf der Berechnung von Polynomen. Zur zweiten Gruppe z¨ahlen 17



Hashfunktionen wie MD2, MD5, SHA-160,SHA-256,SHA-384 und SHA-512. Diese Algorithmen basieren auf einer Zerlegung der Eingabe in verschiedene Bl¨ocke. Danach werden diese Bl¨ocke iterativ verarbeitet. Die genaue Funktionsweise dieser Algorithmen soll an dieser Stelle vernachl¨assigt werden. Es sei jedoch auf externe Literatur wie [Sch96], [Bau94] und [Wik05] verwiesen. Ein paar der eben genannten Algorithmen wurden im Rahmen von Medusa genauer untersucht. Tabelle 2.3 stellt ausgew¨ahlte Funktionen mit einigen Informationen dar. Die L¨ange des Hashwertes ergibt sich aus dem jeweiligen Algorithmus. Die ben¨otigte Zeit entspricht der Zeit, die gebraucht worden ist, um 100 Millionen Hashwerte mittels des jeweiligen Algorithmus zu berechnen. Die beiden W¨orter, die in diesem Szenario gemeinsam miteinander ” auftreten“ sollen, wurden mittels der Formel aus [New05] berechnet. Die letzte Spalte dieser Tabelle zeigt den Skalierungsfaktor in Bezug auf den schnellsten Algorithmus. Hashfunktion L¨ange des Hashwertes in Bytes Adler32 4 CRC32 4 MD2 16 MD5 16 SHA-160 20 SHA-256 32 SHA-384 48 SHA-512 64



ben¨otigte Zeit Faktor in s 45 1 53 1,18 1046 23,3 145 3,2 213 4,8 289 6,4 1050 23,4 1062 23,6



Tabelle 2.3: ausgew¨ahlte Algorithmen, die als Hashfunktion benutzt werden k¨onnen Tabelle 2.3 zeigt, dass es aus Sicht der Performance eine klare Trennung zwischen den Checksummen- und den Kryptographie-Algorithmen gibt. W¨ahrend der Adler32 - und der CRC32 -Algorithmus beide fast gleich schnell sind, ben¨otigen alle Kryptographie-Algorithmen um eine Gr¨oßenordnung mehr Zeit f¨ ur das gleiche Problem. Neben dem G¨ utekriterium maximale Geschwindigkeit wird im Rahmen dieser Arbeit auch das Kriterium bestm¨ ogliche Auslastung definiert. Aus Sicht der Geschwindigkeit m¨ ußte die Wahl auf den Adler32 - oder bestenfalls noch auf den CRC32 -Algorithmus fallen. Diese Betrachtungen ber¨ ucksichtigen jedoch den Avalanche-Effekt aus Kapitel 2.3.1 nicht. Um den Avalanche-Effekt und die Geschwindigkeit in einem Szenario gemeinsam beurteilen zu k¨onnen, wurde ein Korpus mit 11 Millionen S¨atzen benutzt. Es wurde also unter 18



anderem gemessen, wie viele S¨atze mit der jeweiligen Hashfunktion im Speicher verarbeitet werden k¨onnen, bis der Hash vollgelaufen ist. Dabei wurde ein f¨ ur Medusa entwickeltes Hashing benutzt (siehe Kapitel 2.6.3). In Tabelle 2.4 sind diese Ergebnisse dargestellt. Hashfunktion verarbeitete S¨atze Adler32 910 CRC32 893853 MD2 883719 MD5 884440 SHA-160 885677 SHA-256 890553 SHA-384 884956 SHA-512 885357



% Belegung der Hashtabelle 0,4 91,4 89,9 89,9 90,2 90,9 90,1 90,1



Tabelle 2.4: Leistungsf¨ahigkeit verschiedener Hashfunktionen bzgl. ihrer F¨ahigkeit, zipfverteilte Wort-Kookkurrenzen zu streuen und dadurch m¨oglichst viele S¨atze ohne Auslagerung zu z¨ahlen



Wie zu erwarten, schneiden die Kryptographie-Algorithmen SHA und MD mit einer durchschnittlichen Auslastung des Hashes von etwa 90% und etwa 885.000 S¨atzen (siehe Tabelle 2.4) etwa gleich gut ab. Der Adler32 Algorithmus best¨atigt nach den Ergebnissen zum Avalanche-Effekt aus Tabelle 2.2 ebenfalls sein Verhalten beim Z¨ahlen von Kookkurrenzen. Wider Erwarten erreicht der CRC32 -Algorithmus mit 91,4% die h¨ochste Auslastung und es k¨onnen dementsprechend auch die meisten S¨atze verarbeitet werden. Der Grund daf¨ ur scheint in dem Testszenario zum Avalanche-Effekt zu liegen. Eine der beiden Wortnummern, die zusammen auftreten sollen, wurde u ¨ber die Formel aus [New05] berechnet. Die so berechnete Wortnummer entspricht dem Zipfschen Gesetz. Die zweite Wortnummer wird auf die gleiche Weise mit der Einschr¨ankung, dass es eine gerade Zahl sein muss, berechnet. Dies hat es erm¨oglicht, dass das letzte Bit der zweiten Wortnummer dazu genutzt werden kann, um den Avalanche-Effekt zu messen, da bei geraden Zahlen dieses Bit immer auf 0 gesetzt ist. W¨ urde willk¨ urlich ein Bit ausgew¨ahlt werden, um es von 0 auf 1 zu setzen, so l¨asst sich an dieser Stelle auf Basis der Daten aus Tabelle 2.4 nur vermuten, dass auch f¨ ur den CRC32 -Algorithmus ein besserer Avalanche-Effekt gemessen werden kann. Bei der Wahl der zu benutzenden Hashfunktion f¨allt die Entscheidung auf den CRC32 -Algorithmus. Es hat sich gezeigt, dass dieser Algorithmus einer19



seits zu den schnellsten geh¨ort und andererseits am besten die Daten auf eine Hashtabelle uniform streuen kann. Die Kryptologie-Algorithmen funktionieren letztlich genau so gut wie der CRC32 -Algorihtmus. Sie ben¨otigen aber allesamt mehr als das Dreifache der Zeit. Damit sind sie f¨ ur das Z¨ahlen von Kookkurrenzen nicht geeignet. Ein Grund daf¨ ur liegt einerseits in der Komplexit¨at dieser Algorithmen. Andererseits werden Hashwerte“ erzeugt, die ” deutlich l¨anger sind als die vier Byte des CRC32 -Algorithmus (vgl. Tabelle 2.3), so dass allein dies bereits mehr Zeit kostet.



2.4



Adresskollisionen



Ein Unterscheidungskriterium von Hashverfahren ist die M¨oglichkeit von Adresskollisonen. Eine Adresskollision entsteht, wenn die Hashfunktion h f¨ ur 0 0 zwei verschiedene Sch¨ ussel k, k ∈ K die gleiche Hashadresse h(k) = h (k) berechnet. Ein perfektes Hashverfahren produziert keine Adresskollisionen. Bei diesen Verfahren wird sichergestellt, dass jedem Schl¨ ussel eine eigene Hashadresse zugewiesen wird. Dies funktioniert jedoch nur bei sehr kleinen Mengen von Schl¨ usseln. In den meisten F¨allen jedoch ist die Menge der m¨oglichen Schl¨ ussel deutlich gr¨oßer als der Hashbereich der Hashtabelle. Somit ist f¨ ur gr¨oßere Probleme ein perfektes Hashing nicht mehr m¨oglich. In diesen F¨allen wird von offenen Hashverfahren gesprochen. Bei diesen Verfahren sind Adresskollisionen jedoch nicht zu vemeiden. Im Rahmen von Medusa werden beide Formen des Hashings benutzt. Ein perfektes Hashverfahren wird f¨ ur die h¨aufigsten W¨orter eines Korpus benutzt. Dabei wird davon ausgegangen, dass zwischen diesen W¨ortern eine hohe Kookkurrenz-Dichte herrscht. F¨ ur die seltenen und mittelfrequenten W¨orter wird ein offenes Hashverfahren verwendet. Um eine Entscheidung treffen zu k¨onnen, in welchem Hash die Kookkurrenz gez¨ahlt werden soll, wird intern mit Wortnummern gearbeitet. Die Wortnummern werden dabei nach der Frequenz des Wortes vergeben. Das frequenteste Wort hat somit die Wortnummer 1. Um diese Entscheidung treffen zu k¨onnen, muss lediglich u uft wer¨berpr¨ den, ob die beiden Wortnummern einer Kookkurrenz unter einer vorher definierten Schwelle von beispielsweise 5.000 liegen. Wenn dies der Fall ist, dann wird die Kookkurrenz im Array-Hash mit einem perfekten Hashverfahren gez¨ahlt werden. Andernfalls wird die Kookkurrenz im RAM-Hash mittels eines offenen Hashverfahrens berechnet. Abbildung 2.3 stellt den Ablauf des Z¨ahlens von Kookkurrenzen innerhalb von Medusa dar. Dabei wird auf einem Eingabetext ein Kookkurrenzfilter, 20



Abbildung 2.3: Medusa’s Hashingsystem, bestehend aus drei Hashes: Array-, RAM - und DISC -Hash wie beispielsweise der im Rahmen dieser Arbeit oft benutzte Filter der Satzkookkurrenzen, angewendet. Dieser Filter u ¨bergibt das Kookkurrenz -Token an das Hashsystem, welches wie eben beschrieben dar¨ uber entscheidet in welchem Hash die Kookkurrenz gez¨ahlt werden soll. L¨auft der RAM -Hash voll, dann wird dieser auf die Festplatte ausgelagert und anschließend geleert. Nachdem der gesamte Text verarbeitet worden ist, werden der Array-Hash sowie die ausgelagerten RAM -Hashes zu einem großen Disc-Hash zusammengef¨ uhrt. Dieser erm¨oglicht das persistente Ablagern von Kookkurrenzen, so dass bei neuem Textmaterial nur noch die neuen S¨atze verarbeitet werden m¨ ussen und so eine weitere Verbesserung der Performanz sichergestellt ist.



2.5



Wahl der Modulo-Operation



In Kapitel 2.3.2 wurde gezeigt, dass mittels einer Hashfunktion eine zipfverteilte Menge K von Schl¨ usseln so auf einen Hash verteilt werden kann, dass dieser effizient genutzt und zu u ¨ber 90% ausgelastet werden kann. Die numerischen Werte, die ein solcher Algorithmus zur¨ uckliefert, sind dabei wesentlich gr¨oßer als es Hashwerte in der Hashtabelle gibt. Um diese an die Gr¨oße der Hashtabelle s anzupassen, wird in der Regel die Modulo-Operation h(k) = crc32(k) mod s 21



(2.3)



mit (k1 , k2 , . . . , kn ) = k ∈ K ⊆ T n benutzt. Bei der Wahl von s wird empfohlen (vgl. [Knu98] bzw. [OW96]), dass es sich um eine Primzahl handeln sollte. Wird s gerade gew¨ahlt, dann ist h(k) gerade, wenn crc32(k) eine gerade Zahl zur¨ uckliefert. Entsprechendes gilt auch f¨ ur ungerade Ergebnisse, die durch crc32(k) berechnet werden. Da die crc32(k)-Funktion die Keys k sehr gut auf gerade und ungerade Zahlen verteilt, kann diese Forderung vernachl¨assigt werden. Ferner wird oftmals zus¨atzlich gefordert, dass s so zu w¨ahlen ist, dass es m¨oglichst in gleichem Abstand zwischen zwei Zahlen der Form 2n liegt (vgl. [Knu98]). W¨ urden die Hashwerte einer Hashtabelle wie in der folgenden Formel berechnet werden h(k) = crc32(k) mod 2t ,



(2.4)



dann w¨ urden lediglich die letzten log2 2t = t Bits der Funktion crc32(k) f¨ ur die Berechnung des Hashwertes eine Rolle spielen. Die restlichen (32 − t) Bits bleiben unber¨ ucksichtigt. Diese Kritik ist insofern berechtigt, als dass einige Funktionen wie die Multiplikation oder die Addition von zwei Wortnummern einen sehr schlechten Avalanche-Effekt haben (vgl. Tabelle 2.2). W¨ urden auf diese Weise nur die letzten t Bits f¨ ur die Modulo-Operation benutzt werden, so k¨onnten relevante Bit¨anderungen verloren gehen. Angesichts der guten Avalanche-Effekte f¨ ur anspruchsvollere Algorithmen ist dies jedoch nicht mehr notwendig, da jede Bit¨anderung etwa 50% aller anderen Bits u ¨ber den gesamten Bereich dieser Funktion ¨andern kann. Auf diese Weise kann die komplizierte und langsame Modulo-Operation durch eine bitweise UND-Verkn¨ upfung ersetzt werden. Im Falle der crc32(k)-Funktion bedeutet dies, dass eine Bitmaske der L¨ange 32 erstellt wird, in welcher die ersten 32 − t Bits auf 0 und die letzten t auf 1 gesetzt sind. Dann kann wie in der folgenden Formel      crc3231 (k) 0 0 .. ..    ..    . .   .        0 crc32t+1 (k) 0         crc32t (k)  1 =  crc32t (k)  .      crc32t−1 (k) 1 crc32t−1 (k)   .   .. ..    ..    . . crc320 (k) 1 crc320 (k) der zu benutzende Hashwert ohne eine Modulo-Operation berechnet werden. Auslastungen von u ¨ber 90% zeigen, dass bei einer guten Hashfunktion auch eine Zweierpotenz zur Moduloberechnung genutzt werden kann. Dies deckt 22



sich auch mit Ergebnissen von Zobel et al. (vgl. [ZHW01]), die W¨orter in einem Hash gez¨ahlt haben. Tests haben weiterhin ergeben, dass diese Form der Modulo-Berechnung etwa doppelt so schnell ist, wie das Berechnen des Restes in der Programmiersprache Java. F¨ ur das Berechnen von Kookkurrenzen bedeutet dies, dass ungef¨ahr 10.000 S¨atze/Minute mehr verarbeitet werden k¨onnen.



2.6



Hashen mit zwei Hashfunktionen



Bei einem Studium der gegenw¨artigen Fachliteratur zum Thema Hashing, k¨onnen viele wenig bekannte Hashans¨atze kennengelernt werden. Ein Trend, der bei den Vorbereitungen zur Entwicklung von Medusa ausgemacht werden konnte, ist das Hashen mit zwei Hashfunktionen. In Kapitel 2.3.1 wurde gezeigt, dass Hashfunktionen selbst bei ungleichm¨aßig verteilten Eingabedaten diese sehr gut u ¨ber den Hashbereich verteilen. Dennoch steigt die Zahl der Adresskollisionen bei zunehmender Auslastung des Hashes stark an. In diesem Sinn soll in diesem Unterkapitel auf drei Ans¨atze des Hashens mit zwei Hashfunktionen eingegangen werden. Das wohl bekannteste Verfahren dazu ist das sogenannte Double Hashing. Ein weiteres Verfahren, das allerdings nur kurz skizziert werden soll, ist das Cuckoo Hashing. Das Cuckoo Hashing dient auch als Grundlage f¨ ur das Hashing, welches in Medusa benutzt wird. Diese Form des Hashens mit zwei Hashfunktion soll als letzte M¨oglichkeit vorgestellt werden.



2.6.1



Double Hashing



Der Grundgedanke des Double Hashings ist, die marginalen Ungleichverteilungen (siehe Kapitel 2.3.1 und Tabelle 2.2) der einen Hashfunktionen durch die Streuung einer zweiten Hashfunktion auszugleichen. Dabei wird die zweite Hashfunktion als Sondierungsfunktion benutzt. Beide Hashfunktionen sollten so gew¨ahlt werden, dass sie m¨oglichst unabh¨angig von einander sind. h(k) = (f1 (k) − j ∗ f2 (k)) mod s mit k ∈ K ⊆ T n



(2.5)



Dabei sind f1 und f2 die beiden Hashfunktionen und j = 0, 1, 2, . . . ist ein Z¨ahler daf¨ ur, wie viele Sonderierungen f¨ ur den Schl¨ ussel k ∈ K bereits gemacht werden mußten. Auf diese Weise l¨aßt sich die Anzahl der Sonderierungen beim Einf¨ ugen eines Sch¨ ussel-Wert-Paares selbst bei Auslastungen von mehr als 80% auf unter 2,5 im Durschnitt halten (vgl. [OW96]). Eine Eigenschaft f¨ ur diese Form des Hashens mit zwei Hashfunktionen ist, dass
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beide Hashfunktionen auf dem gleichen Hashbereich arbeiten. Es k¨onnte also von beiden Hashfunktionen aus jeder Hashwert berechnet werden.



2.6.2



Cuckoo Hashing



Das Cuckoo Hashing (vgl. [PR04]) teilt den Hashbereich in zwei gleich große Teile. Jeder dieser halbierten Bl¨ocke wird von einer anderen Hashfunktion verwaltet. Jede Hashfunktion verwaltet also nur die H¨alfte des gesamten Hashbereichs. Eine Adressierung außerhalb des zugewiesenen Hashbereichs ist nicht m¨oglich. Beim Einf¨ ugen eines Sch¨ ussel-Wert-Paares wird zuerst ein Hashwert im ersten Hashbereich mittels der ersten Hashfunktion f1 (k) berechnet. Sollte dort bereits ein anderes Sch¨ ussel-Wert-Paar gespeichert sein, dann wird die zweite Hashfunktion f2 (k) benutzt, um einen Speicherplatz im zweiten Hashbereich zu berechnen. Sollte auch dort bereits ein Sch¨ ussel-Wert-Paar gespeichert sein, dann wird der dort gespeicherte Werte in den ersten Hashbereich kopiert. Dies kann aber wiederum ein weiteres Kopieren nach sich ziehen. Nachdem nun im zweiten Hashbereich die berechnete Hashadresse wieder frei ist, kann das neu einzuf¨ ugende Sch¨ ussel-Wert-Paar dort platziert werden. F¨ ur Details sei auf die zahlreichen Paper von Pagh wie beispielsweise [PR04] verwiesen. Diese Form des Hashens mit zwei Hashfunktionen hat gegen¨ uber dem Double Hashing einen Vorteil und einen Nachteil. Der Vorteil ist, dass tempor¨ar die zuletzt eingef¨ ugten Sch¨ ussel-Wert-Paare mit O(1) erreichbar sind, wenn sie im ersten Hashbereich und mit O(2), wenn sie im zweiten Hashbereich abgelegt worden sind. Da sich W¨orter mitunter sehr ungleichm¨aßig u ¨ber einen Korpus verteilen, treten auch die Kookkurrenzen ungleichm¨aßig auf. Solche lokal im Korpus auftretenden Kookkurrenzen k¨onnten somit selbst bei einem Hash mit einer hohen Auslastung schnell erreichbar sein. Im Gegenzug werden Kookkurrenzen nach hinten“ verschoben, die vielleicht sehr ” fr¨ uh aufgetreten sind und sich u ¨ber den gesamten Korpus verteilen. Der große Nachteil ist das viele Kopieren der Sch¨ ussel-Wert-Paare. Dies beansprucht zus¨atzliche Zeit. Die Ergebnisse von Pagh (vgl. [PR04]) zeigen, dass diese Form des Hashens am Ende deutlich langsamer ist als ein normales Hashing mit linearer Sondierung. Nach Pagh6 ist die lineare Sondierung immer schneller als das Double Hashing. Somit wurde bei seinen Forschungen das Double Hashing nicht weiter betrachtet. 6



Pagh ist nicht nur Entwickler des Cuckoo Hashings, sondern auch in der Forschung im Bereich des Hashings aktiv. So sei an dieser Stelle auf [Pag99], [sP02] und [Pag02] verwiesen, die wichtige Grundlagen des im Rahmen dieser Arbeit vorgestellten Hash-Ansatzes zur Verf¨ ugung stellen.
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2.6.3



Medusa’s Hashing



Auch wenn das Cuckoo Hashing langsamer ist als ein normales Hashing mit linearer Sondierung, so ist der Grundgedanke des Teilens eines globalen Hashraumes in mehrere lokale Hashbereiche interessant. Im Rahmen der Entwicklung von Medusa wurde dieser Gedanke weitergedacht und ein zweistufiges Hashing als Divide & Conquer -Strategie entwickelt. Als eine Divide & Conquer -Strategie wird ein Algorithmus bezeichnet, der zuerst ein großes und mit nur hohem Zeitaufwand berechenbares Problem m¨oglichst sinnvoll in mehrere Teile zerlegt. Danach werden die kleinen Teilprobleme jeweils lokal gel¨ost. Als letztes werden die Teilergebnisse wieder zu einem großen Ergebnis zusammengesetzt. Als Sondierungsfunktion im Falle einer Kollision wird das lineare Sondieren benutzt. Bezogen auf das Hashing bedeutet dies, dass der Hashbereich s in mehrere Buckets B geteilt wird. Ein Bucket ist dabei ein Fragment des gesamten Hashbereichs. Jeder Bucket besitzt somit z = Bs Hashwerte. s wird dabei so gew¨ahlt, dass s mod B = 0 gilt. Unter Ausnutzung der Ergebnisse aus Kapitel 2.5 wird die Anzahl der Buckets B als eine Zweierpotenz gew¨ahlt. Die erste Hashfunktion f1 (k) verteilt die Sch¨ ussel-Wert-Paare auf die einzelnen Buckets. Dies entspricht dem Teilen bei der Divide & Conquer -Strategie. Anschließend wird innerhalb des Buckets mit einer zweiten Hashfunktion f2 (k) nur noch auf einem kleinen Fragment des Hashbereichs das Problem gel¨ost. Das Zusammensetzen geschieht implizit, da der Hashbereich nie geteilt war. Die Berechnung des Hashwertes l¨asst sich schließlich wie in Formel 2.6 zusammenfassen. h(k) = (f1 (k) mod B) ∗ z + (f2 (k) mod b)



(2.6)



Wobei B f¨ ur die Anzahl der Buckets, z f¨ ur die Gr¨oße des Buckets (in Byte) und b f¨ ur die Anzahl der Hashadressen innerhalb eines Buckets stehen. In Tabelle 2.5 werden einige Ergebnisse mit unterschiedlichen Konfigurationen bez¨ uglich des Verh¨altnisses Buckets und Hashwerte pro Bucket abgebildet. Bei diesem Test wurde von einem RAM-Hash der Gr¨oße KRAM KRAM = B ∗ SB



(2.7)



ausgegangen. B steht dabei f¨ ur die Anzahl der Buckets. SB steht f¨ ur die Gr¨oße eines Buckets in Byte. Wobei sich SB wie in Formel 2.8 berechnet. n X SB = z ∗ ( sW ortN r,k + sRAM Hash,F requenz ) + dlog2 ze k=1



z gibt an, wie viele Hashwerte pro Bucket zur Verf¨ ugung stehen. 25



(2.8)



Pn



k=1 sW ortN r,k + sRAM Hash,F requenz berechnet die Anzahl der Bytes, die f¨ ur einen Hashwert zur Verf¨ ugung stehen m¨ ussen. F¨ ur Kookkurrenzen zweiter Ordnung (n = 2) gilt somit die Vereinfachung sW ortN r,1 +sW ortN r,2 +sF requenz . Der letzte Term dieser Formel dlog2 ze berechnet die Anzahl der Bytes, welche zur Speicherung der Anzahl der Datens¨atze benutzt werden, die in dem jeweiligen Bucket gespeichert werden sollen. Dies l¨aßt sich auch wie in Formel 2.9 vereinfachen.  1 f¨ ur z ≤ 255    2 f¨ ur 256 ≥ z ≤ 65535 dlog2 ze = (2.9)  3 f¨ u r 65536 ≥ z ≤ 16777215    4 f¨ ur z ≥ 16777216



Aus den Formeln 2.7 und 2.8 ergibt sich vielmehr die Formel 2.10. n X sW ortN r,k + sRAM Hash,F requenz ) + dlog2 ze) KRAM = B ∗ (z ∗ (



(2.10)



k=1



F¨ ur die folgenden Tests wurde KRAM so gew¨ahlt, dass m¨oglichst genau 850 MB Arbeitsspeicher f¨ ur den RAM-Hash benutzt werden. Es war nicht immer m¨oglich, die 850 MB genau so zu teilen, dass die Formel 2.7 exakt erf¨ ullt wird. In diesem Fall wurde der n¨achst m¨ogliche kleinere Wert benutzt. In der Startkonfiguration wurde von B = 16.777.216 ausgegangen. Bei einer gr¨oßeren Wahl von B werden selbst geringe Ungleichverteilungen der Hashfunktion sp¨ urbar, so dass bereits sehr fr¨ uh ausgelagert werden muss. In jeder weiteren Konfiguration wurde die Anzahl der Buckets halbiert (siehe Tabelle 2.5). Die Gr¨oße des Buckets wurde dementsprechend etwa verdoppelt. In der Tabelle 2.5 sind die Ergebnisse bis zu einer Bucketanzahl von 2.048 abgebildet. Die zweite Spalte der Tabelle 2.5 enth¨alt die Anzahl der Hashwerte pro Bucket. Um diese zu berechnen wurde die Formel 2.10 nach z umgestellt (Formel 2.11). Zur Vereinfachung von dlog2 ze wurde eine Lookup-Tabelle wie in Formel 2.9 benutzt. % $ KRAM − dlog2 ze B (2.11) z = Pn ( k=1 sW ortN r,k + sF requenz ) Die Tabelle 2.5 enth¨alt Spalten f¨ ur • die Anzahl der Buckets, die, wie oben erkl¨art, bestimmt worden sind, • die Anzahl der Hashwerte pro Bucket, die nach Formel 2.11 berechnet worden sind, 26



• die Anzahl der Buckets, die leer geblieben sind, • die Anzahl der benutzten Hashwerte, in dem Bucket, welches am wenigsten belegt ist, • die Anzahl der S¨atze, die verarbeitet werden konnten, bis ein Bucket vollgelaufen war, • die ben¨otigte Zeit f¨ ur den gesamten Prozess, • die Anzahl der verarbeiteten S¨ atze pro Sekunde, • die durchschnittliche Anzahl der Zugriffe, um eine Kookkurrenz einzuf¨ ugen bzw. die Frequenz einer bereits gespeicherten Kookkurrenz um 1 zu erh¨ohen, • die Anzahl der Kookkurrenzen, die w¨ahrend dieses Prozesses verarbeitet werden konnten und • die durchschnittliche Auslastung des RAM-Hashes. Aus Tabelle 2.5 kann entnommen werden, dass ein Hash eine gr¨oßere Auslastung erreichen kann, wenn die Anzahl der Buckets so gering wie m¨oglich gew¨ahlt wird. Dies geht jedoch auf Kosten der ben¨otigten Zeit. F¨ ur B = 1 wurde der Test nach mehreren Stunden abgebrochen, da Kookkurrenzen nicht mehr sp¨ urbar gez¨ahlt wurden (vgl. Durchsatz f¨ ur diese Konfiguration). Diese Konfiguration entspricht einem normalen Hashing mit linearer Sondierung. Andererseits w¨are es m¨oglich gewesen, dass die rund 111 Millionen zur Verf¨ ugung stehenden Hashwerte auch belegt werden k¨onnten. Bereits bei B = 2048 ist die Rechenzeit mit rund 25 Minuten deutlich besser. Die Hashauslastung liegt mit 98,85% immer noch sehr stark am Maximum. In dieser Konfiguration enth¨alt das Bucket, welches die wenigsten Kookkurrenzen gespeichert hat, 53.059 Sch¨ ussel-Wert-Paare. Da bei dieser Konfiguration jedes Bucket 54.408 Hashadressen besitzt, ergibt sich f¨ ur das am schlechtesten ausgelaste= 0, 975. Die Rechenzeit ten Bucket immer noch eine Auslastung von 53.059 54.408 l¨asst sich weiter reduzieren, indem die Anzahl der Buckets erh¨oht wird. Die besten Resultate konnten mit einer Belegung von B = 65.536 und B = 32.768 erreicht werden. In beiden F¨allen wurde der Hash zu u ¨ber 90% bei etwa zwei Zugriffen im Schnitt ausgelastet. Dementsprechend konnten in beiden F¨allen mehr als 100 Millionen Kookkurrenzen im Speicher gez¨ahlt werden. Die minimale Auslastung eines Buckets betr¨agt 83% bzw. 87,9%. In beiden F¨allen konnten etwa 900.000 S¨atze verarbeitet werden. Damit konnten zwar rund 50.000 S¨atze weniger als bei einer Belegung von B = 2048 gez¨ahlt 27
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Hashwerte pro Bucket z 6 13 26 53 106 212 425 850 1.700 3.400 6.801 13.602 27.204 54.408 111.427.584



Anzahl der leeren Buckets 10.384.794 404.673 31 0 0 0 0 0 0 0 0 0 0 0 0



minimale Bucketbelegung 0 0 0 9 33 103 278 642 1.411 2.987 6.176 12.859 26.116 53.059 111.427.584 25.845 90.454 190.225 288.520 699.670 766.540 838.193 865.912 893.853 912.754 924.731 935.829 941.571 945.530 ca. 950.000



verarbeitete S¨atze



ben¨otigte Zeit in Sek. 35 116 238 346 424 513 618 665 714 773 826 965 1159 1509 > 42.183



Durchsatz in S¨atze pro Sek. 738 779 799 833 1.650 1.494 1.356 1.302 1.251 1.180 1.119 969 812 626 < 22



durchschn. Anzahl der Zugriffe 2,01 2,05 2,10 2,18 2,26 2,42 3,08 3,30 3,61 3,86 4,57 6,50 9,56 17,43 > 674 7.757.437 22.801.317 42.010.270 58.172.916 68.697.335 80.477.089 92.607.075 97.235.597 101.822.323 104.900.253 106.801.133 108.571.662 109.509.629 110.147.545 111.427.584



gez¨ ahlte Kookk.



durchschn. Auslastung des Hashes 0,0771 0,2091 0,3852 0,5234 0,6181 0,7240 0,8312 0,8728 0,9139 0,9416 0,9585 0,9744 0,9828 0,9885 1



Tabelle 2.5: Medusa’s Hashing mit konstantem“ globalen Hashbereich s und unterschiedlicher Fragmentierungsst¨arke ” B



Anzahl der Buckets B 16.777.216 8.388.608 4.194.304 2.097.152 1.048.576 524.288 262.144 131.072 65.536 32.768 16.384 8.192 4.096 2.048 1



werden, aber bei einer durchschnittlichen Verarbeitungszeit von etwa 50.000 S¨atzen pro Minute, kann dies nach dem Auslagern des RAM-Hashes auf die Festplatte in etwa einer Minute erledigt werden. Damit sind Belegungen von B = 32.768 und B = 65536 mehr als zehn Minuten schneller bei der Verarbeitung von etwa 950.000 S¨atzen. Wird die Anzahl der Buckets B u ¨ber 65.536 weiter erh¨oht, so kann auch die Anzahl der Zugriffe weiter gesenkt werden. Jedoch werden auch deutlich weniger S¨atze verarbeitet, bevor der RAM-Hash volll¨auft und auf die Festplatte ausgelagert werden muss. Dem liegt zugrunde, dass durch das Verdoppeln von B die Anzahl der Hashwerte z bei konstantem s halbiert werden. Durch die geringere Anzahl der Hashwerte pro Bucket werden Ungleichver” teilungen“ der Hashfunktion deutlich sp¨ urbar.



2.7



Kombination von perfektem und offenem Hashing



In Kapitel 2.4 wurde der Unterschied zwischen perfektem und offenem Hashing erkl¨art. Es wurde gezeigt, dass es f¨ ur das Z¨ahlen von Kookkurrenzen nicht m¨oglich ist, ein perfektes Hashing einzusetzen. Weiterhin w¨are es auch nicht sinnvoll f¨ ur jedes k ∈ K ⊆ T n einen Speicherplatz in einem n-dimensionalen Raum freizuhalten. F¨ ur n = 2 kann gerade einmal jede 20.000ste Kookkurrenz aus T n auch gefunden werden. Dennoch macht es Sinn, die Kollisionsfreiheit des perfekten Hashings auszunutzen. Im Rahmen von Medusa wird zus¨atzlich zu dem in Kapitel 2.6.3 vorgestellten Hashing ein zweiter Hashbreich eingesetzt. In diesem Hashbereich werden Kookkurrenzen zwischen den h¨aufigsten W¨ortern gez¨ahlt. Dieser Hashbereich kann als eine zweidimensionale Matrix aufgefasst werden. Dabei werden die Wortnummern implizit als Index f¨ ur die Matrix gespeichert, so dass pro Kookkurrenz nur noch die Anzahl der Bytes f¨ ur die Frequenzz¨ahlung allokiert werden muss. Dies reduziert den Speicherbedarf f¨ ur eine Kookkurrenz um etwa 66%. F¨ ur die Wahl der Gr¨oße des Matrix -Hashes wurden einige Tests gemacht. F¨ ur diese Tests wurde ein n × n-Matrix-Hash benutzt. Dabei wurde der Arbeitsspeicher von einem Gigabyte mit n = 17.000 bestm¨oglich ausgenutzt. Im ersten Test, f¨ ur den an dieser Stelle die Ergebnisse vorgestellt werden sollen, wurde der Anstieg der gez¨ahlten Kookkurrenz-Tokens bestimmt, wenn f¨ ur den Matrix -Hash pro Dimension der Hashbereich um eins erh¨oht wird. In Abbildung 2.4 ist der entsprechende Plot abgebildet. Aus Abbildung 2.4 kann entnommen werden, dass der maximale Nutzen,
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Abbildung 2.4: Anzahl, der zus¨atzlich gez¨ahlten Kookkurrenz-Tokens f¨ ur die Spalte i des Matrix-Hashes, wenn der Matrix-Hash um die Spalte i vergr¨oßert wurde der durch das Erweitern des Matrix-Hashes erreicht werden kann, bei 10 liegt. Bei einem Matrix-Hash der Gr¨oße 100 × 100 w¨ urden in der Spalte 100 und in der Zeile 100 immer noch rund eine Million Kookkurrenz-Tokens gez¨ahlt werden k¨onnen. Aufgrund der hohen Dichte, auf die noch sp¨ater eingegangen wird, empfiehlt es sich, einen 5000 × 5000- bis 10000 × 10000-Matrix-Hash zu benutzen, auch wenn, wie in Abbildung 2.4 deutlich sichtbar, die Anzahl der gez¨ahlten Kookkurrenz-Tokens mit rund 50.000 sehr gering ist. Ein weiterer Test betraf die Belegung des Matrix-Hashes unter bestimmten Gr¨oßen. Dazu wurde der gleiche Testaufbau wie im vorigen Beispiel benutzt. Danach wurde f¨ ur n = 1 beginnend die Anzahl der belegten Hashwerte hb und der unbelegten Hashwerte hu bestimmt. Schließlich wurde die Beleb berechnet. Der Verlauf von b wurde in Abbildung gung b durch b = hbh+h u 2.5 f¨ ur unterschiedliche Gr¨oßen des Matrix-Hashes abgebildet. Abbildung 2.4 ließ vermuten, dass f¨ ur das Z¨ahlen von Kookkurrenzen der Matrix-Hash eher klein gew¨ahlt werden sollte. Aus Abbildung 2.5 kann entnommen werden, dass ein 5000 × 5000-Matrix-Hash eine Auslastung von 97,9% und ein 10000 × 10000-Matrix-Hash immerhin noch eine Auslastung von rund 80% erreicht. Dies ist insofern von besonderem Interesse, da der Hash relativ voll ist. Im Vergleich zu den offenen Hash-Verfahren, die bei solchen Auslastungen bereits sehr viele Kollisionen produzieren, kann an dieser Stelle weiterhin 30
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Abbildung 2.5: Belegungsgrad, des Matrix-Hashes mit steigender Gr¨oße mit optimal genau einem Zugriff gez¨ahlt werden. Um das Zusammenspiel von Matrix - und RAM -Hash zu testen, wurde ein 11 Millionen S¨atze großer Korpus benutzt. Somit galt es wieder, wie in den Tests zu Tabelle 2.5, verschiedene Konfigurationen miteinander zu vergleichen. Dabei standen vor allem zwei Kriterien im Mittelpunkt. Einerseits sollte u uft werden, inwiefern durch die Wahl eines gr¨oßeren bzw. ¨berpr¨ kleineren Matrix-Hashes mehr S¨atze ohne Auslagern des RAM-Hashes verarbeitet werden k¨onnen. Andererseits kann in einem perfekten Hash wie dem Matrix-Hash mit genau einem Zugriff pro Kookkurrenz gez¨ahlt werden. Bei den offenen Hashverfahren ist dies nicht der Fall. Deswegen sollte auch u ¨berpr¨ uft werden, inwiefern sich die durchschnittliche Anzahl der Zugriffe auf das Gesamtsystem ver¨andert, wenn die Gr¨oße des Matrix-Hash ver¨andert wird. F¨ ur dieses Szenario wurde, wie in Kapitel 2.6.3, von einer vorgegebenen Gr¨oße KGesamt des Hashes von rund 850 MB ausgegangen. Dieser berechnet sich nach Formel 2.12. KGesamt = KArray + KRAM



(2.12)



KArray berechnet sich dabei f¨ ur die n frequentesten W¨orter wie in Formel 2.13. KArray = n2 ∗ sArray,F requenz (2.13) In [Bie06a] weist Biemann auf die Symmetrie mancher Koookkurrenzen hin. 31



So werden bei Satzkookkurrenzen die Kookkurrenz-Tokens (wort1 , wort2 ) und (wort2 , wort1 ) gefunden. Diese Symmetrie kann ausgenutzt werden, so dass nur eines der beiden Tokens gespeichert werden muss. Das andere Token wird post-precessing erzeugt. Dies spart in beiden Hashes etwa die H¨alfte des Platzes bzw. es kann etwa doppelt so viel Text ohne Auslagerung verarbeitet werden. F¨ ur den Matrix-Hash muss dazu jedoch aus der zweidimensionalen Matrix eine eindimensionale gemacht werden. F¨ ur die Adressierung dieses neuen Hashes schl¨agt Biemann die Formel 2.14 vor. wort21 − wort1 + wort2 (2.14) 2 Bei den folgenden Tests wurden Satzkookkurrenzen mit der eben vorgestellten Optimierung berechnet. Damit berechnet sich die Gr¨oße des modifizierten Matrix-Hashes (Aufgrunddessen, dass es sich nicht mehr um eine Matrix handelt, wird dieser Hash nun Array-Hash genannt.), nach der Formel 2.15. a=



KArray = (n + n − 1 + . . . + 2 + 1) ∗ sArray,F requenz n X =( i) ∗ sArray,F requenz



(2.15)



i=1



n ∗ (n + 1) ∗ sArray,F requenz 2 Ausgehend von einer festen Gesamtgr¨oße KGesamt des Hashesystems“ ” (vgl. Formel 2.12) wurde die Gr¨oße des Array-Hashes in 500er Schritten, bei 0 beginnend, erh¨oht. Die Gr¨oße des RAM-Hashes wurde in Anlehnung an Formel 2.12 angepasst. Bei der Konfiguration des RAM-Hashes wurde von einer festen Anzahl der Buckets B = 65.536 ausgegangen (vgl. Ergebnisse aus Kapitel 2.6.3 bzw. Tabelle 2.5). Die Anzahl der Hashwerte pro Bucket wurde dementsprechend angepasst. Aus den Formeln 2.12, 2.15 und 2.11 kann schließlich durch Einsetzen die Formel 2.16 hergeleitet werden, die den gesamten Speicherverbrauch beider Hashes angibt. n X n sW ortN r,k +sRAM Hash,F req )+dlog2 ze) K = ∗(n+1)∗sArray,F req +B ∗(z ∗( 2 k=1 (2.16) Da KGesamt konstant ist und n kontrolliert in 500er Schritten erh¨oht wird, muss die Formel nach z umgestellt werden, um bei einem gew¨ahlten n die Anzahl der Hashwerte der Buckets des RAM-Hashes so zu bestimmen, dass KGesamt auch relativ“ konstant bleibt. Die Formel 2.17 stellt diese Umstel” lung dar. $ % KGesamt − B ∗ dlog2 ze − n2 ∗ (n + 1) ∗ sArray,F requenz P z= (2.17) B ∗ nk=1 sW ortN r,k + sRAM Hash,F requenz =
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In Tabelle 2.6 sind die Ergebnisse dieses Tests abgebildet. Diese Tabelle enth¨alt Spalten f¨ ur • die Gr¨oße des Array-Hashes, welcher von 0 beginnend um jeweils 500 erh¨oht wurde, • die Anzahl der Hashwerte pro Bucket, die nach Formel 2.17 berechnet worden sind, • die Anzahl der S¨atze, die bis zum ersten Auslagern verarbeitet werden konnten, • die Anzahl der Zugriffe auf den Array-Hash (in Millionen), • der Anteil der Zugriffe auf den Array-Hash bezogen auf die Gesamtanzahl (Array-Hash und RAM-Hash) aller Zugriffe, • die Anzahl der Zugriffe auf den RAM-Hash (in Millionen), • der Anteil der Zugriffe auf den RAM-Hash bezogen auf die Gesamtanzahl aller Zugriffe, • die Gesamtanzahl aller Zugriffe (in Millionen), • die Anzahl der Kollisionen im RAM-Hash (in Millionen), • die durchschnittliche Anzahl der Zugriffe, • die ben¨otigte Zeit, um die Satzkookkurrenzen f¨ ur die in der dritten Spalte stehende Anzahl von S¨atzen zu berechnen sowie • der Durchsatz an Kookkurrenzen, die in einer Sekunde verarbeitet werden konnten. Die erste Erkenntnis aus Tabelle 2.6 ist, dass durch das Vergr¨oßern des Array-Hashes nicht entscheidend mehr S¨atze verarbeitet werden k¨onnen. Wird kein Array-Hash benutzt, dann k¨onnen nach Tabelle 2.6 rund 900.000 S¨atze ohne ein Auslagern des RAM-Hashes auf die Festplatte verarbeitet werden. Im Maximum k¨onnen bei einem Array-Hash, welcher die Kookkurrenzen f¨ ur die 5500 bzw. 6000 h¨aufigsten W¨orter speichert, rund 914.000 S¨atze verarbeitet werden. Die Hinzunahme eines perfekten Hashes kann also nicht dazu genutzt werden, um deutlich mehr S¨atze zu verarbeiten. Eine weitere Beobachtung, die der Tabelle 2.6 entnommen werden kann, ist, dass bei einem Array-Hash f¨ ur die Kookkurrenzen der 2.500 h¨aufigsten W¨orter bereits mehr als die H¨alfte aller Kookkurrenz-Tokens gez¨ahlt werden 33
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1700 1700 1697 1694 1689 1682 1675 1665 1655 1642 1629 1614 1597 1579 1560 1539 1517 1494 1469 1442 1414



0 500 1.000 1.500 2.000 2.500 3.000 3.500 4.000 4.500 5.000 5.500 6.000 6.500 7.000 7.500 8.000 8.500 9.000 9.500 10.000



893.853 893.853 894.056 895.451 899.860 900.594 906.217 908.821 911.993 913.287 913.543 914.291 914.291 913.335 912.876 909.900 906.838 903.230 895.196 889.540 885.392



verarbeitete S¨atze



Zugriffe ArrayHash in Mio. 0 144 178 200 218 230 242 253 261 268 274 279 283 288 291 293 295 296 295 294 293 0,000 0,329 0,408 0,457 0,493 0,521 0,544 0,563 0,580 0,594 0,606 0,618 0,628 0,637 0,645 0,653 0,660 0,667 0,673 0,679 0,685



Anteil der Zugriffe



Zugriffe RAMHash in Mio. 219 293 259 238 224 211 203 196 189 183 178 173 168 164 160 156 152 148 143 139 135 1,000 0,671 0,592 0,543 0,507 0,479 0,456 0,437 0,420 0,406 0,394 0,382 0,372 0,363 0,355 0,347 0,340 0,333 0,327 0,321 0,315



Anteil der Zugriffe



Summe der Zugriffe in Mio. 219 437 437 438 442 441 445 449 450 451 452 452 451 452 451 449 447 444 438 433 428



Anzahl der Koll. in Mio. 570 560 546 538 550 496 495 507 500 514 523 474 456 472 461 462 468 482 426 433 430 3,61 2,28 2,25 2,23 2,24 2,12 2,11 2,13 2,11 2,14 2,16 2,05 2,01 2,05 2,02 2,03 2,05 2,09 1,97 2,00 2,00



 Anzahl der Zugriffe 720 621 581 560 568 546 543 517 520 510 509 495 493 496 481 480 476 468 451 451 439



ben¨ otigte Zeit in Sek. 303.472 703.478 752.706 782.808 777.959 807.342 820.080 867.812 864.727 883.537 887.979 913.765 915.415 910.595 937.275 935.872 938.467 948.554 970.099 960.458 975.428



Durchsatz in Kookk. pro Sek.



Tabelle 2.6: einige wichtige Richtgr¨oßen f¨ ur die Benutzung von verschiedenen Gewichtungen zwischen perfektem Hashing und dem Hashing aus Kapitel 2.6.3



RAM-Hash Haswerte Bucket



Gr¨oße Arrayhashes



k¨onnen. Dies bedeutet ferner, dass f¨ ur rund die H¨alfte der Tokens nur noch ein Zugriff notwenig ist. W¨ahrend ohne Array-Hash die Anzahl der durchschnittlichen Zugriffe bei 3,61 lag, werden bei dieser Konfiguration nur noch rund 2,12 Zugriffe bezogen auf das gesamte Hashsystem pro KookkurrenzToken ben¨otigt. Die Anzahl der Zugriffe l¨aßt sich auf etwa 2,0 senken, wenn im Array-Hash die Kookkurrenzen f¨ ur die mindestens 5.500 h¨aufigsten W¨orter gez¨ahlt werden. Die gesenkte Anzahl der Zugriffe spiegelt sich auch in der ben¨otigten Zeit und der Anzahl der Kollisionen wider (siehe Tabelle 2.6). W¨ahrend ohne Array-Hash f¨ ur die rund 900.000 S¨atze bei etwa 570 Millionen Kollisionen etwa 12 Minuten ben¨otigt werden, kann etwa die gleiche Textmenge, bei eingeschaltetem Array-Hash, der Kookkurrenzen zwischen den 9.000 frequentesten W¨ortern z¨ahlt, mit etwa 426 Millionen Kollisionen in nur etwa 7,5 Minuten verarbeitet werden. Das Einschalten des Array-Hashes hat also keine großen Auswirkungen auf die Anzahl der verarbeitbaren S¨atze, ohne auslagern zu m¨ ussen. Daf¨ ur hat er einen enormen Einfluss darauf, wie schnell ein Korpus verarbeitet werden kann. In diesem Sinne sei noch auf die letzte Spalte der Tabelle 2.6 verwiesen. W¨ahrend in den Tests zu Tabelle 2.5 auf die Anzahl der verarbeiteten S¨atze pro Sekunde geachtet worden ist, stand in der letzten Spalte der Tabelle 2.6 der Fokus darauf, wie viele Kookkurrenz-Tokens pro Sekunde verarbeitet werden k¨onnen. Diese Tabelle kann als ein Richtwert f¨ ur Zeitabsch¨atzungen anderer Korpora benutzt werden. Dazu muss erst einmal die durchschnittliche Satzl¨ange n des Korpus berechnet werden. Danach wird die durchschnittliche Anzahl der Kookkurrenz-Tokens pro Satz bestimmt. Bei Satzkookkurrenzen bedeutet das beispielsweise, dass jedes Wort eines Satzes mit jedem anderen Wort des Satzes zusammen vorkommt. Formal beschrieben heißt dies n ∗ (n − 1). Unter Ausnutzung der Symmetrie, die eingangs f¨ ur die Satzkookkurrenzen erkl¨art worden ist, ergeben sich im Durchschnitt also etwa n∗(n−1) Kookkurrenz-Tokens pro Satz. Bei einer angenommenen Satzl¨ange 2 von 20 k¨onnen f¨ ur jeden Satz 20∗(20−1) = 380 = 190 Tokens erwartet werden. 2 2 Bei einer Konfiguration des Array-Hashes, so dass die Kookkurrenzen f¨ ur die 9000 h¨aufigsten W¨orter im Array-Hash gez¨ahlt werden, k¨onnen rund 930.000 Kookkurrenzen/Sekunde verarbeitet werden. Ferner bedeutet dies, dass f¨ ur Satzkookkurrenzen bei einer durschnittlichen Satzl¨ange von n = 20 etwa 930.000 Kookkurrenzen/Sekunde = 4.900 S¨atze/Sekunde verarbeitet werden k¨onnen. 190 Kookkurenzen/Satz Diese Spalte dient dazu, dass je nach Satzl¨ange und benutztem Filter der zu erwartende Durchsatz in S¨atzen/Sekunde berechnet werden kann.
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2.8



Zusammenfassung



Es konnten in diesem Kapitel zweierlei Erkenntnisse gewonnen werden. Einerseits ist es sinnvoll, perfektes und offenes Hashen kombiniert einzusetzen. Dadurch k¨onnen zum Einen mehr als 110 Millionen Kookkurrenzen im Speicher zeitgleich gez¨ahlt werden und zum Anderen kann die Anzahl der Kollisionen deutlich reduziert werden. Dies geht einher mit deutlich k¨ urzeren Verarbeitungszeiten. Das Resultat der Optimierungen ist, dass Kookkurrenzen mit nur noch 2 Zugriffen auf den Hash mit u ¨ber 120 Millionen m¨oglichen Speicherpl¨atzen f¨ ur Kookkurrenzen gez¨ahlt werden k¨onnen. Eine weitere Optimierung wird in [ZHW01] beschrieben. Zobel et al haben Wortfrequenzen f¨ ur einen Korpus mittels eines Hashes berechnet. Dabei haben sie unter anderem die M¨oglichkeit evaluiert, dass h¨aufige W¨orter ggf. so umkopiert werden, dass sie in genau einem Zugriff erreichbar sind. Eine solche move-to-front-Strategie hatte bei Zobel’s Tests die Hashes zwischen 5% und 40% schneller gemacht. Da bei diesen Tests Wortfrequenzen berechnet worden sind und somit nach dem Zipfschen Gesetz etwa die H¨alfte aller W¨orter mehr als zweimal vorkommen, entsteht vergleichsweise viel Kopieraufwand. F¨ ur Kookkurrenzen besagt das Zipfsche Gesetz, dass nur etwa 1 aller Kookkurrenzen mehr als einmal vorkommen 1.4. Dementsprechend 4 wird der Kopieraufwand deutlich geringer sein. Durch diese move-to-frond Strategie sollten durchschnittliche Zugriffe von deutlich unter 2 m¨oglich sein. Eine weitere Optimierung besteht aus der Beobachtung, dass bei eingeschaltetem Array-Hash im RAM-Hash kaum Kookkurrenzen gez¨ahlt werden, die h¨aufiger als 255mal beobachtet werden k¨onnen. Bei den Tests aus diesem Kapitel wurden im RAM-Hash immer sRAM Hash,F requenz = 2 benutzt. Damit k¨onnen Frequenzen bis zu 22∗8 = 216 = 65535 gez¨ahlt werden. Die Frage ist also: Wie groß muß der Array-Hash gew¨ahlt werden, so dass im RAM-Hash nur noch Frequenzen von nicht mehr als 255 gez¨ahlt werden? Dann k¨onnte sRAM Hash,F requenz auf eins gesetzt werden. Der RAM-Hash w¨ urde dadurch rund 100 MB kompakter werden. Der zus¨atzliche Speicher w¨ urde dann wiederum Platz f¨ ur rund 14 Millionen neue Hashwerte liefern. Aus den bisherigen Erfahrungen mit Medusa w¨ urde das bedeuten, dass zwischen 100.000 und 200.000 S¨atze mehr verarbeitet werden k¨onnen, ohne dass der RAM-Hash auf die Festplatte ausgelagert werden muss. Ferner ist zu erwarten, dass f¨ ur die weitere Verarbeitung der Kookkurrenzen durch Medusa die Festplatten-IO, um etwa 15% reduziert werden kann.
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Kapitel 3 Signifikanzmaße In Kapitel 1.1 wurde definiert, was eine Kookkurrenz ist, Kapitel 1.2 erkl¨art, warum das Messen von Kookkurrenzen sinnvoll ist und in Kapitel 2 wurde gezeigt, wie Kookkurrenzen auch auf gr¨oßeren Korpora effektiv berechnet werden k¨onnen. In diesem Kapitel werden Ans¨atze vorgestellt, die dar¨ uber entscheiden, welche der gefundenen Kookkurrenzen als signifikant markiert und damit f¨ ur eine weitere Verarbeitung genutzt werden sollen. Auf das Beispiel aus Kapitel 2 bezogen, welches eingangs vorgestellt wurde, bedeutet dies, dass in rund 11,35 Millionen S¨atzen etwa 1,47 Mrd. Kookkurrenzen gefunden werden. Die meisten dieser Kookkurrenzen sind jedoch willk¨ urlich auftretende Artefakte, die nichts miteinander zu tun haben (vgl. Kapitel 1.2). Denn es ist m¨oglich, zu jedem beliebigen Paar zweier miteinander unverwandter W¨orter einen sinnvollen Satz zu formulieren, in welchem beide vorkommen. Dementsprechend k¨onnen aus den 1,47 Mrd. gefundenen Kookkurrenzen etwa 30 Millionen signifikante Kookkurrenzen bestimmt werden. Eine Methode, welcher dar¨ uber entscheidet, ob eine Kookkurrenz wichtig oder unwichtig ist, wird Signifikanzmaß genannt. Um dar¨ uber zu entscheiden, ob eine Kookurrenz wichtig ist, k¨onnen je nach Signifikanzmaß statistische Gr¨oßen wie die Frequenz der Kookkurrenz, die Frequenzen der involvierten W¨ orter und der Gr¨oße des Korpus eine Rolle spielen. Im Folgenden sollen ausschließlich Kookkurrenzen zwischen zwei W¨ ortern betrachtet werden. Die beiden W¨orter dieser Kookkurrenz werden mit a und b bezeichnet. Durch na und nb werden deren Wortfrequenzen beschrieben. Das gemeinsame Auftreten (Frequenz der Kookkurrenz ) wird im Folgenden mit nab bezeichnet. Die Gr¨oße des Korpus wird durch n repr¨asentiert. F¨ ur die Berechnung von signifikanten Kookkurrenzen wurden die ersten f¨ unf Millionen S¨atze des Korpus de benutzt. Aus diesen f¨ unf Millionen S¨atzen konnten insgesamt rund 350 Millionen verschiedene Kookkurrenzen ex37



trahiert werden. 76,5% dieser Kookkurrenzen traten nur einmal auf (vgl. Zipfsches Gesetz f¨ ur Kookkurrenzen in Kapitel 1.4). Im Folgenden werden aus den rund 350 Millionen Kookkurrenzen die eine Million signifikantesten und die ein bzw. zehn Millionen unsignifikantesten Kookkurrenzen grafisch dargestellt. Sie stellen damit lediglich den Anfang bzw. das Ende einer signifikanzsortierten Kookkurrenzliste dar.



3.1



Ausgew¨ ahlte Signifikanzmaße



¨ Eine gute Ubersicht u ¨ber Signifikanzmaße wird in [Pec05] gegeben. Darin listet Pavel Pecina 57 verschiedene Signifikanzmaße auf. Die Wichtigsten werden in diesem Kapitel vorgestellt. Das einfachste aller Signifikanzmaße ist eine frequenzsortierte Liste. Wie in Formel 3.1 zu sehen ist, spielt dabei ausschließlich die Frequenz des gemeinsamen Auftretens eine Rolle. Durch einen Schwellwert sf req werden diejenigen Kookkurrenz herausgefiltert, welche den Schwellwert unterschreiten. Aus dem Zipfschen Gesetz f¨ ur Kookkurrenzen kann abgeleitet werden, dass bei einem Schwellwert sf req ≥ 2 bereits 75% aller Kookkurrenzen herausgefiltert werden. sigf req (nab ) = nab



(3.1)



Abbildung 3.1: die eine Million signifikantesten Kookkurrenzen nach sigf req
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Abbildung 3.1 zeigt die eine Million signifikantesten Kookkurrenzen nach sigf req aus dem eingangs definierten f¨ unf Millionen Satz-Korpus. Auf den Achsen sind die beiden W¨orter abgetragen, die jeweils frequenzsortiert sind (vgl. Zipfsches Gesetz aus Kapitel 1.4 ). Abbildung 3.1 zeigt, dass die signifikantesten Kookkurrenzen nach sigf req diejenigen sind, welche auf sehr frequenten W¨ortern basieren. Die unsignifikantesten Kookkurrenzen nach sigf req sind diejenigen, welche einmal vorkommen. F¨ ur den F¨ unf-Millionen-Satz-Korpus sind dies rund 272 Millionen. Aus dieser Menge der unsignifikantesten Kookkurrenzen wurden zuf¨allig zehn Millionen ausgew¨ahlt. Abbildung 3.2 zeigt die nach sigf req unsignifikantesten Kookkurrenzen, welche zwischen nieder- und mittelfrequenten W¨ortern aufgetreten sind.



Abbildung 3.2: zehn Millionen unsignifikante Kookkurrenzen mit sigf req = 1 (Auswahl aus 272 Millionen Kookkurrenzen) Kritik an diesem Maß besteht darin, dass es keine Abh¨angigkeiten zu na , nb oder nab gibt. Treten die beiden W¨orter einer Kookkurrenz hinreichend oft auf, beispielsweise na = nb = 10000, so ist zu erwarten, dass beide W¨orter auch oft miteinander auftreten k¨onnen (also beispielsweise 90mal). Hingegen treten beide W¨orter nur na = nb = 10mal auf und davon siebenmal gemeinsam, so ist dies wesentlich auff¨alliger. Nach dem Signifikanzmaß sigf req wird aber die erste Kookkurrenz als signifikanter erachtet.
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3.1.1



Dice



Anders als das Signifikanzmaß der frequenzsortierten Liste sigf req benutzt der Dice-Koeffizient sigdice f¨ ur das Berechnen der Signifikanz neben der Frequenz des gemeinsamen Auftretens nab auch die Frequenzen der beiden W¨ orter na und nb (siehe Formel 3.2 - vgl. [Dic45] und [Lan04]). sigdice (na , nb , nab ) =



2 ∗ nab na + nb



(3.2)



Der Dice-Koeffizient l¨aßt sich aus dem Harmonischen Mittel ableiten (vgl. [Eve04]). Bei n¨aherer Betrachtung des Dice-Koeffizienten aus Formel 3.2 zeigt sich, dass eine Signifikanz berechnet wird, die im Bereich von [0, 1] liegt. In Abbildung 3.3 sind die eine Million unsignifikantesten Kookkurrenzen dargestellt, die mit dem Dice-Koeffizient aus Formel 3.2 berechnet worden sind. Die Abbildung zeigt, f¨ ur die eine Million unsignifikantesten Kookkurrenzen nach dem Dice-Koeffizienten aus dem Bereich 0 ≤ sigdice ≤ 10−6 , dass sie zwischen W¨orter auftreten, die einerseits den Rang 1 und andererseits einen Rang gr¨oßer als etwa 10.000 haben.



Abbildung 3.3: die eine Million unsignifikantesten Kookkurrenzen nach sigdice Werden anstelle der einen Million die zehn Millionen unsignifikantesten Kookkurrenzen betrachtet (siehe Abbildung 3.4), dann treten diese zwischen einem Wort vom Rang kleiner als 12 und einem zweiten Wort vom Rang gr¨oßer 10.000 auf.
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Abbildung 3.4: die zehn Millionen unsignifikantesten Kookkurrenzen nach sigdice



Abbildung 3.5: die eine Million signifikantesten Kookkurrenzen nach sigdice Abbildung 3.5 zeigt die eine Millionen signifikantesten Kookkurrenzen, die vorrangig zwischen niederfrequenten W¨ortern auftreten. Weiterhin zeigt die Abbildung, dass f¨ ur die meisten signifikanten Kookkurrenzen, die h¨aufiger als einmal aufgetreten sind, na = nb gilt.



41



Die wichtigste Eigenschaft des Dice-Koeffizienten ist, dass Kookkurrenzen als unsignifikant bewertet werden, wenn sie einmal bzw. selten zusammen aufgetreten sind und eines der beiden W¨orter hochfrequent und das zweite Wort niederfrequent ist. Auch wenn an dieser Stelle die Eigenschaft der Unsignifikanzbewertung des Dice-Koeffizienten nicht wichtig erscheint, so wird in der Zusammenfassung auf sie zur¨ uckgegriffen.



3.1.2



Jaccard



Genau wie der Dice-Koeffizient sigdice (na , nb , nab ) aus Kapitel 3.1.1 benutzt auch der Jaccard-Koeffizient neben der Frequenz des gemeinsamen Auftretens nab die Frequenzen der beiden W¨ orter na und nb zur Berechnung der Signifikanz (siehe Formel 3.3 - vgl. [Tan58] und [Lan04]). sigjaccard (na , nb , nab ) =



nab na + nb − nab



(3.3)



In Evert (vgl. [Eve04] Seite 56) wird gezeigt, dass es zwischen dem JaccardKoeffizient und dem Dice-Koeffizient eine bijektive Abbildung der Form sigjaccard (na , nb , nab ) =



sigdice (na , nb , nab ) 2 − sigdice (na , nb , nab )



(3.4)



gibt. Abbildung 3.6 zeigt, dass es zwar keine lineare Abh¨angigkeit zwischen dem Dice- und dem Jaccard -Koeffizienten gibt, aber die Abbildung macht deutlich, dass sich beide Koeffizienten proportional zueinander verhalten. sigjaccard liefert dementsprechend auch die gleichen signifikanten Kookkurrenzen. Sie unterscheiden sich nur im Signifikanzwert, der entsprechend h¨oher oder niedriger ist. Die relative Ordnung der Kookkurrenzen, bezogen auf ihren Signifikanzwert, bleibt dabei komplett erhalten. Daher liefert der Jaccard -Koeffizient auch die gleichen Plots wie der Dice-Koeffizient in den Abbildungen 3.3 bis 3.5.



3.1.3



Piatersky-Shapiro-Maß



W¨ahrend die Signifikanzmaße sigdice und sigjaccaard sich aus dem harmonischen Mittel ableiten lassen, steht beim Maß von Piatersky und Shapiro die stochastische Unabh¨angigkeit aus Formel 3.5 im Mittelpunkt. P (nab ) = P (na ) ∗ P (nb )
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(3.5)



1



sigjaccard (na , nb , nab ) =



sigdice (na ,nb ,nab ) 2−sigdice (na ,nb ,nab )



0.8 0.6 Jaccard 0.4 0.2 0



0



0.2



0.4



0.6



0.8



1



Dice Abbildung 3.6: Abh¨angigkeit zwischen dem Dice- und dem Jaccard Koeffizienten Dabei entspricht P (na ) ∗ P (nb ) der erwarteten Wahrscheinlichkeit f¨ ur das gemeinsame Auftreten der W¨orter a und b. P (nab ) steht f¨ ur die real beobachtete Wahrscheinlichkeit. Gilt die Gleichung aus Formel 3.5, dann wird von stochastischer Unabh¨angigkeit gesprochen. Dabei entspricht die beobachtete Wahrscheinlichkeit f¨ ur das gemeinsame Auftreten von a und b der erwarteten Wahrscheinlichkeit. In diesem Fall sind a und b zuf¨allig aufgetreten und somit nicht signifikant. Je gr¨oßer die Differenz zwischen P (nab ) und P (na ) ∗ P (nb ) ist, um so signifikanter ist das gemeinsame Auftreten der beiden W¨orter. Aus ¨ dieser Uberlegung definiert sich auch das Maß von Piatersky und Shapiro aus Formel 3.6. nab na ∗ nb − (3.6) M N2 M entspricht dabei der Summe aller Kookkurrenzfrequenzen und N der Summe aller Wortfrequenzen. N l¨asst sich aus der Anzahl der S¨ atze n und der durchschnittlichen Satzl¨ange lSatz durch N = n ∗ lSatz approximieren. Auch M l¨asst sich aus den beiden Gr¨oßen n und lSatz approximieren. Aus einem durchschnittlichen Satz der L¨ange lSatz k¨onnen lSatz ∗ (lSatz − 1) Kookkurrenzen extrahiert werden. M kann f¨ ur Satzkookkurrenzen dementsprechend mit M = n ∗ lSatz ∗ (lSatz − 1) approximiert werden. Dies in Formel 3.6 eingesetzt, liefert das vereinfachte Maß f¨ ur Satzkookkurrenzen aus Formel 3.7. sigP iatersky (na , nb , nab , n) = P (nab ) − P (na ) ∗ P (nb ) =
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nab na ∗ nb − n ∗ lSatz ∗ (lSatz − 1) (n ∗ lSatz )2 na ∗ nb ∗ n ∗ lSatz ∗ (lSatz − 1) = nab − 2 n2 ∗ lSatz na ∗ nb lSatz ∗ (lSatz − 1) ∗ = nab − 2 n lSatz na ∗ nb ≈ nab − n



sigP iatersky (na , nb , nab , n) =



(3.7)



na ∗nb n



steht dabei f¨ ur die ’erwartete Frequenz ’ des gemeinsamen Auftretens der beiden W¨orter. F¨ ur n = 5.000.000 S¨atze wird dieser Quotient f¨ ur mittel- und niederfrequente W¨orter immer kleiner als 1 sein, so dass selbst das einmalige gemeinsame Auftreten zweier W¨orter als signifikant bewertet wird. F¨ ur den Fall na = nb m¨ ussen beide W¨orter eine Frequenz von √



5000000 = 2.2371



haben, damit eine beobachtete Frequenz von 1 unter der erwarteten Frequenz bleibt. Dieses Problem der Signifikanz seltener W¨orter wird von den Maßen ab dem Kapitel 3.1.4 zu l¨osen versucht.



3.1.4



Mutual Information



Genau wie das Maß von Piatersky und Shapiro basiert auch die Mutual Information auf der stochastischen Unabh¨angigkeit. Die Berechnung der Signifikanz nach sigP iatersky gestaltet sich aus numerischer Sicht bei gr¨oßeren Korpora als schwierig, da die Wahrscheinlichkeiten sehr klein werden. Dieses Problem l¨ost die Mutual Information, indem von beiden Seiten aus Formel 3.5 nicht mit der Wahrscheinlichkeit selber, sondern mit deren Logarithmus gerechnet wird (vgl. Formel 3.8). log2 P (nab ) = log2 P (na ) ∗ P (nb )



(3.8)



Genau wie beim Maß von Piatersky und Shapiro interessiert auch bei der Mutual Information die Differenz bzw. der Quotient zwischen beobachteter und erwarteter Wahrscheinlichkeit. Aus der Formel 3.8 kann die Mutal Information schließlich durch Umstellen wie in Formel 3.9 gewonnen werden. 1



Bezogen auf den F¨ unf-Millionen-Satz-Korpus bedeutet eine Frequenz von 2.237 einen Rang von etwa 2.800 bei ungef¨ ahr 3,8 Millionen W¨ortern.
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sigM I (na , nb , nab , n) = log2 P (nab ) − log2 P (na ) ∗ P (nb ) P (nab ) = log2 P (na ) ∗ P (nb )



(3.9)



Eine andere Ableitung der Mutual Information kommt aus der Informationstheorie (vgl. Formel 3.10). Die Mutual Information entspricht dabei der Differenz der Entropie H(na ) und der bedingten Entropie H(na |nb ). Die Mutual Information kann somit als der Informationsgewinn aufgefasst werden. sigM I (na , nb , nab , n) = H(na ) − H(na |nb ) = H(nb ) − H(nb |na )



(3.10)



Eine Mutual Information von sigM I = 3 bedeutet, dass die beiden W¨orter a und b 23 = 8mal h¨aufiger beobachtet worden sind als es aufgrund der Wortfrequenzen zu erwarten war. Church (vgl. [CH90]) meint, dass eine Mutual Information von mindestens drei gefordert werden muss, um signifikante Kookkurrenzen zu bestimmen. F¨ ur den Fall, dass zwei W¨orter, die einmal vorgekommen sind und auch innerhalb des gleichen Fensters beobachtet werden, gilt f¨ ur die Mutual Information approximativ sigM I = log2 n. Auf den F¨ unf-Millionen-Satz-Korpus bezogen, bedeutet dies, dass eine Mutual Information von sigM I = log2 5.000.000 ≈ 22 berechnet wird, d. h. das gemeinsame Auftreten der beiden seltenen W¨orter ist 222 = 4.194.304-mal wahrscheinlicher, als erwartet werden konnte. Aus den gleichen Gr¨ unden wie beim Maß von Piatersky und Shapiro werden durch die Annahme der stochastischen Unabh¨angigkeit seltene Ereignisse bevorzugt. Abbildung 3.7 zeigt die eine Million signifikantesten Kookkurrenzen nach sigM I . Aus diesem Plot ist ersichtlich, dass die signifikantesten Kookkurrenzen zwischen einmal vorkommenden W¨ortern beobachtet werden k¨onnen. Die Abbildungen 3.8 und 3.9 zeigen die eine Millionen bzw. zehn Millionen unsignifikantesten Kookkurrenzen nach sigM I . Es kann diesen Plots entnommen werden, dass es egal ist, ob die eine oder zehn Millionen unsignifikantesten Kookkurrenzen betrachtet werden, da sich die Plots kaum ge¨andert haben. Interessant an beiden Grafiken ist jedoch, dass im Bereich der Wortnummer von 1-100 weitestgehend keine Kookkurrenzen als unsignifikant berechnet werden. Dementsprechend benachteiligt die Mutual Information nicht hochfrequente Kookkurrenzen. Bezogen auf die Signifikanz jedoch sind aufgrund des Verh¨altnisses von beobachtetem und erwartetem gemeinsamen Auftreten seltenere Ereignisse bevorzugt. Church (vgl. [CH90]) meint, dass die W¨orter nicht beobachtet werden sollten, die seltener als f¨ unfmal vorgekommen sind. Dies ist jedoch 45



Abbildung 3.7: die eine Million signifikantesten Kookkurrenzen nach sigM I



Abbildung 3.8: die eine Million unsignifikantesten Kookkurrenzen nach sigM I bedenklich, da nach dem Zipfschen Gesetz rund 83% aller W¨orter ignoriert werden w¨ urden. Eine L¨osung f¨ ur das Problem der Mutual Information, dass die signifikantesten Kookkurrenzen sehr seltene Ereignisse sind, liefert die Kombination der beiden Maße sigM I und sigF requenz . Die Abbildung 3.1 zeigt, dass
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Abbildung 3.9: die zehn Millionen unsignifikantesten Kookkurrenzen nach sigM I sigF requenz hochfrequente Kookkurrenzen bevorzugt, w¨ahrend Abbildung 3.7 zeigt, dass die Mutual Information die niederfrequenten Kookkurrenzen bevorzugt. Das Produkt beider Maße wie in Formel 3.11 wird Local Mutual Information genannt (vgl. [Eve04]). sigLM I (na , nb , nab , n) = sigF requenz (nab ) ∗ sigM I (na , nb , nab , n) P (nab ) = nab ∗ log2 P (na ) ∗ P (nb ) nab ∗ n = nab ∗ log2 na ∗ nb



(3.11)



Auf die Local Mutual Information wird im folgenden Kapitel n¨aher einge¨ gangen. Es sei jedoch auf die Ahnlichkeit zur Termgewichtung tf ∗ IDF aus dem Information Retrieval (vgl. [Sal89]) hingewiesen. Da die IDF (Inverse Document Frequency) f¨ ur Kookkurrenzen nicht sinnvoll ist, ist die Ersetzung dieser durch die Mutual Information ein guter Ersatz.



3.1.5



Poisson-Maß



Ein weiterer Ansatz zur Berechnung von signifikanten Kookkurrenzen basiert auf der Poisson-Verteilung aus Formel 3.12. P (n, k) = 47



1 k −λ λ e k!



(3.12)



In Anlehnung an die stochastische Unabh¨angigkeit aus Formel 3.5 berechnet sich λ = nan∗nb . Dabei kann λ als die erwartete Frequenz nab aufgefaßt werden. Die Poisson-Verteilung scheint an dieser Stelle f¨ ur das Berechnen von Signifikanzen recht gut geeignet, da sie auch die Verteilung der seltenen Er” eignisse“ genannt wird und dementsprechend erwartet werden kann, dass sie mit den rund 75% der Kookkurrenzen besser umgehen kann, die nur einmal beobachtet werden konnten. Quasthoff und Wolff (vgl. [QW02]) schlagen daher auf Basis der PoissonVerteilung das Poisson-Maß aus Formel 3.13 vor. k ∗ (log k − log λ − 1) (3.13) log n Wobei n wieder f¨ ur die Anzahl der S¨atze und k f¨ ur die Anzahl des gemeinsamen Auftretens der beiden W¨orter (bisher immer mit nab beschrieben) steht. Abbildung 3.10 zeigt die eine Million signifikantesten Kookkurrenzen, die durch das Poisson-Maß sigP oisson aus dem eingangs definierten F¨ unfMillionen-Satz-Korpus berechnet werden konnten. Bei einem Vergleich dieser Abbildung mit der Abbildung 3.1 der signifikantesten Kookkurrenzen nach sigF req ist erkennbar, dass beide Darstellungen sich sehr ¨ahnlich sind. sigP oisson (na , nb , k, n) =



Abbildung 3.10: die eine Million signifikantesten Kookkurrenzen nach sigP oisson Die beiden Abbildungen 3.11 und 3.12 zeigen die eine bzw. zehn Millionen unsignifikantesten Kookkurrenzen. Auch diese beiden Plots zeigen be48



reits Bekanntes. Ein Vergleich der beiden Plots 3.8 und 3.9, welche die unsignifikantesten Kookkurrenzen der Mutual Information abbilden, zeigt, dass das Poisson-Maß und die Mutual Information sehr ¨ahnliche unsignifikante Kookkurrenzen berechnen. An dieser Stelle muss jedoch darauf hingewiesen werden, dass in beiden F¨allen als unsignifikante Kookkurrenzen, diejenigen berechnet werden, bei denen die beobachtete Frequenz am deutlichsten unter der erwarteten Frequenz bleibt. Es wird bei diesen Kookkurrenzen deshalb auch von signifikant seltenen Ereignissen gesprochen.



Abbildung 3.11: die eine Million unsignifikantesten Kookkurrenzen nach sigP oisson Es konnte anhand der Plots gezeigt werden, dass das Poisson-Maß bei den signifikanten Kookkurrenzen dem Maß sigF requenz und bei den unsignifikanten Kookkurrenzen der Mutual Information sigM I ¨ahnlich ist. Dies l¨aßt sich auch im Poisson-Maß bei genauerem Hinschauen zeigen. Aus der Formel 3.13 wird zuerst log k − log λ zusammengefaßt. Das Ergebnis ist die Formel 3.14. k ∗ (log λk − 1) sigP oisson (na , nb , k, n) = log n



(3.14)



Zu Beginn wurde λ als λ = nan∗nb definiert. Wird in Formel 3.14 λ entsprechend ersetzt, dann kann daraus die Formel 3.15 abgeleitet werden. Weiterhin wird k wieder durch die eingangs definierte Notation nab ersetzt. Dies ist insofern unbedenklich, da beide Bezeichner das Gleiche beschreiben. Das Ergebnis aus dieser Umstellung ist die Formel 3.15. 49



Abbildung 3.12: die zehn Millionen unsignifikantesten Kookkurrenzen nach sigP oisson



nab ∗ (log sigP oisson (na , nb , nab , n) = =



nab na ∗nb n



− 1)



log n nab ∗ (log nnaab∗n∗nb − 1)



(3.15)



log n



In der letzten Zeile der Formel 3.15 ist schließlich der oben beschriebene Zusammenhang ersichtlich. Dies wird durch eine letzte Umformung zu Formel 3.16 noch deutlicher.



sigP oisson (na , nb , nab , n) = =



nab ∗ (log nnaab∗n∗nb − 1) log n nab ∗ log nnaab∗n∗nb − nab



log n sigLM I (na , nb , nab , n) − sigF requenz (nab ) = log n



(3.16)



Die Formel 3.16 zeigt, dass das Poisson-Maß letztlich auf die Differenz zwischen sigLM I und sigF requenz reduziert werden kann. Wobei Beobachtungen die Vermutung erlauben, dass sigF requenz einen eher kleinen Einfluss hat. 50



Die oben gemachten Vergleiche der Plots hatten Zusammenh¨ange zwischen sigP oisson und sigF requenz sowie sigP oisson und sigM I vermuten lassen. Diese Zusammenh¨ange finden sich im Maß der Local Mutual Information sigLM I wieder, welches ausschließlich auf diese beiden Maße zur¨ uckgreift. Es ist jedoch offensichtlich, dass die Local Mutual Information vorrangig von sigF requenz abh¨angig ist. W¨ahrend sigF requenz auf den F¨ unf-MillionenSatz-Korpus bezogen, Werte von ein bis knapp f¨ unf Millionen zul¨asst, so skaliert die Mutual Information aufgrund des Logarithmus deutlich weniger. Um die Abh¨angigkeit des Poisson-Maßes und damit der Local Mutual Information von der Frequenz einer Kookkurrenz zu bestimmen, kann die Korrelation nach Pearson (vgl. [Boh91]) berechnet werden. Da sowohl die Local Mutual Information und damit auch das Poisson-Maß anders mit der Bewertung der Signifikanz von Kookkurrenzen als sigF requenz umgehen, die deutlich seltener aufgetreten sind als erwartet, wurden zwei Korrelationen berechnet. Bei der ersten Berechnung wurde die Korrelation zwischen sigF requenz und sigP oisson berechnet. Dabei wurde eine Korrelation von 0,82 berechnet. Dies zeigt, dass das Poisson-Maß sehr stark von der Frequenz abh¨angig ist. In der zweiten Korrelationsberechnung wurden diejenigen Kookkurrenzen nicht f¨ ur die Berechnung der Korrelation ber¨ ucksichtigt, die seltener beobachtet worden sind, als es zu erwarten war. Die Motivation daf¨ ur liegt darin begr¨ undet, dass beide Maße unterschiedlich damit umgehen. Einerseits werden nach dem Poisson-Maß solche Kookkurrenzen mit einem negativen Signifikanzwert berechnet. Andererseits k¨onnen nach sigF requenz solche Kookkurrenzen nicht unterschieden werden. Unter diesen Umst¨anden kann sogar eine Korrelation von 0,92 berechnet werden.



3.1.6



Log-Likelihood-Maß



Das letzte Maß, welches in diesem Kapitel vorgestellt werden soll, basiert auf der Binomialverteilung (vgl. [Dun93]) aus Formel 3.17. n steht dabei f¨ ur die Anzahl der S¨atze und k f¨ ur das gemeinsame Auftreten zweier W¨orter. p leitet sich aus der Unabh¨angigkeitsannahme p = p(na ) ∗ p(nb ) ab.   n k p(k, n) = p (1 − p)n−k (3.17) k Eine wichtige Einschr¨ankung, die Dunning beim Log-Likelihood-Maß jedoch aufgrund der Binomialverteilung machen muss, ist k ≤ n, da sonst der  Binomialkoeffizient nk nicht berechnet werden kann. Um dies in jedem Fall sicherstellen zu k¨onnen, m¨ ussten jedoch die W¨orter in dem zu beobachtenden
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Fenster distinktet werden. Dies wiederum reduziert die Vielfalt einer Sprache. In einem Satz, in welchem die Wendung viel zu viel vorkommt, ist diese Wendung jedoch signifikant. In Kapitel 4.2 wird eine L¨osung angeboten, die die Bedingung k ≤ n in der praktischen Anwendung erf¨ ullt, ohne dabei eine Distinktion2 der W¨orter innerhalb eines Fensters machen zu m¨ ussen. Basierend auf der Binomialverteilung berechnet Dunning (vgl. [Dun93]) das Likelihood-Ratio. Dieses Verh¨altnis sagt genau wie bei der Mutual Information etwas dar¨ uber aus, wieviel die Beobachtung zweier W¨orter von dem abweicht, was erwartet werden konnte. Aus der Binomialverteilung (siehe Formel 3.17) kann schließlich das LogLikelihood-Maß aus Formel 3.18 abgeleitet werden (vgl. [Dun93]). 



 n log n − nA log nA − nB log nB + nAB log nAB  + (n − nA − nB + nAB ) log (n − nA − nB + nAB )   sigLGL = 2   + (nA − nAB ) log (nA − nAB ) + (nB − nAB ) log (nB − nAB )  − (n − nA ) log (n − nA ) − (n − nB ) log (n − nB ) (3.18) Die Abbildung 3.13 zeigt die eine Million unsignifikantesten Kookkurrenzen nach siglgl . Es ist ersichtlich, dass sich f¨ ur Kookkurrenzen mit h¨oheren Wortnummern Linien“ bilden, deren Abst¨ande zueinander sukzessive gr¨oßer ” werden. Auf den ersten Blick scheinen das Log-Likelihood-Maß und das PoissonMaß ¨ahnlich zu funktionieren. Das liegt darin begr¨ undet, dass sich bei ein 10 nem großen n und 0 ≤ p ≤ min{ n , 1500 } beide Verteilungen ann¨ahern (vgl. [Bar99]). Andererseits zeigt ein Vergleich der beiden Plots 3.11 und 3.13, dass beide Maße bei den eine Million unsignifikantesten Kookkurrenzen offensichtlich geringf¨ ugig unterschiedliche Ergebnisse erzielen. Der Grund daf¨ ur liegt in der Behandlung von Kookkurrenzen, die seltener beobachtet werden konnten, als es zu erwarten war. In einem Beispiel sind die Wortfrequenzen na = nb = 100.000, die Gr¨oße des Korpus n = 5.000.000 und beide W¨orter konnten zusammen nur einmal beobachtet werden, also nab = 1. sigP oisson berechnet in dieser Situation einen Signifikanzwert von −50, 28. siglgl hingegen betr¨agt 1999, 86. Beide Maße behandeln signifikant seltene Ereignisse offensichtlich anders. siglgl kann dementsprechend nicht zwischen signifikant h¨aufigen und signifikant seltenen Ereignissen unterscheiden. Werden die zehn Millionen unsignifikantesten Kookkurrenzen betrachtet (vgl. Abbildung 3.14), dann wachsen die Linien aus Abbildung 3.13 sukzessive zusammen. 2



Distinktion bedeutet, dass ein Wort nur einmal pro Satz vorkommen darf.
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Abbildung 3.13: die eine Million unsignifikantesten Kookkurrenzen nach sigLGL



Abbildung 3.14: die zehn Millionen unsignifikantesten Kookkurrenzen nach sigLGL In Abbildung 3.15 sind die eine Million signifikantesten Kookkurrenzen abgebildet. Ein Vergleich mit dementsprechenden Plot des Poisson-Maßes zeigt, dass sich beide Maße bez¨ uglich der Handhabung signifikant h¨aufiger
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Ereignisse nicht unterscheiden.



Abbildung 3.15: die eine Million signifikantesten Kookkurrenzen nach sigLGL



3.2



Signifikanzen auf einem zuf¨ alligen Korpus



Die meisten der vorher vorgestellten Signifikanzmaße basieren auf der stochastischen Unabh¨angigkeit p(nab ) = p(na ) ∗ p(nb ). Dabei ist signifikant, wie stark f¨ ur eine Kookkurrenz die stochastische Unabh¨angigkeit nicht erf¨ ullt ist. In diesem Zusammenhang stellt sich die Frage, inwiefern die Signifikanzmaße auch f¨ ur einen Korpus funktionieren, der zuf¨allig erstellt worden ist. Da die Kookkurrenzen rein zuf¨allig und weder in einem semantischen Zusammenhang noch in einer festen syntaktischen Struktur stehen, ist zu erwarten, dass keine bzw. nur signifikante Kookkurrenzen zwischen niederfrequenten W¨ortern extrahiert werden k¨onnen, die aufgrund dessen signifikant sind, da bereits das einmalige gemeinsame Vorkommen u ¨ber der zu erwartenden Frequenz liegt. Um einen solchen Korpus zu erstellen, wurden strikt die Vorgaben des oben benutzten F¨ unf-Millionen-Satz-Korpus eingehalten. Dabei konnten die Parameter des Zipfschen Gesetzes (vgl. Kapitel 1.4) unter Verwendung der Formel 5 in [New05] bestimmt werden. Auf diese Weise wird ein zuf¨alliger zipfverteilter Korpus erzeugt, der bez¨ uglich der Zipfverteilung die gleichen 54



Parameter besitzt. Weiterhin wird darauf geachtet, dass f¨ ur jeden Satz im Originalkorpus ein gleich langer im k¨ unstlich erzeugten Korpus produziert wird. Ein Satz aus dem Originalkorpus lautet: Diese Spannen kamen nach Ansicht von Devisenh¨andlern einem Floaten der EWS-W¨ahrungen gleich . Die W¨orter dieses Satzes werden durch Wortnummern ersetzt. Dabei entspricht eine Wortnummer dem Rang eines Wortes aus dem Zipfschen Gesetz. 243 67884 841 39 805 9 37151 49 258769 3 120643 422 2 Schließlich wird ein gleich langer Satz erzeugt. In diesem Satz werden dabei korrespondierende Wortnummern erzeugt, die vom Zufallsgenerator produziert werden. Die Reihenfolge der Wortnummern ist somit rein zuf¨allig. 3202 8383 25 14 131 28124 614 945 41 4 2625127 31 23 Unter Verwendung des Mappings von Wortnummer (Rang) auf ein bestimmtes Wort aus dem Originalkorpus kann aus dem eben zuf¨allig erzeugten Satz die Wortfolge u. Zw¨olf eine des neuen Schreibweise Lage Nr. bei die Schmitzius es : erzeugt werden. Dieses Beispiel zeigt, dass der zuf¨allig erzeugte Satz weder syntaktisch richtig noch semantisch sinnvoll ist. Auf diese Weise wurden insgesamt f¨ unf Millionen S¨atze generiert. Abbildung 3.16 zeigt den Rang-Frequenz -Plot der Wortliste des zuf¨allig erzeugten Korpus, der wesentlich besser einer Geraden entspricht als der korrespondierende Originalkorpus aus Abbildung 1.1. Bei der Kookkurrenzanalyse auf einem zuf¨allig erzeugten Korpus konnten drei Beobachtungen angestellt werden. W¨ahrend aus dem korrespondierenden Originalkorpus rund 347 Millionen Kookkurrenzen extrahiert werden konnten, wurden auf dem Zufallskorpus 498 Millionen Kookkurrenzen beobachtet. Das liegt darin begr¨ undet, dass die Kookkurrenzen zuf¨allig auftreten und damit kein semantischer Zusammenhang existiert. Dementsprechend treten besonders frequentere W¨orter“ mit deutlich mehr anderen W¨ortern als ” im Originalkorpus auf. In einer zweiten Analyse wurde untersucht, inwiefern es auf einem Zufallskorpus m¨oglich ist, dass eine der beiden Wortfrequenzen kleiner ist als die Frequenz der Kookkurrenz. Dies geschieht immer dann, wenn innerhalb 55



Abbildung 3.16: Rang-Frequenz -Plot der Wortliste eines zuf¨allig erzeugten Korpus eines Fensters ein Wort doppelt vorkommt und keine Distinktion der W¨orter innerhalb dieses Fensters durchgef¨ uhrt wird. F¨ ur das Berechnen der Signifikanz nach sigLGL ist diese Bedingung notwendig, da sonst diverse Terme aus Formel 3.18 nicht berechnet werden k¨onnen. Auf dem Zufallskorpus konnten Kookkurrenzen, die die eben beschriebene Eigenschaft erf¨ ullen, zwischen einem sehr seltenen und einem frequenten Wort beobachtet werden (vgl. Abbildung 3.17). Bei allen Kookkurrenzen, die in Abbildung 3.17 dargestellt sind, gilt nab − min(na , nb ) = 1. Der gleiche Test auf dem Originalkorpus zeigt (vgl. Abbildung 3.18), dass diese Bedingung wesentlich mehr Kookurrenzen erf¨ ullen. Da im Zufallskorpus keine Kookkurrenzen auftreten, die diese Eigenschaft erf¨ ullen und zwischen W¨ortern auftreten, die mittel- und hochfrequent sind, kann dies auf semantische Zusammenh¨ange zur¨ uckgef¨ uhrt werden. So werden W¨orter aus Wendungen wie mehr und mehr und viel zu viel sehr h¨aufig doppelt auftreten. Weiterhin sind Konstruktionen wie ... die Uhr , die ... als kritisch zu sehen. In Kapitel 4 wird diesem Problem mit einer spektralen Zerlegung einer Kookkurrenz bez¨ uglich des Abstandes der beiden W¨orter entgegen getreten. Abschließend werden Signifikanzen von Kookkurrenzen auf dem Zufallskorpus basierend auf den Maßen aus den Kapiteln 3.1.1 bis 3.1.6 berechnet. Die Ergebnisse sind in Tabelle 3.1 dargestellt. Ein Ergebnis aus Tabelle 3.1 ist, dass die verteilungsbasierten Signifi-



56



57



sigDice 1,0 1,0 1,0 1,0 1,0 .. . 0,0 0,0 0,0 0,0 0,0



sigJaccard 1,0 1,0 1,0 1,0 1,0 .. . 0,0 0,0 0,0 0,0 0,0



sigLGL 103953 22543 13848 8134 7372 .. . 0,0 0,0 0,0 0,0 0,0



sigLGL2 103953 22543 13848 8134 7372 .. . -4,61 -4,72 -4,98 -5,12 -6,18



sigP oisson 71902 12408 9241 5598 4722 .. . -20,46 -21,04 -21,13 -21,14 -21,71



sigLM I . 274820 118918 88214 53439 45876 .. . -10,73 -10,81 -11,86 -11,92 -12,33



sigM I 22,25 22,25 22,25 22,25 22,25 .. . -28,04 -29,37 -29,55 -29,56 -30,74



Tabelle 3.1: signifikante und unsignifikante Kookkurrenzen eines Zufallskorpus (ausgew¨ahlt wurden die ersten zehn Millionen der 497 Millionen Kookkurrenzen, die aus dem Hash exportiert worden sind)
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Abbildung 3.17: Kookkurrenzen eines Zufallskorpus, f¨ ur die gilt: nab > min(na , nb )



Abbildung 3.18: Kookkurrenzen eines deutschen Korpus, f¨ ur die gilt: nab > min(na , nb ) kanzmaße sigP oisson sowie sigLGL und die daraus ableitbaren Maße sigLGL2 3 3 sigLGL2 entspricht dem numerischen Wert von sigLGL . Jedoch wird aufgrund der stochastischen Unabh¨ angigkeit das Vorzeichen entschieden.
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und sigLM I sowohl signifikant h¨aufige als auch signifikant seltene Kookkurrenzen berechnen, obwohl diese Maße auf der stochastischen Unabh¨angigkeit basieren und dementsprechend auf einem Zufallskorpus keine signifikanten Kookkurrenzen berechnen d¨ urften. Tabelle 3.1 zeigt, dass f¨ ur sigP oisson , sigLGL , sigLGL2 signifikant h¨aufige Kookkurrenzen zwischen frequenten W¨ortern auftreten. Auch nach einer Wortdistinktion innerhalb des Fensters bleiben diese Kookkurrenzen signifikant. Die signifikant seltenen Ereignisse f¨ ur diese Maße liegen ebenfalls im frequenten Bereich. Bei den Maßen sigDice und sigJaccard kann beoboachet werden, dass genau wie beim Originalkorpus (vgl. Abbildungen 3.4) auf dem Zufallskorpus Kookkurrenzen als unsignifikant berechnet werden, die aus einem hochfrequenten und einem niederfrequenten Wort bestehen.



3.3



Zusammenfassung



Bei der Berechnung von Signifikanzen hat sich gezeigt, dass sich semantische Zusammenh¨ange am besten durch Maße wie sigLGL , sigP oisson und sigLM I , die auf der stochastischen Unabh¨angigkeit beruhen, berechnen lassen. Als signifikant wird bei diesen Maßen eine Kookkurrenz erachtet, bei der die Beobachtung m¨oglichst stark von der Erwartung abweicht. Bei einer Kookkurrenz zwischen zwei W¨ortern, die 1.234- und 5.678mal in einem Korpus von f¨ unf Millionen S¨atzen vorkommen, w¨ urde kein statistischer Zusammenhang zwischen beiden W¨ortern bestehen, wenn beide W¨orter etwa 12.345∗67.890 = 838.102.050 ≈ 168mal zusammen auftreten. Bei einer Kookkur5.000.000 5.000.000 renzfrequenz, die deutlich h¨oher oder niedriger als 168 ist, ist dies statistisch auff¨allig. Anders sieht das bei Kookkurrenzen zwischen zwei seltenen W¨ortern aus. Insbesondere sigP oisson , welches auf der Poisson-Verteilung (die Verteilung der seltenen Ereignisse) basiert, sollte mit seltenen Ereignissen umgehen k¨onnen. Wird aber eine Kookkurrenz zwischen zwei W¨ortern mit beispielsweise na = 5 und nb = 6 betrachtet, die zusammen einmal auftreten, wird diese Kookkurrenz als signifikant berechnet und damit ein semantischer Zusammenhang zwischen diesen beiden W¨ortern angenommen. Der Grund daf¨ ur liegt in der stochastischen Unabh¨angigkeit, die als Erwartung an diese Kookkurrenz eine Frequenz“ von 6 ∗ 10−6 berechnet. Tritt diese Kookkurrenz ein” mal auf, dann liegt die Beobachtung 166.667mal u ¨ber der Erwartung. Folglich wird diese Kookkurrenz als signifikant erachtet. Im Rahmen von Medusa werden Signifikanzen mit zwei Signifikanzmaßen
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berechnet. Dabei wird dem eigentlichen Signifikanzmaß4 ein Cut-Off -Maß vorgeschaltet, welches unabh¨angig vom Signifikanz-Maß eine Vorauswahl der Kookkurrenzen bestimmt. Als Cut-Off -Maße empfehlen sich einerseits sigf req und andererseits sigDice sowie sigJaccard . Bei Benutzung von sigf req werden beispielsweise alle Kookkurrenzen, die einmal aufgetreten sind, entfernt, so dass das Signifikanzmaß diese nicht f¨alschlicherweise als signifikant bestimmt. Wird anstelle von sigf req eines der Maße sigDice oder sigJaccard benutzt, dann werden nicht alle Kookkurrenzen entfernt, die einmal aufgetreten sind, sondern nur Kookkurrenzen, die ein- oder zweimal zwischen einem frequenten und einem seltenen Wort beobachtet werden konnten (vgl. Abbildung 3.4), bei denen angenommen wird, dass es sich nur um ein Artefakt handelt. Ferner sei an dieser Stelle auf die Ergebnisse aus dem Zufallskorpus verwiesen. Es konnte gezeigt werden, dass Kookkurrenzen, bei denen die Kookkurrenzfrequenz h¨oher als die kleinere der beiden Wortfrequenzen ist, ausschließlich zwischen einem frequenten und einem seltenen Wort auftreten. Bei der Wahl von sigDice oder sigJaccard als Cut-Off -Maß werden diese Kookkurrenzen herausgefiltert (vgl. Abbildungen 3.4 und 3.17). Kookurrenzen, die nach dem Cut-Off eine Kookkurrenzfrequenz besitzen, die u ¨ber der kleineren der beiden Wortfrequenzen liegt, sind demnach nicht zuf¨allig, sondern haben einen syntaktischen Hintergrund der entsprechenden Sprache. Als Ergebnis wird festgehalten, dass sich Kookkurrenzen in drei Klassen einteilen lassen: • Kookkurrenzen zwischen zwei frequenten W¨ortern (KLASSE 1 ), • Kookkurrenzen zwischen einem frequenten und einem seltenen Wort (KLASSE 2 ) sowie • Kookkurrenzen zwischen zwei seltenen W¨ortern (KLASSE 3 ). F¨ ur die beiden ersten Klassen kann die Signifikanz und der damit verbundene semantische Zusammenhang mittels eines Signifikanz- und eines CutOff-Maßes, wie eben beschrieben, zuverl¨assig bestimmt werden. Kritisch jedoch ist die KLASSE 3. Eingangs der Zusammenfassung dieses Kapitels wurde an einem Beispiel erkl¨art, dass das einmalige Auftreten zweier seltener Ereignisse bereits statistisch auff¨allig ist, unabh¨angig davon, ob es einen Zusammenhang zwischen beiden W¨ortern gibt oder es sich um ein Artefakt handelt. Dieser Bereich ist letztlich deswegen als kritisch zu betrachten, da keines der Signifkanzmaße zuverl¨assig in diesem Bereich eine statistische Auff¨alligkeit bestimmen kann. 4



In der Regel sind dies sigLGL , sigP oisson oder sigLM I .



60



Bei der Singifikanzbestimmung mittels eines Signifikanz- und eines CutOff-Maßes muss jedoch kritisch angemerkt werden, dass bei Kookkurrenzen aus der KLASSE 3 nicht entschieden werden kann, ob es sich um ein Artefakt oder um einen semantischen Zusammenhang zwischen beiden W¨ortern handelt. Als Ergebnis aus diesen Betrachtungen empfiehlt sich daher, die rein statistik- bzw. mathematikbasierte Signifikanzbestimmung in zwei Schritte aufzuteilen. Im ersten Schritt werden f¨ ur die erste Klasse die Signifikanzen mittels einer Kombination von Signifikanzmaß und Cut-Off-Maß, wie bereits beschrieben, bestimmt. Dabei werden Kookkurrenzen zwischen W¨ortern aus dem niederfrequenten Bereich nicht ber¨ ucksichtigt. Auf diesen Kookkurrenzen werden semantische Relationen wie beispielsweise die paradigmatische Relation Kohyponym bestimmt bzw. liegen bereits vorberechnet vor. Aus einem Beispielsatz, W¨ahrend eines Taiwanurlaubs wurde ein Tourist von einem Ebudu gebissen. der das Wort Ebudu enth¨alt, welches bisher im Korpus nicht aufgetreten ist, kann so die Kookkurrenz (gebissen, Ebudu) extrahiert werden. An dieser Stelle sei auf das Kapitel 4 verwiesen. In diesem Kapitel werden Kookurrenzen in ihr Spektrum bez¨ uglich der Distanz der beiden W¨orter einer Kookkurrenz zerlegt. Dabei wird festgestellt, dass Ebudu linker Nachbar (Abstand=1 ) von gebissen ist. Mittels der vorher berechneten Kookkurrenzen werden im zweiten Schritt W¨orter bestimmt, die an der gleichen Stelle wie Ebudu stehen. Dies k¨onnen W¨orter wie Pitbullr¨ ude, Alligator oder Schlange sein. Es sei angenommen, dass zwischen diesen W¨ortern zuvor eine paradigmatische Relation bestimmt worden ist. Dann werden schließlich die S¨atze, welche die Kookkurrenzen (gebissen, Alligator,1), (gebissen, Schlange,1) und ¨ (gebissen, Pitbullr¨ ude,1) auf Ahnlichkeit u uft. Sollten sich aus diesen ¨berpr¨ ¨ S¨atze hinreichend viele Ubereinstimmungen finden, dann wird die Kookkurrenz (gebissen, Ebudu,1) als signifikant erachtet. Dabei ist die Berechnung der Signifkanz nicht mehr mathematischen (significance by measure), sondern algorithmischen (significance by algorithm bwz. differenzierter significance by semantic relation) Ursprungs. Eine Verfeinerung und Evaluierung dieses Ansatzes wird Gegenstand weiterer Forschung sein. Es sei an dieser Stelle auf ein Kernproblem bei der herk¨ommlichen Signifikanzberwertung hingewiesen. Church (vgl. [CH90]) hatte darauf hingewiesen, dass die Mutual Information nur auf kleinen Fenstern und f¨ ur Kookkurrenzen, deren W¨orter h¨aufiger als f¨ unfmal vorgekommen sind, benutzbar ist. Unter dem Gesichtspunkt, dass durch ein mathematisches Maß nicht alle relevanten“ Kookkurrenzen extrahiert werden m¨ ussen, ” 61



wird die Mutual Information f¨ ur einen solchen Ansatz durchaus sehr interessant, da die Mutual Information dem Quotienten aus der beobachteten und der erwarteten Wahrscheinlichkeit einer Kookkurrenz entspricht. M¨ogliche Probleme mit der Mutual Information bezogen auf Kookkurrenzen, die auf sehr seltenen W¨ortern basieren, k¨onnen somit umgangen werden. Letztlich konnte in diesem Kapitel gezeigt werden, dass auch sigLGL , sigLM I und sigP oisson die Signifikanz solcher Kookkurrenzen nicht zuverl¨assig berechnen k¨onnen. Im Rahmen dieser Arbeit wird f¨ ur das Berechnen von Signifikanzen mit der Local Mutual Information gearbeitet. Es konnte in diversen Abbildungen gezeigt werden, dass das Poisson- sowie das Log-Likelihood -Maß im Wesentlichen das Gleiche wie die Local Mutual Information berechnen. Ein wesentlicher Unterschied zum Log-Likelihood -Maß besteht im Umgang mit signifikant seltenen Kookkurrenzen. W¨ahrend beim Log-Likelihood -Maß sowohl signifikant h¨aufige also auch seltene Kookkurrenzen mit einem positiv hohen Signifikanzwert ausgewiesen werden und damit keine Differenzierung zwischen beiden m¨oglich ist, unterscheidet die Local Mutual Information diese beide Formen von Signifikanzen durch positiv hohe bzw. negativ kleine Signifikanzen. Diese Unterscheidung wird beispielsweise im Anhang B5 ben¨otigt, in welchem Kookkurrenzen auf einem Werkstattkorpus eines Automobilherstellers berechnet werden. Eine Unterscheidung der Kookkurrenzen (brake,tire) bzw. (brake,fuel pump) wird damit m¨oglich. W¨ahrend erstere Kookkurrenz signifikant h¨aufig auftritt, wird die Kookkurrenz (brake,fuel pump) signifikant selten auftreten. Beim Log-Likelihood -Maß w¨ urden solche Kookkurrenzen gemischt werden und die Daten w¨aren dementsprechend bei einem Werkstattkorpus, bei welchem signifikante Kookkurrenzen zwischen Bauteilen berechnet werden sollen, weitestgehend unbrauchbar. In Abgrenzung zum Poisson-Maß sei auf die Formel 3.13 verwiesen. W¨ahrend bei der Local Mutual Information der Signifikanzwert positiv ist, wenn die Beobachtung der Kookkurrenz u ¨ber der Erwartung liegt und negativ ist, wenn die Beobachtung einer Kookkurrenz unter der Erwartung bleibt, arbeitet das Poisson-Maß an dieser Stelle geringf¨ ugig unterschiedlich. Im Z¨ahler der Formel 3.13 steht am Ende −1. Dies l¨aßt auch Kookkurrenzen negativ werden, deren Beobachtung u ¨ber der Erwartung liegt. Weiterhin sei abschließend bei der Local Mutual Information noch einmal ¨ auf die Termgewichtung tf*IDF und deren Ahnlichkeit verwiesen.
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Anhang B ist nicht Teil der ¨ offentlichen Diplomarbeit.
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Kapitel 4 Distanzabh¨ angige Kookkurrenzen Bisherige Ans¨atze des Berechnens von Kookkurrenzen gehen von einer bestimmten Fenstergr¨oße aus und alle extrahierbaren Kookurrenzen innerhalb dieses Fensters werden gez¨ahlt. Dabei ist die Wahl der Fenstergr¨oße entscheidend f¨ ur die Art der Beziehung, die extrahiert werden soll. F¨ ur jede Fenstergr¨oße bedarf es schließlich einer separaten Berechnung. Im Rahmen dieser Arbeit wurden bisher Kookkurrenzen auf Satzfensterbasis berechnet. In diesem Kapitel sollen Kookkurrenzen in ihr Spektrum bez¨ uglich des Abstandes zwischen den beiden W¨ortern zerlegt werden. Dabei wird eine Kookkurrenz nicht mehr nur beim gemeinsamen Auftreten, sondern beim gemeinsamen Auftreten im jeweiligen Abstand gez¨ahlt. Das Ziel dieses Kapitels besteht aus zwei Teilen. Erstens soll u uft ¨berpr¨ werden, ob das Spektrum einer Kookkurrenz systematischer Natur ist (vgl. [dS01]). Wird beispielsweise das Spektrum der Kookkurrenz (die,Uhr) mit dem Spektrum von (die,Distanz) verglichen, so kann erwartet werden, dass sich die Spektren ¨ahneln, wenn die Hypothese der Systematik korrekt ist. Ein zweites Ziel dieses Kapitels ist die Untersuchung, ob und wie sich verschiedene semantische Relationen in unterschiedlichen Abst¨anden manifestieren. Signifikanzmaße, wie sie in Kapitel 3 genannt worden sind, k¨onnen zwar eine statistische Signifikanz berechnen, lassen dabei aber den Abstand der beiden W¨orter v¨ollig außer Acht. Beim Trainieren eines Hidden Markov Modells wird beispielsweise auf Tri-, Bi- und Unigramme mit der Begr¨ undung eines stark lokalen Zusammenhangs zur¨ uckgegriffen (vgl. [HQW06]). Bei der Berechnung von Satzkookkurrenzen bleibt dieser lokale Zusammenhang deutlich unber¨ ucksichtigt. Dementsprechend wird es ein weiteres Ziel dieser Arbeit sein, eine Modifikation herk¨ommlicher Signifikanzmaße vorzunehmen, so dass die Signifikanz nicht allein auf statistischen Annahmen, sondern auch 63



von linguistischem Wissen bez¨ uglich der Satzstruktur und dementsprechend vom Abstand zweier W¨orter abh¨angig wird. Als Korpus wurden 35, 7 Millionen deutsche S¨atze aus Zeitung benutzt. Aus diesem Korpus konnten 1, 49 Milliarden Kookkurrenzen auf Satzbasis berechnet werden. Nach einer Berechnung mit einer spektralen Zerlegung existieren 3, 4 Milliarden Kookkurrenzen. In Abbildung 4.1 ist die Verteilung dieser Kookkurrenzen bez¨ uglich ihres Abstandes dargestellt. 1e+009 Anzahl der Kookkurrenzen
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Abbildung 4.1: Verteilung der Kookkurrenzen von 36 Millionen deutschen S¨atzen Da das Berechnen von spektral zerlegten Kookkurrenzen nur dann sinnvoll ist, wenn die Kookkurrenzfrequenz hinreichend groß ist, werden in diesem Kapitel nur Kookkurrenzen zwischen den 100.000 h¨aufigsten W¨ortern ber¨ ucksichtigt. Dies sind rund 2 von 3, 4 Milliarden der spektral zerlegten Kookkurrenzen. Die Mindestwortfrequenz liegt somit bei 205. Im Rahmen dieser Arbeit wurde bisher f¨ ur eine Kookkurrenz die Notation (W ort1 ,W ort2 ) benutzt. Diese Notation wird in diesem Kapitel um den Abstand zu (W ort1 ,W ort2 , dist) erweitert. Dabei steht dist f¨ ur den Abstand zwischen den beiden W¨ortern W ort1 und W ort2 . Ein Abstand von 3 bedeutet, dass W ort2 in einem Satz drei W¨orter nach W ort1 beobachtet werden konnte. Ein negativer Abstand bedeutet, dass W ort2 vor W ort1 beobachtet werden konnte. Ein Distanz von 0 w¨ urde dementsprechend bedeuten, dass ein Wort mit sich selbst auftritt. Da dieser Fall nicht von Interesse ist, gibt es keine Kookkurrenzen im Abstand 0. 64



4.1



Distanzabh¨ angiges Spektrum einer Kookkurrenz



Durch das Zerlegen einer Kookkurrenz in ihr Spektrum soll untersucht werden, ob sich f¨ ur gleichartige Kookkurrenzen bez¨ uglich POS-Tags1 sich ¨ahnliche Spektren ergeben. Dazu werden einerseits im Kapitel 4.1.1 distanzbasierte Kookkurrenzen auf dem Zufallskorpus aus Kapitel 3.2 betrachtet. Andererseits werden im Unterkapitel 4.1.2 einige ausgew¨ahlte Beispiele vorgestellt.
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Abbildung 4.2: Verteilung der Kookkurrenzen (gestrichelte Line) und die entsprechend signifikanten Kookkurrenzen (durchgezogene Linie) im jeweiligen Abstand (zwischen den 100.000 h¨aufigsten W¨ortern) Abbildung 4.2 zeigt die Verteilung von Kookkurrenzen zwischen den 100.000 h¨aufigsten W¨ortern aus einem nat¨ urlich-sprachlichen Korpus bezogen auf ihren Abstand. Die gestrichelte Linie entspricht dabei der Anzahl der Kookkurrenzen, die in dem jeweiligen Abstand beobachtet werden konnten. Die durchgezogene Line stellt die Anzahl der signifikanten Kookkurrenzen dar. Abbildung 4.3 zeigt die kumulierte Verteilungsfunktion der signifikanten Kookkurrenzen aus Abbildung 4.2. Bei einem Abstand von 15 und kleiner werden dementsprechend rund 82% aller signifikanten Kookkurrenzen beobachtet. An dieser Stelle sei allerdings darauf hingewiesen, dass bei gr¨oßeren 1



POS : Part-Of-Speech. Ein POS-Tagger weist einer Wortform deren Wortklassen zu. Wortklassen k¨ onnen beispielsweise Substantive, Verben oder Adjektive sein.
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kumul. Verteilung der Kookkurrenzen
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Abbildung 4.3: kumulierte Verteilungsfunktion signifikanter Kookkurrenzen aus Abbildung 4.2 Abst¨anden von mehr als 60 nur noch signifikante Kookkurrenzen zwischen seltenen W¨ortern gemessen werden k¨onnen. Bei der spektralen Zerlegung einer Kookkurrenz in verschiedene Abst¨ande ergeben sich auch unterschiedliche Anforderungen an die Anzahl der Versuche ndist im Abstand dist, die f¨ ur das zu benutzende Signifikanzmaß von Bedeutung ist (vgl. Kapitel 3). Eine Trennung in verschiedene ndist f¨ ur jeden Abstand ist notwendig, da aus einem Satz der L¨ange a genau a − 1 Kookkurrenz -Tokens im Abstand 1 bestimmt werden k¨onnen. F¨ ur einen Abstand von 2 sind es schließlich noch a − 2. Da ein Korpus aus unterschiedlich langen S¨atzen besteht, kann diese Folge nicht einfach fortgesetzt werden. Es ist aber offensichtlich: Je kleiner der Abstand, desto mehr Tokens k¨onnen aus einem Satzfenster extrahiert werden. Die Wahl von ndist l¨asst sich aus der stochastischen Unabh¨angigkeit aus Formel 4.1 ableiten. na nb nab = ∗ (4.1) M N N Hierbei stehen M f¨ ur die Anzahl der Kookkurrenz -Tokens im jeweiligen Abstand und N f¨ ur die Anzahl der Word -Tokens. Daraus ergibt sich ndist wie in Formel 4.2 dargestellt.
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N ∗N (4.2) M Dabei f¨allt M wie in Abbildung 4.1 sukzessive ab. Im Abstand 1 gilt genau n1 = (sl − 1) ∗ n, wobei n der Anzahl der S¨atze und sl der durchschnittlichen Satzl¨ange entspricht. Dies ist gleich der Anzahl der Bigramme, die aus einem Text mit n S¨atzen extrahiert werden k¨onnen. Aus diesem Ansatz ergeben sich allerdings auch Probleme. Die Anzahl der Kookkurrenz -Tokens muss f¨ ur jeden Abstand mitgez¨ahlt werden. Problematischer hierbei ist allerdings die Wahl von N . Werden f¨ ur N die Anzahl der Wort-Tokens eines Korpus benutzt, dann f¨ uhrt dies bei gr¨oßeren Abst¨anden bzw. bei nieder- und mittelfrequenten Kookkurrenzen zu Problemen. Hierbei werden Kookkurrenzen ab einem Abstand von etwa 20 immer als signifikant angesehen. Das Problem liegt in der Benutzung einer Frequenzliste f¨ ur die W¨orter. Es m¨ usste f¨ ur jeden Abstand eine Frequenzliste der W¨orter erstellt werden. Dadurch k¨onnte schließlich mit einem Ndist f¨ ur jeden Abstand gerechnet werden. Im Rahmen dieser Arbeit soll im Kapitel 4.1.1 gezeigt werden, dass der Grundgedanke prinzipiell richtig ist. Dabei wird auf einem Spektrum der h¨aufigsten Kookkurrenzen aus dem Zufallskorpus (vgl. Kapitel 3.2) zur¨ uckgegriffen. F¨ ur die Spektren auf einem reellen Korpus wird an dieser Stelle eine Vereinfachung vorgenommen. Die Ergebnisse haben best¨atigt, dass ndist = (sl − 1) ∗ n eine sinnvolle Approximation ist. Dabei wird n1 f¨ ur alle anderen ndist angenommen. ndist =



4.1.1



Zufallskorpus



In Kapitel 3.2 wurden Kookkurrenzen auf einem zuf¨alligen, aber zipfverteilten Korpus berechnet. Dabei konnte gezeigt werden, dass es zahlreiche signifikante Kookkurrenzen gibt. In diesem Kapitel soll auf die nach sigLM I signifikanteste Kookkurrenz (16,16) bez¨ uglich deren Abstandsspektrum n¨aher eingegangen werden. In Abbildung 4.4 ist das Spektrum des Abstandes der Kookkurrenz (16,16) dargestellt. Die gestrichelte Linie entspricht dabei der Frequenz, die nach der stochastischen Unabh¨angigkeit erwartet werden kann. Abbildung 4.4 zeigt, dass die Kookkurrenz (16,16) im Abstand −1 und 1 genauso oft beobachtet werden konnte wie es auch zu erwarten war. Bei gr¨oßeren Abst¨anden in beiden Richtungen f¨allt die beobachtete Frequenz deutlich unter die erwartete Frequenz. Dies liegt haupts¨achlich darin begr¨ undet, dass die Satzl¨ange nicht einheitlich ist. 67
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4000 3000 2000 1000 0 -40 -30 -20 -10 0 10 20 30 40 Abstand zwischen den beiden W¨ortern einer Kookkurrenz Abbildung 4.4: Frequenzspektrum der Kookkurrenz (16,16) aus Tabelle 3.1 ¨ Das Uberpr¨ ufen der zehn signifikantesten Kookkurrenzen aus 3.1 hat gezeigt, dass diese Kookkurrenzen allesamt das gleiche Ergebnis geliefert haben: • In allen Abst¨anden entspricht die beobachtete der erwarteten Frequenz. • Die Frequenzen im Abstand −d und d sind nahezu gleich groß. Dadurch ist die Frequenzverteilung aus der Abbildung 4.4 bezogen auf die Senkrechte im Nullpunkt der x-Achse symmetrisch. Zusammenfassend kann festgehalten werden, dass auf einem Zufallskorpus ausschließlich Kookkurrenzen als signifikant erachtet werden, die auf Satzbasis ohne spektrale Zerlegung berechnet werden. Werden die Satzkookkurrenzen in ihr Spektrum zerlegt, dann k¨onnen solche Artefakte herausgefiltert werden. Bei der Berechnung von Nachbarschaftskookkurrenzen hingegen werden keine signifikanten Kookkurrenzen berechnet (vgl. Abbildung 4.4).



4.1.2



Ausgew¨ ahlte Beispiele eines realen Korpus



Nachdem im Kapitel 4.1.1 in der Abbildung 4.4 das Spektrum einer zuf¨allig erzeugten Kookkurrenz dargestellt worden ist, sollen in diesem Kapitel einige ausgew¨ahlte Spektren von Kookkurrenzen dargestellt werden. Als Korpus wurde der de-Korpus des Wortschatz-Projektes (vgl. [Qua98]) mit rund 35 Millionen S¨atzen benutzt. Ziel dieses Kapitels ist es die prinzi68



pielle Machbarkeit einerseits und den Nutzen einer spektralen Zerlegung von Kookkurrenzen bez¨ uglich des Abstandes der beiden W¨orter andererseits zu zeigen. Als Auswahl f¨ ur die dargestellten Spektren dienen dabei Wortklassen. So werden beispielsweise Kookkurrenzen zwischen Artikeln und Substantiven, zwischen Adjektiven und Substantiven, Verben und Substantiven sowie zwischen Substantiven in ihren jeweiligen Spektren dargestellt. Abschließend werden noch Kookkurrenzen zwischen Vornamen und die bzw. der mit dem Ziel der Bestimmung des zum Namen passenden Geschlechts betrachtet. In Abbildung 4.5 ist das Spektrum der Kookkurrenz (die,Kunst) dargestellt. Ein positiver Abstand zwischen (die,Kunst) bedeutet dabei, dass Kunst mit dem jeweiligen Abstand in rechter Nachbarschaft zu die steht. Ein Abstand von 1 bedeutet, dass auf die unmittelbar Kunst folgt. Abbildung 4.5 9000
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6000 5000 4000 3000 2000 1000 0 -50 -40 -30 -20 -10 0 10 20 30 40 50 Abstand zwischen den beiden W¨ortern einer Kookkurrenz Abbildung 4.5: Spektrum der Kookkurrenz (die,Kunst) zeigt, dass Kunst mit einem Abstand von 1 bis 4 auf die auff¨allig folgt. Hierbei steht die Kookkurrenz (die,Kunst) in einer Artikel -Substantiv -Beziehung. Weiterhin gibt es eine Peak bei einem Abstand von −2. Dies stellt eine Relativpronomen-Substantiv -Beziehung dar. Ein solches Spektrum l¨aßt sich signifikant auch bei anderen Substantiven reproduzieren. Da beispielsweise die und der zwei W¨orter sind, die in einem deutschen Korpus sowohl als Artikel als auch als Relativpronomen benutzt werden k¨onnen, werden, durch W¨orter wie diese, Kookkurrenzen gez¨ahlt, deren Kookkurrenzfrequenz h¨oher als die minimale Wortfrequenz der beiden W¨orter ist. 69



Abbildung 4.5 zeigt, dass beispielsweise jedes Auftreten der Kookkurrenz (die,Kunst) gar nicht gez¨ahlt werden muss, da die syntaktische Struktur eines Satzes nur die beiden eben beschriebenen M¨oglichkeiten zul¨asst. Um auf diese Weise eine Distinktion der W¨orter innerhalb des zu untersuchenden Fensters zu vermeiden, sei an dieser Stelle auf die M¨oglichkeit hingewiesen, dass f¨ ur solche Kookkurrenzen lediglich im Bereich [−3, 6] entsprechende Kookkurrenz -Tokens ber¨ ucksichtigt werden m¨ ussen. Tokens außerhalb dieses Bereichs k¨onnen mittels einer solchen ’Soft-Distinktion’ als Rauschen aus der Kookkurrenzfrequenz herausgefiltert werden. Abbildung 4.6 zeigt das Spektrum der Kookkurrenz (die,Uhr). Es ist deutlich zu sehen, dass bei jedem Abstand diese Kookkurrenz deutlich unter der Erwartung zur¨ uckbleibt (gestrichelte Linie). Dies liegt daran, dass es zwei verschiedene Bedeutungen von Uhr gibt. Einerseits kann der physische Zeitmesser damit gemeint sein. In diesem Zusammenhang wird der Artikel die benutzt. Andererseits kann Uhr auch als Zeitangabe wie beispielsweise 20 Uhr benutzt werden. In diesem Zusammenhang wird der Artikel die nicht benutzt. Da letztere Bedeutung o¨fter im Korpus benutzt wird, geht erstere im Spektrum unter. 14000
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10000 8000 6000 4000 2000 0 -20 -15 -10 -5 0 5 10 15 20 Abstand zwischen den beiden W¨ortern einer Kookkurrenz Abbildung 4.6: Spektrum der Kookkurrenz (die,Uhr) Bei einer Aufspaltung der Wortfrequenz von Uhr auf die beiden Kontexte, w¨ urde die Erwartung dieser Kookkurrenz gesenkt werden und somit wieder das Verhalten aus Abbildung 4.5 sichtbar werden. Selbst bei einer 70



gleichm¨aßigen Aufteilung der Wortfrequenz von Uhr auf die beiden Bedeutungen w¨ urde die erwartete Frequenz auf etwa 6.500 fallen. Dann w¨are die Kookkurrenz (die,Uhr) in den Abst¨anden −2 und 1 signifikant. Substantive sind bedeutungstragende Elemente eines Satzes. Daher wurde u uft, inwiefern sich das Spektrum einer Kookkurrenz zwischen Substan¨berpr¨ tiven zu Kookkurrenzen anderer Wortarten unterscheidet. Im Gegensatz zum Spektrum der Kookkurrenz (die,Uhr) ist das Spektrum der signifikanten Abst¨ande der Kookkurrenz (Ausstellung,Uhr) deutlich gr¨oßer (vgl. Abbildung 4.7). Bei anderen Kookkurrenzen zwischen Substantiven ist ein ¨ahnlich breites Spektrum bez¨ uglich der Distanz zu beobachten. 600
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400 300 200 100 0 -20 -10 0 10 20 30 40 Abstand zwischen den beiden W¨ortern einer Kookkurrenz Abbildung 4.7: Spektrum der Kookkurrenz (Ausstellung,Uhr) Abbildung 4.7 zeigt, dass die Kookkurrenz zwischen zwei Substantiven nicht symmetrisch ist. So gilt bei der Kookkurrenz (Ausstellung,Uhr), dass Uhr vorzugsweise in einem Abstand von 3 bis 30 nach Ausstellung folgt und Uhr nur in einem Abstand von −10 bis −2 vor Ausstellung auftritt. Die Gr¨ unde daf¨ ur liegen in der deutschen Satzstruktur. Dabei treten Ausstellung und Uhr in unterschiedlichen Satzteilen auf. W¨ahrend Ausstellung bevorzugt im Subjekt eines solchen Satzes steht, kann Uhr vorwiegend im Objekt bzw. im darauf folgenden Relativsatz beobachtet werden. Schließlich k¨onnen dadurch auch die relativ hohen Abst¨ande zwischen diesen beiden W¨ortern begr¨ undet werden. Ein geeignetes Pr¨adikat f¨ ur diese Kookkurrenz ist beispielsweise beginnt. 71



Das Spektrum einer Kookkurrenz wie (beginnt,Uhr) zwischen einem Verb und einem Substantiv ist in Abbildung 4.8 dargestellt. F¨ ur diese spezielle Kookkurrenz zeigt sich, dass Uhr tendenziell h¨aufiger rechts vom Verb beginnt innerhalb eines Satzes beobachtet werden kann. Wird das Wort Uhr links von beginnt beobachtet, dann geschieht dies haupts¨achlich unmittelbar nebeneinander. Genau wie bei Kookkurrenzen zwischen Substantiven ist auch bei Verb-Substantiv -Kookkurrenzen der Satzbau im Deutschen deutlich sp¨ urbar. 4000



P (nab ) = P (na ) ∗ P (nb )



3500



Frequenz



3000 2500 2000 1500 1000 500 0 -15 -10 -5 0 5 10 15 20 Abstand zwischen den beiden W¨ortern einer Kookkurrenz Abbildung 4.8: Spektrum der Kookkurrenz (beginnt,Uhr) Bei Kookkurrenzen zwischen einem Adjektiv und einem Substantiv ist zu erwarten, dass das Adjektiv in einem relativ kleinen Fenster vor dem Substantiv beobachtet werden kann. F¨ ur eine Kookkurrenz (alter,Mann) ist das Spektrum in Abbildung 4.9 dargestellt. Abbildung 4.9 zeigt, dass die Kookkurrenz (alter,Mann) in den Abst¨anden 1 und 3 signifikant u ¨ber der Erwartung beobachtet werden konnte. Hingegen konnte alter in keinem Abstand rechts von Mann beobachtet werden. Auch bei diesem Beispiel wird deutlich, dass die Satzstruktur der deutschen Sprache genau dies erwarten ließ. Bisher wurden Spektren zwischen speziellen Wortklassen vorgestellt. Der letzte Teil dieses Kapitels besch¨aftigt sich mit Vornamen. Im Rahmen der Evaluierungen zu diesem Kapitel konnte beobachtet werden, dass sich auch f¨ ur Vornamen spezifische Profile ergeben. 72
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1 -30 -20 -10 0 10 20 30 40 -40 Abstand zwischen den beiden W¨ortern einer Kookkurrenz Abbildung 4.9: Spektrum der Kookkurrenz (alter,Mann) - logarithmisch skaliert Um das Geschlecht eines Namens festzustellen dient einerseits der Artikel und andererseits das Relativpronomen. Dies gestaltet sich aber insofern als kritisch, als dass der weibliche Artikel im Genitiv und Dativ ebenfalls der ist. Im Rahmen dieser Evaluierungen werden nachfolgend beispielhaft die Spektren der beiden Namen Katrin und Karsten dargestellt. Dabei wurde sich auf die beiden Artikeln der und die beschr¨ankt. Die Abbildungen 4.10 und 4.11 zeigen die Spektren eines weiblichen (Katrin) bzw. eines m¨annlichen (Karsten) Namens mit dem jeweiligen Artikel bzw. Relativpronomen. Aus beide Grafiken k¨onnen zwei signifikante Eigenschaften entnommen werden. Erstens gibt es drei Abst¨ande (−3, 2 und 3), in denen der Vorname mit die bzw. der signifikant u ¨ber der Erwartung beobachtet werden kann. Die positiven Abst¨ande entsprechen dabei dem Artikel, der sich auf ein Substantiv wie Weltmeisterin oder Weltmeister, der dem Vornamen vorgeschaltet ist, bezieht. Der Abstand −3 entspricht dem dazugeh¨origen Relativpronomen. Ein Abstand von −3 heißt, dass zwei andere W¨orter zwischen den beiden W¨ortern einer Kookkurrenz stehen. Bei Vornamen sind dies im Konkreten der Nachname sowie das Komma vor dem Relativpronomen. Daher ist auch ein Abstand von −3 logisch nachvollziehbar. Zweitens ist in beiden F¨allen der Peak des Relativpronomens deutlich h¨oher als der Peak des Artikels. Dieses signifikante Pattern l¨aßt sich u ¨ber große Teile einer Namensliste beobachten. 73
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300 250 200 150 100 50 0 -10 0 10 20 30 40 -40 -30 -20 Abstand zwischen den beiden W¨ortern einer Kookkurrenz Abbildung 4.11: Spektrum der Kookkurrenz (der,Karsten) In den Abbildungen 4.12 und 4.13 sind die Spektren der Kookkurrenzen zwischen einem Vornamen mit dem Artikel des jeweils anderen Geschlechtes dargestellt. 74



Beiden Abbildungen zeigen nicht mehr die signifikanten Peaks aus den Abbildungen 4.10 und 4.11 und deren Verh¨altnis zueinander. Aus Abbildung 4.12 ist ersichtlich, dass nur ein Peak beim Abstand von 3 signifikant u ¨ber der Erwartung beobachtet werden kann. Der Grund daf¨ ur liegt im Genitiv und Dativ eines weiblichen Substantives. 180
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120 100 80 60 40 20 0 -40 -30 -20 -10 0 10 20 30 40 Abstand zwischen den beiden W¨ortern einer Kookkurrenz Abbildung 4.12: Spektrum der Kookkurrenz (der,Katrin) Im Gegensatz zu Abbildung 4.12 kann bei einem m¨annlichen Vornamen mit dem Artikel die in keinem Abstand eine signifikante Kookkurrenz beobachtet werden. Unber¨ ucksichtigt bleibt an dieser Stelle das Verhalten bei Vornamen, die sowohl M¨anner- als auch Frauennamen sein k¨onnen bzw. Namen wie Paris und San Diego, die St¨adtenamen entsprechen. Eine systematische Untersuchung ist jedoch nicht Bestandteil dieser Arbeit und wird Gegenstand weiteren Forschungsinteresses sein.



4.1.3



Semantische Relationen in unterschiedlichen Abst¨ anden



In Kapitel 4 wurden bisher einige Spektren zwischen ausgew¨ahlten Kookkurrenzen vorgestellt. In diesem Unterkapitel sollen die signifikanten Kookkurrenzen bei einem bestimmten Abstand bez¨ uglich semantischer Relationen (siehe Kapitel 1.3) n¨aher untersucht werden. 75
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120 100 80 60 40 20 0 -40 -30 -20 -10 0 10 20 30 40 Abstand zwischen den beiden W¨ortern einer Kookkurrenz Abbildung 4.13: Spektrum der Kookkurrenz (die,Karsten) F¨ ur diese Berechnungen wurde der eingangs des Kapitels vorgestellte Korpus de mit 35,7 Millionnen S¨atzen benutzt. Es wurden Satzkookkurrenzen in ihrem jeweiligen Abstand gez¨ahlt. Anschließend wurden die signifikanten Kookkurrenzen eines Abstandes in einer Datei gespeichert. Auf diese Weise sind 238 Dateien entstanden. Im Rahmen dieser Arbeit werden lediglich die Ergebnisse der Abst¨ande −20 bis 20 vorgestellt. Als Signifikanzmaß wurde die Local Mutual Information aus Kapitel 3 mit einem Schwellwert von 3 benutzt. Es wurde bei der Berechnung keine Distinktion gemacht, da dies durch die spektrale Zerlegung nicht notwendig ist. Somit ist nab die Anzahl des gemeinsamen Auftretens zweier W¨orter in einem bestimmten Abstand. na und nb entsprechen den Wortfrequenzen der beiden W¨orter im Korpus. Die Anzahl der Versuche n wurde aus der stochastischen Unabh¨angigkeit abgeleitet ( siehe Formel 4.2). Jede Datei, die auf diese Weise entstanden ist und die die entsprechenden signifikanten Kookkurrenzen in einem bestimmen Abstand beinhaltet, wurde im letzten Schritt mit einer Datenbank von annotierten Kookkurrenzen abgeglichen (vgl. [SBW05]). Diese Datenbank ist Teil des Wortschatzprojektes (vgl. [Qua98]) und wurde in einem Zeitfenster von zwei Jahren manuell annotiert. Annotiert wurde dabei die semantische Relation, die f¨ ur die Kookkurrenz gilt. Beispielsweise wurde f¨ ur eine Kookkurrenz (T-Shirt,Hemd) die



76



semantische Relation N N Kohyponym annotiert. Zur Evaluierung wurden die zehn signifikantesten Kookkurrenzen pro Wort benutzt. Als Evaluierungsmaß wurde eine f¨ ur diese Zwecke modifizierte Version der Mean Average Precision aus Formel 4.3 benutzt (vgl. [Wik05]). Pn i=1 P (r) ∗ rel(r) (4.3) M AP = Anzahl relevanter Dokumente r repr¨asentiert den Rang der Kookkurrenz. rel(r) ist eine bin¨are Funktion, die u ¨ber die Relevanz der Kookkurrenz im Rang r entscheidet. P (r) berechnet die Precision. Durch die Mean Average Precision ist das Ranking der Kookkurrenzen von Bedeutung. Sind beispielsweise die ersten drei Kookkurrenzen relevant, ergibt sich aus Formel 4.3 1 1



+ 22 + 33 =1 (4.4) 3 Sind jedoch die drei relevanten Kookkurrenzen auf den R¨angen 8, 9 und 10, ergibt sich eine Mean Average Precision von M AP =



1 8



233 3 + 29 + 10 233 M AP = = 360 = = 0, 2157 (4.5) 3 3 1080 Der Wert des Signifikanzmaßes f¨ ur eine Kookkurrenz wird letzlich nur f¨ ur das Ranking benutzt und spielt weiterf¨ uhrend keine Rolle mehr. Im Folgenden werden die Ergebnisse f¨ ur syntagmatische, paradigmatische, hierarchisch-paradigmatische Relationen sowie von Derivaten vorgestellt. Im Anhang A sind die ausf¨ uhrlichen Ergebnisse f¨ ur die Abst¨ande −20 bis 20 abgebildet. Neben den hier behandelten Relationen werden im Anhang A die Ergebnisse von 31 semantischen Relationen dargestellt, die unter anderem f¨ ur die Berechnung von syntagmatischen, paradigmatischen, hierarchischparadigmatischen Relationen sowie von Derivaten notwendig gewesen sind. Aus Komplexit¨atsgr¨ unden wurde auf das Darstellen dieser Ergebnisse weitestgehend verzichtet. Da sie aber einmal berechnet sind, k¨onnen sie als Grundlage f¨ ur andere Arbeiten dienen. Abbildung 4.2 zeigt die Verteilung der signifikanten Kookkurrenzen im jeweiligen Abstand. Bei einem Abstand von −15 bis 15 existieren teilweise deutlich mehr als eine Million signifikante Kookkurrenzen pro Abstand. In der oben beschriebenen Annotationsdatenbank existieren jedoch nur 414.878 Zuordnungen zwischen einer Kookkurrenz und der korrespondierenden semantischen Relation. Es sei daher darauf hingewiesen, dass es sehr viele Kookkurrenzen gibt, die zwar signifikant h¨aufig aufgetreten sind und denen damit ein semantischer Zusammenhang unterstellt wird, die aber nicht in
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der Datenbank annotiert sind und f¨ ur die Betrachtungen ignoriert werden. Sie sind aber deswegen keineswegs wertlos. 0.045
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0.04 0.035 0.03 0.025 0.02 0.015 0.01 0.005 0 -20 -15 -10 -5 0 5 10 15 20 Abstand zwischen den beiden W¨ortern einer Kookkurrenz Abbildung 4.14: Verteilung der Summe aller semantischen Relationen u ¨ber ihre Abst¨ande Abbildung 4.14 zeigt die Verteilung der Summe aller semantischen Relationen u ¨ber dem Spektrum des Abstandes. Der y-Wert entspricht der Mean Average Precision. Der Plot zeigt einerseits, dass mit gr¨oßer werdendem Abstand weniger semantische Relationen bzw. semantische Relationen, die auf einen niedrigeren Rang gesetzt worden sind, gefunden werden k¨onnen. Andererseits zeigt der Plot auch, dass die Mean Average Precision f¨ ur Kookkurrenzen in rechter Nachbarschaft tendenziell h¨oher ist als f¨ ur Kookkurrenzen in linker Nachbarschaft. In den Abst¨anden −1 und 1 k¨onnen in beiden F¨allen etwas mehr als 20.000 Kookkurrenzen in der Annotationsdatenbank gefunden werden. Mit zunehmenden Abst¨anden zwischen den beiden W¨ortern nimmt diese Zahl deutlich ab, so dass bei den Abst¨anden −20 und 20 nur noch etwas mehr als 4.000 Kookkurrenzen in der Datenbank gefunden werden. Eine Differenzierung der Abbildung 4.14 ist in Abbildung 4.15 dargestellt. Hierbei wurde aus der Verteilung der Summe aller Relationen die syntagmatische, paradigmatische und hierarchisch-paradigmatische Relation separat betrachtet. Abbildung 4.15 zeigt, dass einerseits f¨ ur die drei Relationen die Mean Average Precision mit steigender Entfernung der beiden W¨orter abnimmt. 78
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0 -20 -15 -10 -5 0 5 10 15 20 Abstand zwischen den beiden W¨ortern einer Kookkurrenz Abbildung 4.15: Verteilung der syntagmatischen, paradigmatischen und hierarchisch-paradigmatischen Relation Andererseits ist ersichtlich, dass die syntagmatische Relation gegen¨ uber der paradigmatischen Relation in den Abst¨anden −1 und 1 eine zehnfach h¨ohere Mean Average Precision hat (vgl. Anhang A, Tabelle A.1). Dies l¨aßt sich f¨ ur den Abstand 1 beispielsweise auf Adjektiv-Substantiv -Konstruktionen (vgl. A N typische Eigenschaft aus Tabelle A.1) zur¨ uckf¨ uhren. W¨ahrend f¨ ur solche Konstruktionen im Abstand 1 2184 Kookkurrenzen in der Annotationsdatenbank bekannt sind, k¨onnen bei einem Abstand von 2 nur noch 417 und bei einem Abstand von 5 nur noch 290 Kookkurrenzen in der Datenbank gefunden werden. Die paradigmatische Relation hingegen hat in den Abst¨anden −1 und 1 eine sehr kleine Mean Average Precision, die allerdings bereits in den Abst¨anden −2 und 2 ihre h¨ochsten Peaks erreicht. Ausschlaggebend f¨ ur diesen Anstieg sind vor allem die Kohyponyme und Gegenteil -Beziehungen zwischen Substantiven. Besonders die Kohyponyme zwischen Substantiven sind der Grund daf¨ ur, dass die paradigmatische Relation auch u ¨ber gr¨oßere Abst¨ande hinweg die Relation mit der h¨ochsten Mean Average Precision ist. Eine weitere Beobachtung aus Abbildung 4.15 kann f¨ ur die paradigmatische Relation gemacht werden. In kleineren Abst¨anden besitzt der Graph deutlich mehr Peaks als die beiden anderen Relationen. Diese Beobachtung kann auf Aufz¨ahlungen zur¨ uckgef¨ uhrt werden. Dabei entsprechen die Peaks
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den W¨ortern und die T¨aler“ den Kommas aus der Aufz¨ahlung. ” Als letzte Relation in diesem Kapitel sollen die Derivate betrachtet werden. In Abbildung 4.16 ist das Spektrum der Relation Derivate dargestellt. Entgegen der syntagmatischen, paradigmatischen und hierarchisch-paradigmatischen Relation nimmt die Mean Average Precision f¨ ur die Relation Derivate bis zu den Abst¨anden −7 und 7 zu und bleibt bis zu einem Abstand von etwa −18 und 17 auf einem hohen Niveau. Erst danach f¨allt die Mean Average Precision wieder leicht ab. Es sei allerdings daraufhingewiesen, dass die Relation Derivate die kleinste Mean Average Precision besitzt und damit die schw¨achste der hier vorgestellten Relationen ist. Derivat
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0 -20 -15 -10 -5 0 5 10 15 20 Abstand zwischen den beiden W¨ortern einer Kookkurrenz Abbildung 4.16: Verteilung von Derivaten



4.2



Signifikanzen in Abh¨ angigkeit vom Abstand



Bei den bisherigen Betrachtungen konnten zwei Probleme identifziert werden. Einerseits sind Kookkurrenzen zwischen seltenen W¨orter, die nur einmal beobachtet werden k¨onnen, bereits signifikant. Der Grund daf¨ ur liegt in der stochastischen Unab¨angigkeit. Andererseits konnte im Abschnitt 3.2 gezeigt werden, dass auch zwischen hochfrequenten W¨ortern Kookkurrenzen
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als signifikant angesehen werden, die aber selbst bei einem zuf¨alligen Korpus signifikant gewesen w¨aren. An dieser Stelle soll die Automatische Sprachverarbeitung einmal kurz verlassen werden. Unser Sonnensystem besteht aus einer Sonne sowie verschiedenen Planeten und deren Monde. Zwischen diesen Planeten herrschen Anziehungskr¨afte, die auch als Gravitationskr¨afte (siehe Formel 4.6) bezeichnet werden. Die Gravitationskraft h¨angt dabei von den Massen der zweier Planeten und deren Abstand ab. So k¨onnen zwei massereiche Planeten (in der ASV beispielsweise zwei Substantive) deutlich weiter von einander entfernt sein als zwei massearme Planeten. K steht dabei f¨ ur eine Gravitationskonstante, die nachfolgend nicht weiter von Bedeutung ist. m1 ∗ m2 (4.6) r2 Bezogen auf die bisherigen Signifikanzmaße w¨ urde dies bedeuten, dass 2 lediglich die beiden Massen“ von Interesse sind. Der Vergleich zwischen ” Gravitation und Signifikanz ist deswegen sinnvoll, da beide messen, wie stark eine Anziehung“ zwischen zwei Objekten ist. ” Wird das Signifikanzmaß als das Produkt der beiden Massen aus Formel 4.6 aufgefaßt, dann kann die Formel 4.7 abgeleitet werden. Dies ist nat¨ urlich keine wissenschaftliche Ableitung. Vielmehr soll es eine Motivation bzw. eine Gedankenskizze sein, um Signifikanzen von Kookkurrrenzen auf Basis deren Abst¨ande zu berechnen. FG (m1 , m2 , r) = −K



sig LM I,dist =



sigLM I r2



(4.7)



Da es in der Automatischen Sprachverarbeitung verschiedene Problemstellungen, wie Synonyme oder Kohyponyme, gibt, ist es nicht sinnvoll einen gr¨oßeren Abstand mit r2 zu bestrafen“, da aufgrund der Satzstruktur ggf. ” semantische Zusammenh¨ange erst in gr¨oßeren Abst¨anden auftreten (vgl. Kapitel 4.1.3). Deswegen soll r2 durch eine Abstandsfunktion f (r) mit dem Abstand r ersetzt werden. sig LM I,dist =



sigLM I f (r)



(4.8)



Im Rahmen dieser Arbeit konnte gezeigt werden, dass das Spektrum f¨ ur verschiedene Kookkurrenzen gleicher Art ¨ahnlich ist. Auf Basis dieser Informationen lassen sich f¨ ur f (r) verschiedene Filterfunktionen konstruieren, die in einem bestimmten Abstandsbereich Kookkurrenzen durchlassen und 2



Dies k¨ onnte im trivialsten Fall die Frequenz eines Wortes sein. Idealerweise sollte hier eher eine semantische Masse“ darunter verstanden werden. ”
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in den entsprechend anderen Abst¨anden die Kookkurrenzen herausgefiltert werden. Im Sinne des significance by semantic relation aus Kapitel 3.3 kann beispielsweise eine Kookkurrenz (abciger,Fußball) als signifikant erachtet werden, wenn diese Kookkurrenz mit einem Abstand von 1 auftritt und abciger ein bisher neues Wort ist. iger deutet auf ein Adjektiv hin und aus Abbildung 4.15 ist bekannt, dass bei diesem Abstand vorrangig syntagmatische Relationen wie A N typische Eigenschaft beobachtet werden k¨onnen. Eine weitere interessante Abstandsfunktion ist die Varianz der Abst¨ande einer Kookkurrenz. Es konnte bereits gezeigt werden, dass f¨ ur verschiedene semantische Relationen unterschiedlich große Abst¨ande zwischen den W¨ortern gemessen werden konnten. Um aber alle Kookkurrenzen zu exportieren, die in einer beliebigen semantischen Relation stehen, sollte ein allgemeiner Formalismus benutzt werden, anstelle mit jeweiligen Abstandsfunktionen f¨ ur jede semantische Relation die Signifikanz separat zu berechnen. Dazu kann die Varianz benutzt werden. Dabei bezieht sich die Varianz auf die unterschiedlichen Abst¨ande, in welchen eine Kookkurrenz aufgetreten ist. Tritt eine Kookkurrenz mit den Abst¨anden 3, 4 und 5 auf, so wird die Varianz sehr klein sein. Kookkurrenzen, die jedoch mit Abst¨anden von 1-20 nahezu komplett aufgetreten sind, haben eine sehr hohe Varianz. Das Problem beim Benutzen der Varianz ist jedoch, dass die meisten Kookkurrenzen ein sehr großes Spektrum haben, so dass teilweise die hohen Signifikanzen durch eine sehr hohe Varianz auf Werte unter 1 herunter gerechnet werden. Dann ist das Verhalten ¨ahnlich der Mutual Information. Nach einigen Tests scheint es daher sinnvoller zu sein, die Anzahl der Abst¨ande zu z¨ahlen, f¨ ur die die Beobachtung einer Kookkurrenz u ¨ber der Erwartung und in einer zweiten Zahl die Anzahl der Abst¨ande, f¨ ur die die Beobachtung unter der Erwartung geblieben ist. Daraus ergeben sich dann beliebige Funktionen f (r) wie beispielsweise der Quotient beider Zahlen.



4.3



Zusammenfassung



In diesem Kapitel konnte gezeigt, werden, dass eine Spektralanalyse von Kookkurrenzen einerseits machbar und andererseits auch wertvolle Ergebnisse liefert. Bei einer Spektralanalyse wie beispielsweise dem Spektrum der Distanz wird eine Kookkurrenz zerlegt. So werden aus rund 1,5 Mrd. Kookkurrenzen vor der Spektralanalyse etwa 3,4 Mrd. nach einer Zerlegung. Als Ergebnis kann festgehalten werden, dass eine Kombinationen von Kookkurrenzen mit Strukturinformationen aus dem Satz spezialisiertere Ergebnisse liefert. Bei der herk¨ommlichen Kookkurrenzanalyse wird das Auftreten einer Kookkurrenz in einem vorher definierten Fenster gez¨ahlt. Dabei 82



ist die Wahl der Fenstergr¨oße entscheidend f¨ ur das Ergebnis. Die Spektralanalyse von Kookkurrenzen hat dies best¨atigt. Vielmehr bietet sie aber die M¨oglichkeit an, dass bestimmte Frequenzteile als Rauschen herausgefiltert werden k¨onnen. Dadurch besteht die M¨oglichkeit Kookkurrenzen in den Abst¨anden zu untersuchen, die einer gegebenen Forschungsfrage entsprechen. So konnte beispielsweise gezeigt werden, dass Adjektiv -Substantiv Verbindungen nur in einem sehr kleinen Fenster beobachtet werden k¨onnen. Andererseits zeigt sich auch, dass Kookkurrenzen zwischen Substantiven auch in gr¨oßeren Fenstern beobachtet werden k¨onnen. An dieser Stelle wird der Nutzen der Spektralanalyse sichtbar. W¨ahrend bei der Berechnung von Satzkookkurrenzen bisher alle m¨oglichen Wortkombinationen gez¨ahlt werden, zeigt sich deutlich, dass dies gar nicht sinnvoll ist. Kookkurrenzen, deren W¨orter keine Substantive sind und die im Satz eine hinreichend großen Abstand besitzen, brauchen demnach gar nicht gez¨ahlt werden. Mit Ausnahme der Derivate. In Kapitel 3 sind einige Signifikanzmaße vorgestellt worden. Diese Maße k¨onnen jedoch nicht mit Abst¨anden umgehen. Im Rahmen dieses Kapitels konnte gezeigt werden, dass eine Kombination dieser Maße mit einer Abstandsfunktion eine Verbesserung beim Extrahieren von signifikanten Kookkurrenzen darstellt. Dabei steht nicht mehr nur die statistische Auff¨alligkeit im Vordergrund, sondern auch die Syntax eines Satzes.
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Kapitel 5 Zusammenfassung Diese Arbeit besteht aus drei relevanten Teilen. In Kapitel 2 wird gezeigt, wie das Z¨ahlen von Kookkurrenzen effektiv gestaltet werden kann. Probleme hierbei stellt die Zipfverteilung der Kookkurrenzen dar, da die Hashfunktion diese starke Ungleichverteilung ausgleichen muß. Als ein Maß f¨ ur diesen Ausgleich wird in Kapitel 2 der Avalanche-Effekt definiert und diverse Hashfunktionen bez¨ uglich zipfverteilter Daten untersucht. Dabei haben vor allem die Algorithmen, die aus der Kryptologie stammen, sehr gute Ergebnisse geliefert. Andererseits hat sich gezeigt, dass der CRC32 -Algorithmus sehr schnell und somit die Wahl auf ihn gefallen ist. Es wird weiterhin gezeigt, dass das Benutzen eines speziellen ModuloOperators wesentlich effektiver ist als der Standardalgorithmus der Programmiersprache Java. Dadurch konnte der Durchsatz in S¨atzen/Minuten um etwa 20% erh¨oht werden. Abschließend wird gezeigt, dass sich bei einem geeigneten Verh¨altnis von perfektem und offenem Hashing einerseits die Verarbeitungsgeschwindigkeit verbessert und andererseits die Anzahl der im Speicher gez¨ahlten Kookkurrenzen erh¨oht wird. Im n¨achsten relevanten Kapitel werden verschiedene Signifikanzmaße auf deren signifikantesten und unsignifikantesten Kookkurrenzen untersucht. Dabei wird festgestellt, dass die Local Mutual Information, das Log-Likelihood Ratio und das Poisson-Maß f¨ ur die signifikant h¨aufigen Kookkurrenzen das Gleiche berechnen. Bei den signifikant seltenen Kookkurrenzen hingegen unterscheiden sich die Ergebnisse des Log-Likelihood -Ratio von den beiden anderen Maßen deutlich. Im letzten Kapitel wird gezeigt, dass das Berechnen von spektral zerlegten Kookkurrenzen aus mehreren Gr¨ unden sinnvoll ist. Einerseits er¨ ubrigt sich dabei die Diskussion einer Distinktion der W¨orter innerhalb eines Satzfensters, da durch das spektrale Z¨ahlen m¨ogliche Probleme vollst¨andig 84



vermieden werden k¨onnen. Andererseits wird gezeigt, dass sich bestimmte semantische Relationen in verschiedenen Abst¨anden bevorzugt wiederfinden. Beispielsweise sind im Abstand −1 und 1 die syntagmatischen Relationen die h¨aufigsten Beziehungen zwischen zwei W¨ortern. Bei Abst¨anden von kleiner −2 und gr¨oßer 2 ist die paradigmatische Relation dominierend. Weiterhin wird gezeigt, dass die Relation der Derivate mit zunehmendem Abstand st¨arker ausgepr¨agt ist und erst bei Abst¨anden von fast 20 wieder abschw¨acht. Die im Rahmen dieser Arbeit vorgestellten Ergebnisse sind nur ein Anfang in der spektralen Kookkurrenzanalyse. Einerseits geben die vorgestellten Spektren nur einen ersten Eindruck von dem, wozu sie genutzt werden koennen. Andererseits ergeben sich auch neue Aufgaben wie die spektrale Kookkurrenzanalyse eines Part-Of-Speech getaggten Korpus, auf welchem Kookkurrenzen zwischen POS-Tags berechnet werden k¨onnen. Hierbei stehen schließlich die Spektren verschiedener Kookkurrenzen zwischen POS-Tags im Mittelpunkt. Gegebenenfalls kann daraus sogar ein neuer Ansatz des PartOf-Speech-Taggings abgeleitet werden. Auf jeden Fall ist jedoch zu erwarten, dass die Ergebnisse zur Verbesserung bestehender POS-Tagger bzw. f¨ ur die automatische Generierung von nat¨ urlich-sprachlichen Texten genutzt werden k¨onnen.
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Anhang A Spektrale Zerlegungen von semantischen Relationen Dieser Anhang stellt die Daten verschiedener semantischer Relationen nach einer spektralen Kookkurrenzanalyse zur Verf¨ ugung. Dabei wird in insgesamt 20 Tabellen je der positive sowie der negative Abstand in einer Tabelle dargestellt. Insgesamt werden die Ergebnisse aus den Abst¨anden -20 bis 20 f¨ ur ausgew¨ahlte Relationen abgebildet. Die Ergebnisse basieren auf dem de-Korpus aus dem Wortschatz -Projekt (vgl. [Qua98]). Dieser Korpus besteht aus 35,7 Millionen deutschen S¨atzen. Die Kookkurrenzen wurden mit der h¨ochstm¨oglichen Aufl¨osung der spektralen Zerlegung gez¨ahlt. Dies bedeutet, dass die Kookkurrenzen in jedem Abstand separat gez¨ahlt worden sind.
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Relation A A Gegenteil A A Kohyponym A A Synonym A N typische Eigenschaft A V typische Eigenschaft N N Beruf zu N N Chef von N N Eigenname zu N N Gegenteil N N Grund von N N hat Aggregat N N hat Beruf N N hat Chef N N hat Teil/hat Material N N hat typischen Ort N N Kohyponym N N Oberbegriff N N Synonym N N Teil von/Material von N N typischer Ort f¨ ur N N Unterbegriff N V typisches Objekt/Instrument von N V typisches Subjekt von V A hat typische Eigenschaft V N hat typisches Objekt/Instrument V N typische T¨ atigkeit V N typische T¨ atigkeit f¨ ur Ort V V Gegenteil V V Kohyponym V V Synonym syntagmatic paradigmatic hierarch.paradigmatic derivation other total



Abstand=-1 0,0001 (5 ) 0,0008 (331 ) 0,0001 (11 ) 0,0007 (148 ) 0,0002 (64 ) 0,0000 (2 ) 0,0000 (3 ) 0,0030 (295 ) 0,0001 (5 ) 0,0000 (1 ) 0,0000 (3 ) 0,0003 (19 ) 0,0000 (6 ) 0,0000 (8 ) 0,0002 (39 ) 0,0023 (876 ) 0,0000 (22 ) 0,0007 (41 ) 0,0002 (12 ) 0,0003 (42 ) 0,0036 (339 ) 0,0014 (317 ) 0,0008 (111 ) 0,0014 (197 ) 0,0054 (2253 ) 0,0025 (656 ) 0,0006 (103 ) 0,0000 (1 ) 0,0001 (41 ) 0,0000 (0 ) 0,0202 (5993 ) 0,0039 (1362 ) 0,0044 (571 ) 0,0000 (8 ) 0,0041 (416 ) 0,0261 (8138 )



Abstand=1 0,0000 (5 ) 0,0005 (348 ) 0,0000 (13 ) 0,0114 (2184 ) 0,0010 (217 ) 0,0001 (19 ) 0,0000 (6 ) 0,0005 (87 ) 0,0000 (5 ) 0,0000 (4 ) 0,0000 (1 ) 0,0000 (2 ) 0,0000 (3 ) 0,0001 (12 ) 0,0004 (42 ) 0,0014 (914 ) 0,0013 (342 ) 0,0003 (41 ) 0,0001 (11 ) 0,0002 (39 ) 0,0002 (22 ) 0,0102 (2408 ) 0,0029 (705 ) 0,0004 (67 ) 0,0007 (324 ) 0,0002 (113 ) 0,0000 (3 ) 0,0000 (1 ) 0,0001 (76 ) 0,0000 (1 ) 0,0249 (6339 ) 0,0024 (1456 ) 0,0018 (586 ) 0,0000 (9 ) 0,0020 (420 ) 0,0220 (8589 )



Tabelle A.1: Semant. Relationen im Abstand -1 und 1
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Relation A A Gegenteil A A Kohyponym A A Synonym A N typische Eigenschaft A V typische Eigenschaft N N Beruf zu N N Chef von N N Eigenname zu N N Gegenteil N N Grund von N N hat Aggregat N N hat Beruf N N hat Chef N N hat Teil/hat Material N N hat typischen Ort N N Kohyponym N N Oberbegriff N N Synonym N N Teil von/Material von N N typischer Ort f¨ ur N N Unterbegriff N V typisches Objekt/Instrument von N V typisches Subjekt von V A hat typische Eigenschaft V N hat typisches Objekt/Instrument V N typische T¨ atigkeit V N typische T¨ atigkeit f¨ ur Ort V V Gegenteil V V Kohyponym V V Synonym syntagmatic paradigmatic hierarch.paradigmatic deriv other total



Abstand=-2 0,0017 (182 ) 0,0033 (1027 ) 0,0010 (155 ) 0,0005 (153 ) 0,0003 (77 ) 0,0002 (33 ) 0,0002 (51 ) 0,0010 (222 ) 0,0029 (312 ) 0,0007 (93 ) 0,0003 (52 ) 0,0003 (61 ) 0,0005 (69 ) 0,0016 (497 ) 0,0013 (240 ) 0,0246 (12510 ) 0,0012 (377 ) 0,0039 (544 ) 0,0011 (224 ) 0,0014 (515 ) 0,0028 (479 ) 0,0015 (654 ) 0,0010 (374 ) 0,0003 (90 ) 0,0017 (865 ) 0,0005 (152 ) 0,0002 (44 ) 0,0006 (72 ) 0,0019 (389 ) 0,0004 (47 ) 0,0074 (3562 ) 0,0347 (15166 ) 0,0064 (1902 ) 0,0001 (17 ) 0,0038 (803 ) 0,0418 (20932 )



Abstand=2 0,0011 (182 ) 0,0024 (1048 ) 0,0007 (155 ) 0,0016 (417 ) 0,0004 (95 ) 0,0003 (63 ) 0,0005 (71 ) 0,0003 (83 ) 0,0025 (319 ) 0,0005 (99 ) 0,0003 (44 ) 0,0002 (33 ) 0,0003 (55 ) 0,0012 (228 ) 0,0036 (567 ) 0,0252 (12743 ) 0,0015 (490 ) 0,0031 (550 ) 0,0034 (521 ) 0,0011 (249 ) 0,0021 (386 ) 0,0032 (888 ) 0,0006 (157 ) 0,0005 (78 ) 0,0014 (675 ) 0,0013 (386 ) 0,0001 (14 ) 0,0005 (72 ) 0,0015 (424 ) 0,0003 (47 ) 0,0115 (3708 ) 0,0317 (15460 ) 0,0069 (1953 ) 0,0001 (17 ) 0,0040 (822 ) 0,0410 (21422 )



Tabelle A.2: Semant. Relationen im Abstand -2 und 2
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Relation A A Gegenteil A A Kohyponym A A Synonym A N typische Eigenschaft A V typische Eigenschaft N N Beruf zu N N Chef von N N Eigenname zu N N Gegenteil N N Grund von N N hat Aggregat N N hat Beruf N N hat Chef N N hat Teil/hat Material N N hat typischen Ort N N Kohyponym N N Oberbegriff N N Synonym N N Teil von/Material von N N typischer Ort f¨ ur N N Unterbegriff N V typisches Objekt/Instrument von N V typisches Subjekt von V A hat typische Eigenschaft V N hat typisches Objekt/Instrument V N typische T¨ atigkeit V N typische T¨ atigkeit f¨ ur Ort V V Gegenteil V V Kohyponym V V Synonym syntagmatic paradigmatic hierarch.paradigmatic deriv other total



Abstand=-3 0,0013 (186 ) 0,0015 (509 ) 0,0003 (46 ) 0,0009 (246 ) 0,0003 (92 ) 0,0002 (65 ) 0,0002 (38 ) 0,0007 (179 ) 0,0020 (295 ) 0,0004 (65 ) 0,0003 (56 ) 0,0004 (86 ) 0,0004 (88 ) 0,0014 (465 ) 0,0019 (416 ) 0,0101 (6565 ) 0,0011 (530 ) 0,0016 (277 ) 0,0013 (270 ) 0,0018 (775 ) 0,0017 (334 ) 0,0017 (813 ) 0,0007 (284 ) 0,0002 (60 ) 0,0017 (980 ) 0,0009 (275 ) 0,0001 (38 ) 0,0003 (56 ) 0,0006 (158 ) 0,0001 (18 ) 0,0086 (4406 ) 0,0147 (8068 ) 0,0044 (1911 ) 0,0001 (29 ) 0,0034 (875 ) 0,0221 (14604 )



Abstand=3 0,0012 (186 ) 0,0012 (534 ) 0,0002 (48 ) 0,0020 (482 ) 0,0002 (62 ) 0,0004 (92 ) 0,0005 (92 ) 0,0008 (175 ) 0,0023 (303 ) 0,0005 (88 ) 0,0004 (63 ) 0,0004 (71 ) 0,0002 (41 ) 0,0011 (282 ) 0,0049 (877 ) 0,0116 (6950 ) 0,0012 (353 ) 0,0014 (292 ) 0,0032 (519 ) 0,0014 (427 ) 0,0032 (593 ) 0,0035 (997 ) 0,0011 (281 ) 0,0006 (93 ) 0,0020 (883 ) 0,0008 (319 ) 0,0003 (45 ) 0,0004 (56 ) 0,0005 (164 ) 0,0001 (18 ) 0,0136 (4696 ) 0,0153 (8509 ) 0,0069 (2065 ) 0,0002 (30 ) 0,0040 (924 ) 0,0276 (15485 )



Tabelle A.3: Semant. Relationen im Abstand -3 und 3
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Relation A A Gegenteil A A Kohyponym A A Synonym A N typische Eigenschaft A V typische Eigenschaft N N Beruf zu N N Chef von N N Eigenname zu N N Gegenteil N N Grund von N N hat Aggregat N N hat Beruf N N hat Chef N N hat Teil/hat Material N N hat typischen Ort N N Kohyponym N N Oberbegriff N N Synonym N N Teil von/Material von N N typischer Ort f¨ ur N N Unterbegriff N V typisches Objekt/Instrument von N V typisches Subjekt von V A hat typische Eigenschaft V N hat typisches Objekt/Instrument V N typische T¨ atigkeit V N typische T¨ atigkeit f¨ ur Ort V V Gegenteil V V Kohyponym V V Synonym syntagmatic paradigmatic hierarch.paradigmatic deriv other total



Abstand=-4 0,0014 (242 ) 0,0015 (719 ) 0,0003 (63 ) 0,0007 (249 ) 0,0002 (78 ) 0,0002 (53 ) 0,0002 (59 ) 0,0006 (153 ) 0,0019 (297 ) 0,0003 (66 ) 0,0003 (61 ) 0,0003 (86 ) 0,0003 (87 ) 0,0010 (377 ) 0,0018 (462 ) 0,0124 (10202 ) 0,0010 (550 ) 0,0013 (290 ) 0,0015 (336 ) 0,0011 (572 ) 0,0016 (384 ) 0,0014 (797 ) 0,0006 (250 ) 0,0003 (76 ) 0,0018 (1292 ) 0,0009 (326 ) 0,0002 (44 ) 0,0004 (80 ) 0,0007 (241 ) 0,0001 (29 ) 0,0070 (4408 ) 0,0168 (12142 ) 0,0040 (1939 ) 0,0002 (49 ) 0,0029 (891 ) 0,0219 (18704 )



Abstand=4 0,0017 (243 ) 0,0017 (742 ) 0,0003 (64 ) 0,0010 (308 ) 0,0004 (76 ) 0,0004 (89 ) 0,0005 (92 ) 0,0011 (201 ) 0,0023 (302 ) 0,0006 (96 ) 0,0003 (56 ) 0,0004 (56 ) 0,0004 (61 ) 0,0014 (348 ) 0,0033 (638 ) 0,0194 (10545 ) 0,0014 (392 ) 0,0014 (301 ) 0,0023 (412 ) 0,0019 (480 ) 0,0034 (588 ) 0,0053 (1317 ) 0,0014 (339 ) 0,0005 (80 ) 0,0019 (839 ) 0,0008 (277 ) 0,0003 (52 ) 0,0004 (80 ) 0,0007 (248 ) 0,0001 (29 ) 0,0133 (4626 ) 0,0241 (12530 ) 0,0069 (2048 ) 0,0003 (51 ) 0,0044 (934 ) 0,0358 (19417 )



Tabelle A.4: Semant. Relationen im Abstand -4 und 4
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Relation A A Gegenteil A A Kohyponym A A Synonym A N typische Eigenschaft A V typische Eigenschaft N N Beruf zu N N Chef von N N Eigenname zu N N Gegenteil N N Grund von N N hat Aggregat N N hat Beruf N N hat Chef N N hat Teil/hat Material N N hat typischen Ort N N Kohyponym N N Oberbegriff N N Synonym N N Teil von/Material von N N typischer Ort f¨ ur N N Unterbegriff N V typisches Objekt/Instrument von N V typisches Subjekt von V A hat typische Eigenschaft V N hat typisches Objekt/Instrument V N typische T¨ atigkeit V N typische T¨ atigkeit f¨ ur Ort V V Gegenteil V V Kohyponym V V Synonym syntagmatic paradigmatic hierarch.paradigmatic deriv other total



Abstand=-5 0,0011 (202 ) 0,0009 (500 ) 0,0002 (48 ) 0,0008 (270 ) 0,0002 (75 ) 0,0003 (73 ) 0,0001 (51 ) 0,0005 (139 ) 0,0018 (287 ) 0,0002 (67 ) 0,0002 (50 ) 0,0004 (114 ) 0,0003 (103 ) 0,0008 (373 ) 0,0017 (521 ) 0,0072 (6294 ) 0,0009 (522 ) 0,0012 (295 ) 0,0017 (379 ) 0,0011 (610 ) 0,0013 (322 ) 0,0014 (711 ) 0,0005 (245 ) 0,0002 (50 ) 0,0017 (1289 ) 0,0009 (350 ) 0,0001 (44 ) 0,0003 (83 ) 0,0005 (172 ) 0,0002 (32 ) 0,0068 (4420 ) 0,0106 (7896 ) 0,0034 (1916 ) 0,0003 (80 ) 0,0029 (943 ) 0,0158 (14501 )



Abstand=5 0,0014 (202 ) 0,0010 (522 ) 0,0002 (49 ) 0,0010 (290 ) 0,0003 (53 ) 0,0005 (120 ) 0,0006 (112 ) 0,0012 (201 ) 0,0026 (294 ) 0,0007 (106 ) 0,0004 (61 ) 0,0005 (77 ) 0,0003 (55 ) 0,0016 (384 ) 0,0040 (656 ) 0,0105 (6613 ) 0,0010 (328 ) 0,0015 (310 ) 0,0026 (399 ) 0,0019 (536 ) 0,0031 (553 ) 0,0051 (1333 ) 0,0013 (358 ) 0,0005 (76 ) 0,0016 (753 ) 0,0009 (268 ) 0,0003 (48 ) 0,0006 (84 ) 0,0005 (176 ) 0,0001 (32 ) 0,0132 (4621 ) 0,0144 (8263 ) 0,0067 (2002 ) 0,0004 (82 ) 0,0049 (986 ) 0,0269 (15159 )



Tabelle A.5: Semant. Relationen im Abstand -5 und 5
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Relation A A Gegenteil A A Kohyponym A A Synonym A N typische Eigenschaft A V typische Eigenschaft N N Beruf zu N N Chef von N N Eigenname zu N N Gegenteil N N Grund von N N hat Aggregat N N hat Beruf N N hat Chef N N hat Teil/hat Material N N hat typischen Ort N N Kohyponym N N Oberbegriff N N Synonym N N Teil von/Material von N N typischer Ort f¨ ur N N Unterbegriff N V typisches Objekt/Instrument von N V typisches Subjekt von V A hat typische Eigenschaft V N hat typisches Objekt/Instrument V N typische T¨ atigkeit V N typische T¨ atigkeit f¨ ur Ort V V Gegenteil V V Kohyponym V V Synonym syntagmatic paradigmatic hierarch.paradigmatic deriv other total



Abstand=-6 0,0008 (181 ) 0,0010 (594 ) 0,0002 (55 ) 0,0007 (263 ) 0,0002 (71 ) 0,0003 (70 ) 0,0003 (62 ) 0,0006 (141 ) 0,0016 (288 ) 0,0002 (69 ) 0,0002 (50 ) 0,0005 (113 ) 0,0004 (103 ) 0,0008 (370 ) 0,0018 (494 ) 0,0086 (8158 ) 0,0007 (509 ) 0,0013 (342 ) 0,0013 (379 ) 0,0010 (575 ) 0,0014 (374 ) 0,0011 (576 ) 0,0005 (200 ) 0,0002 (50 ) 0,0015 (1133 ) 0,0009 (350 ) 0,0002 (47 ) 0,0003 (73 ) 0,0005 (169 ) 0,0002 (41 ) 0,0061 (3967 ) 0,0118 (9876 ) 0,0032 (1910 ) 0,0004 (113 ) 0,0027 (900 ) 0,0164 (16020 )



Abstand=6 0,0013 (181 ) 0,0012 (607 ) 0,0003 (55 ) 0,0009 (249 ) 0,0002 (52 ) 0,0006 (120 ) 0,0006 (109 ) 0,0008 (161 ) 0,0023 (292 ) 0,0006 (101 ) 0,0004 (57 ) 0,0004 (72 ) 0,0003 (62 ) 0,0017 (388 ) 0,0034 (626 ) 0,0148 (8455 ) 0,0010 (382 ) 0,0016 (360 ) 0,0028 (399 ) 0,0021 (512 ) 0,0027 (534 ) 0,0044 (1161 ) 0,0015 (359 ) 0,0005 (71 ) 0,0013 (600 ) 0,0007 (215 ) 0,0002 (41 ) 0,0005 (73 ) 0,0005 (178 ) 0,0002 (41 ) 0,0119 (4130 ) 0,0186 (10212 ) 0,0064 (1995 ) 0,0006 (116 ) 0,0041 (934 ) 0,0299 (16599 )



Tabelle A.6: Semant. Relationen im Abstand -6 und 6
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Relation A A Gegenteil A A Kohyponym A A Synonym A N typische Eigenschaft A V typische Eigenschaft N N Beruf zu N N Chef von N N Eigenname zu N N Gegenteil N N Grund von N N hat Aggregat N N hat Beruf N N hat Chef N N hat Teil/hat Material N N hat typischen Ort N N Kohyponym N N Oberbegriff N N Synonym N N Teil von/Material von N N typischer Ort f¨ ur N N Unterbegriff N V typisches Objekt/Instrument von N V typisches Subjekt von V A hat typische Eigenschaft V N hat typisches Objekt/Instrument V N typische T¨ atigkeit V N typische T¨ atigkeit f¨ ur Ort V V Gegenteil V V Kohyponym V V Synonym syntagmatic paradigmatic hierarch.paradigmatic deriv other total



Abstand=-7 0,0009 (184 ) 0,0007 (468 ) 0,0002 (49 ) 0,0006 (259 ) 0,0001 (58 ) 0,0004 (95 ) 0,0001 (52 ) 0,0006 (149 ) 0,0016 (293 ) 0,0001 (53 ) 0,0003 (63 ) 0,0005 (123 ) 0,0003 (95 ) 0,0007 (349 ) 0,0018 (500 ) 0,0058 (5774 ) 0,0006 (528 ) 0,0012 (339 ) 0,0018 (389 ) 0,0013 (614 ) 0,0014 (337 ) 0,0008 (464 ) 0,0004 (162 ) 0,0001 (32 ) 0,0013 (1066 ) 0,0008 (363 ) 0,0001 (26 ) 0,0002 (64 ) 0,0003 (141 ) 0,0001 (45 ) 0,0057 (3754 ) 0,0084 (7311 ) 0,0033 (1880 ) 0,0006 (156 ) 0,0029 (949 ) 0,0134 (13276 )



Abstand=7 0,0012 (184 ) 0,0010 (480 ) 0,0003 (50 ) 0,0008 (254 ) 0,0002 (34 ) 0,0005 (126 ) 0,0006 (101 ) 0,0009 (184 ) 0,0024 (294 ) 0,0006 (101 ) 0,0004 (65 ) 0,0005 (97 ) 0,0003 (54 ) 0,0016 (399 ) 0,0038 (659 ) 0,0095 (6049 ) 0,0010 (351 ) 0,0015 (352 ) 0,0023 (377 ) 0,0019 (513 ) 0,0029 (550 ) 0,0042 (1077 ) 0,0015 (374 ) 0,0005 (61 ) 0,0010 (491 ) 0,0006 (173 ) 0,0002 (41 ) 0,0004 (64 ) 0,0004 (148 ) 0,0002 (45 ) 0,0112 (3888 ) 0,0132 (7617 ) 0,0061 (1973 ) 0,0008 (158 ) 0,0042 (986 ) 0,0245 (13801 )



Tabelle A.7: Semant. Relationen im Abstand -7 und 7
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Relation A A Gegenteil A A Kohyponym A A Synonym A N typische Eigenschaft A V typische Eigenschaft N N Beruf zu N N Chef von N N Eigenname zu N N Gegenteil N N Grund von N N hat Aggregat N N hat Beruf N N hat Chef N N hat Teil/hat Material N N hat typischen Ort N N Kohyponym N N Oberbegriff N N Synonym N N Teil von/Material von N N typischer Ort f¨ ur N N Unterbegriff N V typisches Objekt/Instrument von N V typisches Subjekt von V A hat typische Eigenschaft V N hat typisches Objekt/Instrument V N typische T¨ atigkeit V N typische T¨ atigkeit f¨ ur Ort V V Gegenteil V V Kohyponym V V Synonym syntagmatic paradigmatic hierarch.paradigmatic deriv other total



Abstand=-8 0,0006 (144 ) 0,0007 (448 ) 0,0001 (40 ) 0,0006 (258 ) 0,0001 (51 ) 0,0002 (69 ) 0,0001 (40 ) 0,0004 (109 ) 0,0014 (254 ) 0,0001 (50 ) 0,0002 (50 ) 0,0005 (106 ) 0,0003 (108 ) 0,0008 (365 ) 0,0017 (493 ) 0,0056 (6111 ) 0,0006 (519 ) 0,0012 (314 ) 0,0016 (383 ) 0,0011 (599 ) 0,0014 (370 ) 0,0007 (405 ) 0,0003 (135 ) 0,0001 (41 ) 0,0010 (971 ) 0,0009 (354 ) 0,0001 (41 ) 0,0003 (69 ) 0,0002 (129 ) 0,0001 (46 ) 0,0050 (3497 ) 0,0082 (7540 ) 0,0030 (1883 ) 0,0007 (182 ) 0,0023 (814 ) 0,0123 (13216 )



Abstand=8 0,0010 (144 ) 0,0009 (458 ) 0,0002 (42 ) 0,0008 (203 ) 0,0003 (43 ) 0,0004 (108 ) 0,0007 (109 ) 0,0008 (170 ) 0,0020 (255 ) 0,0006 (87 ) 0,0004 (56 ) 0,0005 (72 ) 0,0002 (40 ) 0,0017 (390 ) 0,0037 (639 ) 0,0100 (6338 ) 0,0010 (381 ) 0,0014 (324 ) 0,0027 (391 ) 0,0018 (504 ) 0,0031 (535 ) 0,0035 (986 ) 0,0014 (365 ) 0,0004 (51 ) 0,0008 (419 ) 0,0004 (141 ) 0,0002 (35 ) 0,0005 (70 ) 0,0003 (136 ) 0,0002 (47 ) 0,0103 (3605 ) 0,0132 (7796 ) 0,0062 (1963 ) 0,0011 (187 ) 0,0038 (841 ) 0,0242 (13651 )



Tabelle A.8: Semant. Relationen im Abstand -8 und 8
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Relation A A Gegenteil A A Kohyponym A A Synonym A N typische Eigenschaft A V typische Eigenschaft N N Beruf zu N N Chef von N N Eigenname zu N N Gegenteil N N Grund von N N hat Aggregat N N hat Beruf N N hat Chef N N hat Teil/hat Material N N hat typischen Ort N N Kohyponym N N Oberbegriff N N Synonym N N Teil von/Material von N N typischer Ort f¨ ur N N Unterbegriff N V typisches Objekt/Instrument von N V typisches Subjekt von V A hat typische Eigenschaft V N hat typisches Objekt/Instrument V N typische T¨ atigkeit V N typische T¨ atigkeit f¨ ur Ort V V Gegenteil V V Kohyponym V V Synonym syntagmatic paradigmatic hierarch.paradigmatic deriv other total



Abstand=-9 0,0006 (127 ) 0,0006 (386 ) 0,0001 (45 ) 0,0006 (254 ) 0,0001 (40 ) 0,0003 (76 ) 0,0002 (55 ) 0,0003 (111 ) 0,0013 (235 ) 0,0002 (55 ) 0,0002 (51 ) 0,0004 (110 ) 0,0004 (107 ) 0,0008 (312 ) 0,0018 (467 ) 0,0047 (5066 ) 0,0007 (483 ) 0,0012 (333 ) 0,0015 (351 ) 0,0012 (576 ) 0,0013 (312 ) 0,0007 (363 ) 0,0002 (99 ) 0,0000 (19 ) 0,0009 (841 ) 0,0008 (364 ) 0,0001 (31 ) 0,0002 (55 ) 0,0001 (106 ) 0,0001 (35 ) 0,0049 (3241 ) 0,0069 (6361 ) 0,0030 (1673 ) 0,0007 (199 ) 0,0023 (872 ) 0,0108 (11652 )



Abstand=9 0,0009 (127 ) 0,0008 (389 ) 0,0003 (46 ) 0,0007 (218 ) 0,0001 (19 ) 0,0005 (112 ) 0,0008 (112 ) 0,0009 (184 ) 0,0020 (235 ) 0,0005 (88 ) 0,0004 (60 ) 0,0005 (77 ) 0,0003 (54 ) 0,0014 (356 ) 0,0033 (607 ) 0,0082 (5239 ) 0,0009 (319 ) 0,0017 (347 ) 0,0022 (333 ) 0,0017 (478 ) 0,0026 (498 ) 0,0027 (849 ) 0,0015 (365 ) 0,0003 (40 ) 0,0007 (367 ) 0,0003 (106 ) 0,0002 (33 ) 0,0004 (55 ) 0,0003 (113 ) 0,0001 (35 ) 0,0088 (3311 ) 0,0114 (6555 ) 0,0053 (1733 ) 0,0011 (200 ) 0,0041 (893 ) 0,0209 (11968 )



Tabelle A.9: Semant. Relationen im Abstand -9 und 9
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Relation A A Gegenteil A A Kohyponym A A Synonym A N typische Eigenschaft A V typische Eigenschaft N N Beruf zu N N Chef von N N Eigenname zu N N Gegenteil N N Grund von N N hat Aggregat N N hat Beruf N N hat Chef N N hat Teil/hat Material N N hat typischen Ort N N Kohyponym N N Oberbegriff N N Synonym N N Teil von/Material von N N typischer Ort f¨ ur N N Unterbegriff N V typisches Objekt/Instrument von N V typisches Subjekt von V A hat typische Eigenschaft V N hat typisches Objekt/Instrument V N typische T¨ atigkeit V N typische T¨ atigkeit f¨ ur Ort V V Gegenteil V V Kohyponym V V Synonym syntagmatic paradigmatic hierarch.paradigmatic deriv other total



Abstand=-10 0,0006 (112 ) 0,0004 (339 ) 0,0002 (36 ) 0,0005 (248 ) 0,0001 (34 ) 0,0003 (89 ) 0,0001 (48 ) 0,0004 (105 ) 0,0011 (215 ) 0,0002 (52 ) 0,0002 (58 ) 0,0005 (127 ) 0,0003 (102 ) 0,0006 (307 ) 0,0014 (441 ) 0,0050 (5188 ) 0,0008 (513 ) 0,0015 (375 ) 0,0015 (395 ) 0,0012 (580 ) 0,0011 (311 ) 0,0005 (292 ) 0,0002 (87 ) 0,0000 (24 ) 0,0008 (728 ) 0,0006 (300 ) 0,0001 (38 ) 0,0001 (36 ) 0,0003 (106 ) 0,0001 (29 ) 0,0044 (2975 ) 0,0069 (6423 ) 0,0028 (1762 ) 0,0006 (179 ) 0,0022 (856 ) 0,0106 (11493 )



Abstand=10 0,0007 (112 ) 0,0007 (340 ) 0,0002 (36 ) 0,0008 (216 ) 0,0001 (24 ) 0,0007 (131 ) 0,0007 (105 ) 0,0008 (172 ) 0,0017 (216 ) 0,0005 (81 ) 0,0003 (49 ) 0,0006 (90 ) 0,0002 (46 ) 0,0016 (392 ) 0,0031 (594 ) 0,0084 (5334 ) 0,0009 (318 ) 0,0019 (384 ) 0,0020 (325 ) 0,0017 (450 ) 0,0030 (522 ) 0,0026 (732 ) 0,0012 (310 ) 0,0003 (34 ) 0,0006 (300 ) 0,0004 (91 ) 0,0002 (38 ) 0,0002 (36 ) 0,0003 (113 ) 0,0002 (29 ) 0,0085 (3031 ) 0,0114 (6581 ) 0,0055 (1801 ) 0,0010 (182 ) 0,0039 (872 ) 0,0211 (11741 )



Tabelle A.10: Semant. Relationen im Abstand -10 und 10
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Relation A A Gegenteil A A Kohyponym A A Synonym A N typische Eigenschaft A V typische Eigenschaft N N Beruf zu N N Chef von N N Eigenname zu N N Gegenteil N N Grund von N N hat Aggregat N N hat Beruf N N hat Chef N N hat Teil/hat Material N N hat typischen Ort N N Kohyponym N N Oberbegriff N N Synonym N N Teil von/Material von N N typischer Ort f¨ ur N N Unterbegriff N V typisches Objekt/Instrument von N V typisches Subjekt von V A hat typische Eigenschaft V N hat typisches Objekt/Instrument V N typische T¨ atigkeit V N typische T¨ atigkeit f¨ ur Ort V V Gegenteil V V Kohyponym V V Synonym syntagmatic paradigmatic hierarch.paradigmatic deriv other total



Abstand=-11 0,0003 (93 ) 0,0004 (250 ) 0,0001 (35 ) 0,0005 (223 ) 0,0001 (33 ) 0,0002 (78 ) 0,0001 (51 ) 0,0004 (104 ) 0,0011 (200 ) 0,0002 (55 ) 0,0002 (47 ) 0,0005 (124 ) 0,0003 (108 ) 0,0006 (313 ) 0,0017 (429 ) 0,0041 (4421 ) 0,0006 (453 ) 0,0014 (344 ) 0,0015 (371 ) 0,0009 (488 ) 0,0011 (288 ) 0,0005 (262 ) 0,0002 (80 ) 0,0000 (19 ) 0,0007 (656 ) 0,0006 (284 ) 0,0001 (35 ) 0,0002 (43 ) 0,0002 (74 ) 0,0001 (26 ) 0,0041 (2675 ) 0,0061 (5457 ) 0,0027 (1649 ) 0,0007 (200 ) 0,0022 (813 ) 0,0095 (10127 )



Abstand=11 0,0006 (93 ) 0,0005 (251 ) 0,0002 (35 ) 0,0007 (191 ) 0,0001 (19 ) 0,0004 (124 ) 0,0007 (107 ) 0,0008 (148 ) 0,0016 (201 ) 0,0003 (71 ) 0,0004 (56 ) 0,0006 (81 ) 0,0003 (52 ) 0,0015 (373 ) 0,0027 (501 ) 0,0072 (4531 ) 0,0008 (291 ) 0,0017 (348 ) 0,0022 (326 ) 0,0018 (432 ) 0,0027 (465 ) 0,0022 (663 ) 0,0009 (288 ) 0,0003 (33 ) 0,0005 (264 ) 0,0003 (84 ) 0,0002 (33 ) 0,0003 (43 ) 0,0003 (77 ) 0,0002 (27 ) 0,0073 (2711 ) 0,0096 (5575 ) 0,0051 (1687 ) 0,0012 (201 ) 0,0036 (825 ) 0,0183 (10317 )



Tabelle A.11: Semant. Relationen im Abstand -11 und 11
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Relation A A Gegenteil A A Kohyponym A A Synonym A N typische Eigenschaft A V typische Eigenschaft N N Beruf zu N N Chef von N N Eigenname zu N N Gegenteil N N Grund von N N hat Aggregat N N hat Beruf N N hat Chef N N hat Teil/hat Material N N hat typischen Ort N N Kohyponym N N Oberbegriff N N Synonym N N Teil von/Material von N N typischer Ort f¨ ur N N Unterbegriff N V typisches Objekt/Instrument von N V typisches Subjekt von V A hat typische Eigenschaft V N hat typisches Objekt/Instrument V N typische T¨ atigkeit V N typische T¨ atigkeit f¨ ur Ort V V Gegenteil V V Kohyponym V V Synonym syntagmatic paradigmatic hierarch.paradigmatic deriv other total



Abstand=-12 0,0004 (78 ) 0,0003 (236 ) 0,0001 (23 ) 0,0005 (214 ) 0,0001 (22 ) 0,0002 (69 ) 0,0001 (52 ) 0,0003 (87 ) 0,0011 (181 ) 0,0002 (42 ) 0,0002 (46 ) 0,0003 (105 ) 0,0003 (91 ) 0,0007 (280 ) 0,0015 (385 ) 0,0038 (4403 ) 0,0007 (419 ) 0,0013 (326 ) 0,0015 (338 ) 0,0009 (484 ) 0,0012 (293 ) 0,0004 (209 ) 0,0003 (84 ) 0,0000 (13 ) 0,0006 (611 ) 0,0005 (263 ) 0,0001 (29 ) 0,0001 (38 ) 0,0002 (75 ) 0,0001 (28 ) 0,0038 (2454 ) 0,0054 (5377 ) 0,0027 (1521 ) 0,0007 (185 ) 0,0019 (735 ) 0,0087 (9649 )



Abstand=12 0,0006 (78 ) 0,0005 (237 ) 0,0002 (23 ) 0,0006 (175 ) 0,0001 (13 ) 0,0005 (104 ) 0,0005 (91 ) 0,0008 (150 ) 0,0013 (182 ) 0,0004 (67 ) 0,0003 (45 ) 0,0004 (71 ) 0,0003 (52 ) 0,0016 (336 ) 0,0026 (483 ) 0,0073 (4490 ) 0,0008 (300 ) 0,0016 (333 ) 0,0018 (291 ) 0,0015 (392 ) 0,0025 (424 ) 0,0020 (618 ) 0,0010 (269 ) 0,0002 (22 ) 0,0004 (209 ) 0,0003 (90 ) 0,0001 (21 ) 0,0002 (38 ) 0,0002 (74 ) 0,0001 (29 ) 0,0067 (2482 ) 0,0097 (5470 ) 0,0049 (1547 ) 0,0010 (186 ) 0,0032 (744 ) 0,0176 (9790 )



Tabelle A.12: Semant. Relationen im Abstand -12 und 12
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Relation A A Gegenteil A A Kohyponym A A Synonym A N typische Eigenschaft A V typische Eigenschaft N N Beruf zu N N Chef von N N Eigenname zu N N Gegenteil N N Grund von N N hat Aggregat N N hat Beruf N N hat Chef N N hat Teil/hat Material N N hat typischen Ort N N Kohyponym N N Oberbegriff N N Synonym N N Teil von/Material von N N typischer Ort f¨ ur N N Unterbegriff N V typisches Objekt/Instrument von N V typisches Subjekt von V A hat typische Eigenschaft V N hat typisches Objekt/Instrument V N typische T¨ atigkeit V N typische T¨ atigkeit f¨ ur Ort V V Gegenteil V V Kohyponym V V Synonym syntagmatic paradigmatic hierarch.paradigmatic deriv other total



Abstand=-13 0,0003 (71 ) 0,0003 (186 ) 0,0001 (17 ) 0,0005 (194 ) 0,0001 (18 ) 0,0002 (68 ) 0,0002 (40 ) 0,0004 (82 ) 0,0009 (171 ) 0,0001 (46 ) 0,0002 (47 ) 0,0004 (84 ) 0,0002 (75 ) 0,0005 (262 ) 0,0015 (393 ) 0,0034 (3639 ) 0,0005 (385 ) 0,0013 (293 ) 0,0013 (325 ) 0,0008 (427 ) 0,0014 (288 ) 0,0004 (184 ) 0,0002 (86 ) 0,0001 (13 ) 0,0006 (547 ) 0,0005 (243 ) 0,0001 (22 ) 0,0001 (23 ) 0,0002 (69 ) 0,0000 (24 ) 0,0034 (2258 ) 0,0050 (4468 ) 0,0027 (1428 ) 0,0008 (209 ) 0,0020 (677 ) 0,0081 (8481 )



Abstand=13 0,0005 (71 ) 0,0003 (184 ) 0,0001 (17 ) 0,0005 (150 ) 0,0001 (13 ) 0,0003 (83 ) 0,0004 (76 ) 0,0008 (135 ) 0,0013 (171 ) 0,0004 (70 ) 0,0004 (48 ) 0,0004 (69 ) 0,0002 (40 ) 0,0014 (323 ) 0,0025 (428 ) 0,0056 (3715 ) 0,0008 (293 ) 0,0014 (296 ) 0,0019 (268 ) 0,0015 (398 ) 0,0022 (391 ) 0,0016 (550 ) 0,0009 (244 ) 0,0002 (18 ) 0,0004 (185 ) 0,0003 (89 ) 0,0001 (21 ) 0,0001 (23 ) 0,0003 (74 ) 0,0001 (25 ) 0,0061 (2276 ) 0,0077 (4549 ) 0,0044 (1444 ) 0,0011 (210 ) 0,0029 (682 ) 0,0151 (8592 )



Tabelle A.13: Semant. Relationen im Abstand -13 und 13
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Relation A A Gegenteil A A Kohyponym A A Synonym A N typische Eigenschaft A V typische Eigenschaft N N Beruf zu N N Chef von N N Eigenname zu N N Gegenteil N N Grund von N N hat Aggregat N N hat Beruf N N hat Chef N N hat Teil/hat Material N N hat typischen Ort N N Kohyponym N N Oberbegriff N N Synonym N N Teil von/Material von N N typischer Ort f¨ ur N N Unterbegriff N V typisches Objekt/Instrument von N V typisches Subjekt von V A hat typische Eigenschaft V N hat typisches Objekt/Instrument V N typische T¨ atigkeit V N typische T¨ atigkeit f¨ ur Ort V V Gegenteil V V Kohyponym V V Synonym syntagmatic paradigmatic hierarch.paradigmatic deriv other total



Abstand=-14 0,0003 (61 ) 0,0003 (165 ) 0,0001 (21 ) 0,0006 (203 ) 0,0001 (23 ) 0,0002 (60 ) 0,0001 (37 ) 0,0004 (84 ) 0,0008 (149 ) 0,0002 (41 ) 0,0002 (40 ) 0,0003 (80 ) 0,0003 (84 ) 0,0006 (245 ) 0,0016 (368 ) 0,0033 (3448 ) 0,0005 (344 ) 0,0013 (289 ) 0,0012 (273 ) 0,0009 (448 ) 0,0010 (241 ) 0,0004 (151 ) 0,0001 (62 ) 0,0000 (11 ) 0,0005 (485 ) 0,0005 (233 ) 0,0001 (26 ) 0,0001 (27 ) 0,0001 (54 ) 0,0001 (30 ) 0,0034 (2122 ) 0,0048 (4223 ) 0,0025 (1278 ) 0,0006 (179 ) 0,0019 (620 ) 0,0077 (7893 )



Abstand=14 0,0004 (61 ) 0,0003 (168 ) 0,0001 (21 ) 0,0004 (131 ) 0,0000 (11 ) 0,0004 (81 ) 0,0005 (84 ) 0,0006 (114 ) 0,0012 (149 ) 0,0003 (60 ) 0,0003 (38 ) 0,0004 (59 ) 0,0002 (37 ) 0,0012 (271 ) 0,0027 (448 ) 0,0054 (3515 ) 0,0006 (251 ) 0,0014 (292 ) 0,0019 (251 ) 0,0015 (373 ) 0,0018 (342 ) 0,0016 (491 ) 0,0009 (237 ) 0,0002 (23 ) 0,0003 (151 ) 0,0001 (64 ) 0,0000 (12 ) 0,0001 (27 ) 0,0001 (54 ) 0,0001 (30 ) 0,0061 (2141 ) 0,0073 (4296 ) 0,0039 (1294 ) 0,0012 (179 ) 0,0027 (623 ) 0,0140 (7996 )



Tabelle A.14: Semant. Relationen im Abstand -14 und 14
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Relation A A Gegenteil A A Kohyponym A A Synonym A N typische Eigenschaft A V typische Eigenschaft N N Beruf zu N N Chef von N N Eigenname zu N N Gegenteil N N Grund von N N hat Aggregat N N hat Beruf N N hat Chef N N hat Teil/hat Material N N hat typischen Ort N N Kohyponym N N Oberbegriff N N Synonym N N Teil von/Material von N N typischer Ort f¨ ur N N Unterbegriff N V typisches Objekt/Instrument von N V typisches Subjekt von V A hat typische Eigenschaft V N hat typisches Objekt/Instrument V N typische T¨ atigkeit V N typische T¨ atigkeit f¨ ur Ort V V Gegenteil V V Kohyponym V V Synonym syntagmatic paradigmatic hierarch.paradigmatic deriv other total



Abstand=-15 0,0002 (42 ) 0,0003 (145 ) 0,0000 (16 ) 0,0004 (163 ) 0,0001 (25 ) 0,0002 (52 ) 0,0001 (36 ) 0,0004 (81 ) 0,0007 (124 ) 0,0002 (37 ) 0,0002 (38 ) 0,0004 (86 ) 0,0003 (74 ) 0,0006 (233 ) 0,0014 (338 ) 0,0026 (3127 ) 0,0005 (359 ) 0,0011 (281 ) 0,0016 (302 ) 0,0008 (360 ) 0,0011 (250 ) 0,0003 (152 ) 0,0002 (61 ) 0,0000 (9 ) 0,0005 (396 ) 0,0005 (215 ) 0,0001 (22 ) 0,0001 (14 ) 0,0001 (44 ) 0,0001 (19 ) 0,0031 (1865 ) 0,0039 (3792 ) 0,0025 (1302 ) 0,0007 (180 ) 0,0020 (596 ) 0,0071 (7247 )



Abstand=15 0,0003 (42 ) 0,0003 (144 ) 0,0001 (16 ) 0,0004 (143 ) 0,0000 (9 ) 0,0004 (86 ) 0,0004 (74 ) 0,0007 (110 ) 0,0009 (124 ) 0,0003 (55 ) 0,0002 (39 ) 0,0004 (52 ) 0,0002 (36 ) 0,0013 (300 ) 0,0020 (355 ) 0,0046 (3185 ) 0,0006 (261 ) 0,0015 (284 ) 0,0018 (241 ) 0,0011 (345 ) 0,0017 (355 ) 0,0011 (398 ) 0,0008 (218 ) 0,0002 (25 ) 0,0003 (154 ) 0,0002 (60 ) 0,0001 (18 ) 0,0001 (14 ) 0,0001 (43 ) 0,0001 (19 ) 0,0047 (1875 ) 0,0063 (3851 ) 0,0039 (1315 ) 0,0010 (180 ) 0,0026 (599 ) 0,0124 (7325 )



Tabelle A.15: Semant. Relationen im Abstand -15 und 15
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Relation A A Gegenteil A A Kohyponym A A Synonym A N typische Eigenschaft A V typische Eigenschaft N N Beruf zu N N Chef von N N Eigenname zu N N Gegenteil N N Grund von N N hat Aggregat N N hat Beruf N N hat Chef N N hat Teil/hat Material N N hat typischen Ort N N Kohyponym N N Oberbegriff N N Synonym N N Teil von/Material von N N typischer Ort f¨ ur N N Unterbegriff N V typisches Objekt/Instrument von N V typisches Subjekt von V A hat typische Eigenschaft V N hat typisches Objekt/Instrument V N typische T¨ atigkeit V N typische T¨ atigkeit f¨ ur Ort V V Gegenteil V V Kohyponym V V Synonym syntagmatic paradigmatic hierarch.paradigmatic deriv other total



Abstand=-16 0,0002 (40 ) 0,0002 (129 ) 0,0001 (21 ) 0,0004 (158 ) 0,0001 (19 ) 0,0002 (52 ) 0,0001 (41 ) 0,0004 (83 ) 0,0008 (131 ) 0,0002 (33 ) 0,0002 (38 ) 0,0003 (80 ) 0,0003 (65 ) 0,0004 (191 ) 0,0012 (288 ) 0,0026 (2825 ) 0,0006 (338 ) 0,0011 (244 ) 0,0013 (248 ) 0,0008 (360 ) 0,0010 (241 ) 0,0002 (107 ) 0,0001 (33 ) 0,0000 (9 ) 0,0004 (383 ) 0,0004 (195 ) 0,0001 (19 ) 0,0001 (17 ) 0,0001 (41 ) 0,0001 (24 ) 0,0029 (1691 ) 0,0039 (3455 ) 0,0024 (1155 ) 0,0007 (168 ) 0,0019 (584 ) 0,0068 (6590 )



Abstand=16 0,0003 (40 ) 0,0002 (129 ) 0,0001 (21 ) 0,0004 (121 ) 0,0001 (9 ) 0,0003 (80 ) 0,0003 (65 ) 0,0005 (108 ) 0,0010 (131 ) 0,0003 (49 ) 0,0003 (48 ) 0,0004 (52 ) 0,0002 (41 ) 0,0012 (247 ) 0,0020 (363 ) 0,0043 (2891 ) 0,0007 (247 ) 0,0012 (244 ) 0,0013 (194 ) 0,0010 (288 ) 0,0020 (336 ) 0,0011 (382 ) 0,0007 (195 ) 0,0001 (19 ) 0,0002 (110 ) 0,0001 (34 ) 0,0001 (16 ) 0,0001 (17 ) 0,0001 (38 ) 0,0001 (24 ) 0,0047 (1698 ) 0,0058 (3521 ) 0,0035 (1162 ) 0,0010 (168 ) 0,0023 (585 ) 0,0115 (6666 )



Tabelle A.16: Semant. Relationen im Abstand -16 und 16
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Relation A A Gegenteil A A Kohyponym A A Synonym A N typische Eigenschaft A V typische Eigenschaft N N Beruf zu N N Chef von N N Eigenname zu N N Gegenteil N N Grund von N N hat Aggregat N N hat Beruf N N hat Chef N N hat Teil/hat Material N N hat typischen Ort N N Kohyponym N N Oberbegriff N N Synonym N N Teil von/Material von N N typischer Ort f¨ ur N N Unterbegriff N V typisches Objekt/Instrument von N V typisches Subjekt von V A hat typische Eigenschaft V N hat typisches Objekt/Instrument V N typische T¨ atigkeit V N typische T¨ atigkeit f¨ ur Ort V V Gegenteil V V Kohyponym V V Synonym syntagmatic paradigmatic hierarch.paradigmatic deriv other total



Abstand=-17 0,0002 (38 ) 0,0001 (93 ) 0,0000 (14 ) 0,0004 (129 ) 0,0000 (8 ) 0,0002 (53 ) 0,0002 (40 ) 0,0003 (67 ) 0,0009 (118 ) 0,0002 (31 ) 0,0001 (28 ) 0,0004 (70 ) 0,0002 (59 ) 0,0005 (180 ) 0,0012 (285 ) 0,0023 (2457 ) 0,0005 (302 ) 0,0010 (240 ) 0,0014 (240 ) 0,0007 (312 ) 0,0010 (213 ) 0,0002 (96 ) 0,0001 (42 ) 0,0000 (7 ) 0,0003 (318 ) 0,0005 (174 ) 0,0001 (17 ) 0,0001 (12 ) 0,0001 (41 ) 0,0000 (15 ) 0,0027 (1492 ) 0,0035 (3016 ) 0,0022 (1052 ) 0,0006 (158 ) 0,0018 (505 ) 0,0061 (5816 )



Abstand=17 0,0002 (38 ) 0,0002 (93 ) 0,0001 (14 ) 0,0004 (122 ) 0,0001 (7 ) 0,0003 (69 ) 0,0003 (58 ) 0,0004 (87 ) 0,0008 (118 ) 0,0003 (58 ) 0,0001 (21 ) 0,0004 (54 ) 0,0002 (41 ) 0,0009 (238 ) 0,0014 (313 ) 0,0038 (2493 ) 0,0005 (223 ) 0,0011 (240 ) 0,0012 (184 ) 0,0011 (288 ) 0,0016 (296 ) 0,0010 (325 ) 0,0006 (177 ) 0,0001 (8 ) 0,0002 (92 ) 0,0001 (42 ) 0,0000 (11 ) 0,0001 (12 ) 0,0002 (38 ) 0,0000 (15 ) 0,0041 (1505 ) 0,0051 (3050 ) 0,0030 (1058 ) 0,0010 (158 ) 0,0019 (507 ) 0,0101 (5865 )



Tabelle A.17: Semant. Relationen im Abstand -17 und 17
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Relation A A Gegenteil A A Kohyponym A A Synonym A N typische Eigenschaft A V typische Eigenschaft N N Beruf zu N N Chef von N N Eigenname zu N N Gegenteil N N Grund von N N hat Aggregat N N hat Beruf N N hat Chef N N hat Teil/hat Material N N hat typischen Ort N N Kohyponym N N Oberbegriff N N Synonym N N Teil von/Material von N N typischer Ort f¨ ur N N Unterbegriff N V typisches Objekt/Instrument von N V typisches Subjekt von V A hat typische Eigenschaft V N hat typisches Objekt/Instrument V N typische T¨ atigkeit V N typische T¨ atigkeit f¨ ur Ort V V Gegenteil V V Kohyponym V V Synonym syntagmatic paradigmatic hierarch.paradigmatic deriv other total



Abstand=-18 0,0002 (35 ) 0,0001 (77 ) 0,0000 (8 ) 0,0003 (112 ) 0,0000 (12 ) 0,0002 (49 ) 0,0002 (33 ) 0,0002 (52 ) 0,0004 (89 ) 0,0002 (30 ) 0,0002 (28 ) 0,0005 (81 ) 0,0002 (51 ) 0,0005 (160 ) 0,0013 (260 ) 0,0022 (2258 ) 0,0005 (273 ) 0,0011 (216 ) 0,0010 (212 ) 0,0006 (285 ) 0,0008 (157 ) 0,0002 (85 ) 0,0001 (28 ) 0,0000 (6 ) 0,0004 (270 ) 0,0004 (138 ) 0,0001 (19 ) 0,0001 (11 ) 0,0001 (28 ) 0,0001 (12 ) 0,0025 (1327 ) 0,0031 (2726 ) 0,0019 (895 ) 0,0008 (152 ) 0,0017 (483 ) 0,0058 (5229 )



Abstand=18 0,0002 (35 ) 0,0002 (77 ) 0,0001 (8 ) 0,0003 (117 ) 0,0000 (6 ) 0,0003 (81 ) 0,0003 (53 ) 0,0005 (102 ) 0,0007 (89 ) 0,0002 (39 ) 0,0002 (33 ) 0,0003 (49 ) 0,0002 (31 ) 0,0010 (208 ) 0,0014 (285 ) 0,0035 (2292 ) 0,0004 (160 ) 0,0012 (217 ) 0,0011 (165 ) 0,0012 (262 ) 0,0014 (270 ) 0,0009 (274 ) 0,0005 (140 ) 0,0001 (12 ) 0,0002 (82 ) 0,0001 (28 ) 0,0001 (9 ) 0,0001 (11 ) 0,0001 (30 ) 0,0001 (12 ) 0,0037 (1333 ) 0,0046 (2762 ) 0,0026 (896 ) 0,0009 (152 ) 0,0018 (483 ) 0,0090 (5273 )



Tabelle A.18: Semant. Relationen im Abstand -18 und 18
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Relation A A Gegenteil A A Kohyponym A A Synonym A N typische Eigenschaft A V typische Eigenschaft N N Beruf zu N N Chef von N N Eigenname zu N N Gegenteil N N Grund von N N hat Aggregat N N hat Beruf N N hat Chef N N hat Teil/hat Material N N hat typischen Ort N N Kohyponym N N Oberbegriff N N Synonym N N Teil von/Material von N N typischer Ort f¨ ur N N Unterbegriff N V typisches Objekt/Instrument von N V typisches Subjekt von V A hat typische Eigenschaft V N hat typisches Objekt/Instrument V N typische T¨ atigkeit V N typische T¨ atigkeit f¨ ur Ort V V Gegenteil V V Kohyponym V V Synonym syntagmatic paradigmatic hierarch.paradigmatic deriv other total



Abstand=-19 0,0001 (17 ) 0,0001 (64 ) 0,0000 (7 ) 0,0003 (123 ) 0,0000 (9 ) 0,0001 (33 ) 0,0001 (28 ) 0,0003 (58 ) 0,0004 (75 ) 0,0002 (26 ) 0,0001 (22 ) 0,0003 (56 ) 0,0002 (44 ) 0,0005 (152 ) 0,0012 (215 ) 0,0020 (1883 ) 0,0004 (219 ) 0,0009 (213 ) 0,0011 (194 ) 0,0005 (242 ) 0,0011 (183 ) 0,0002 (83 ) 0,0001 (34 ) 0,0000 (4 ) 0,0004 (276 ) 0,0003 (119 ) 0,0000 (18 ) 0,0001 (10 ) 0,0001 (26 ) 0,0001 (14 ) 0,0023 (1232 ) 0,0028 (2298 ) 0,0021 (856 ) 0,0005 (124 ) 0,0013 (394 ) 0,0051 (4563 )



Abstand=19 0,0001 (17 ) 0,0001 (63 ) 0,0001 (7 ) 0,0004 (122 ) 0,0000 (4 ) 0,0002 (55 ) 0,0002 (44 ) 0,0004 (77 ) 0,0006 (76 ) 0,0002 (39 ) 0,0001 (21 ) 0,0002 (34 ) 0,0001 (28 ) 0,0007 (193 ) 0,0013 (244 ) 0,0027 (1908 ) 0,0004 (185 ) 0,0010 (214 ) 0,0012 (154 ) 0,0007 (215 ) 0,0010 (217 ) 0,0010 (278 ) 0,0005 (121 ) 0,0001 (9 ) 0,0002 (85 ) 0,0001 (33 ) 0,0000 (3 ) 0,0000 (10 ) 0,0001 (26 ) 0,0001 (14 ) 0,0034 (1239 ) 0,0037 (2324 ) 0,0022 (857 ) 0,0008 (124 ) 0,0015 (394 ) 0,0076 (4597 )



Tabelle A.19: Semant. Relationen im Abstand -19 und 19
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Relation A A Gegenteil A A Kohyponym A A Synonym A N typische Eigenschaft A V typische Eigenschaft N N Beruf zu N N Chef von N N Eigenname zu N N Gegenteil N N Grund von N N hat Aggregat N N hat Beruf N N hat Chef N N hat Teil/hat Material N N hat typischen Ort N N Kohyponym N N Oberbegriff N N Synonym N N Teil von/Material von N N typischer Ort f¨ ur N N Unterbegriff N V typisches Objekt/Instrument von N V typisches Subjekt von V A hat typische Eigenschaft V N hat typisches Objekt/Instrument V N typische T¨ atigkeit V N typische T¨ atigkeit f¨ ur Ort V V Gegenteil V V Kohyponym V V Synonym syntagmatic paradigmatic hierarch.paradigmatic deriv other total



Abstand=-20 0,0001 (21 ) 0,0001 (59 ) 0,0001 (12 ) 0,0003 (109 ) 0,0000 (13 ) 0,0002 (38 ) 0,0001 (29 ) 0,0003 (60 ) 0,0004 (63 ) 0,0001 (15 ) 0,0001 (30 ) 0,0002 (45 ) 0,0002 (46 ) 0,0003 (133 ) 0,0011 (198 ) 0,0018 (1717 ) 0,0004 (229 ) 0,0007 (161 ) 0,0010 (164 ) 0,0007 (226 ) 0,0008 (147 ) 0,0001 (69 ) 0,0000 (20 ) 0,0000 (2 ) 0,0002 (192 ) 0,0002 (101 ) 0,0001 (14 ) 0,0001 (11 ) 0,0001 (16 ) 0,0000 (8 ) 0,0022 (1041 ) 0,0027 (2066 ) 0,0017 (775 ) 0,0006 (112 ) 0,0013 (377 ) 0,0048 (4106 )



Abstand=20 0,0001 (21 ) 0,0001 (59 ) 0,0001 (12 ) 0,0003 (87 ) 0,0000 (2 ) 0,0002 (45 ) 0,0003 (47 ) 0,0004 (67 ) 0,0005 (63 ) 0,0001 (26 ) 0,0001 (20 ) 0,0002 (38 ) 0,0002 (28 ) 0,0006 (164 ) 0,0013 (225 ) 0,0025 (1737 ) 0,0003 (151 ) 0,0008 (162 ) 0,0010 (135 ) 0,0008 (201 ) 0,0011 (226 ) 0,0007 (199 ) 0,0003 (101 ) 0,0001 (13 ) 0,0001 (65 ) 0,0001 (21 ) 0,0000 (7 ) 0,0000 (11 ) 0,0001 (15 ) 0,0000 (8 ) 0,0030 (1048 ) 0,0035 (2086 ) 0,0022 (778 ) 0,0008 (112 ) 0,0017 (378 ) 0,0072 (4135 )



Tabelle A.20: Semant. Relationen im Abstand -20 und 20
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Anhang B Kookkurrenzanalyse auf strukturierten Daten Dieser Teil ist nicht ¨offentlich.
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