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Zusammenfassung Mathematische Modelle von neurobiologisch und psychologisch inspirierten Lernparadigmen gelten als Schlüsseltechnologie für Problemstellungen, die anhand klassischer Programmierung schwer zu lösen sind. Reinforcement Learning ist in diesem Zusammenhang eines dieser Paradigmen, welches mittlerweile recht erfolgreich in der Praxis eingesetzt wird (u. a. in der Robotik), um Verhalten durch Versuch und Irrtum zu erlernen. In diesem Artikel möchte ich etwas näher auf die in Zusammenhang stehenden neurobiologischen und psychologischen Aspekte eingehen, welche das Vorbild einer Vielzahl mathematischer Modelle sind. Gesamtheitlich betrachtet ist Reinforcement Learning nicht ausschließlich für Lernen im Gehirn von Menschen und Tieren verantwortlich. Stattdessen findet ein großartiges Zusammenspiel mehrerer Paradigmen aus unterschiedlichen Hirnarealen statt, bei welchem auch Supervised- und Unsupervised Learning beteiligt sind. Schlüsselwörter Lernen · Neurobiologie · Psychologie 1 Einleitung Je komplexer Roboter werden, desto schwieriger wird deren Programmierung in klassischer Vorgehensweise. Die Ursache für diese Problematik ist darauf zurückzuführen, dass es oftmals schwer ist sich in eine komplexe RoboterArchitektur hineinzudenken, welche typischerweise aus einer Vielzahl von kontinuierlichen Zustands- und Aktionsdimensionen besteht. In Kombination mit weiteren Zustandsdimensionen, die z. B. aus der Umgebung eines Roboters entstammen (Objekte etc.), mit eventuell stochastischer Dynamik, wird es in der Praxis oftmals unmöglich M. Tokic Universität Ulm, Institut für Neuroinformatik, James-Frank-Ring, 89069 Ulm, Germany E-Mail: [email protected]



einigermaßen funktionierendes Verhalten von Hand zu programmieren, ganz zu schweigen von optimalem Verhalten. Stattdessen kann man sich anhand mathematischer Modelle von psychologisch und neurobiologisch motivierten Lernparadigmen behelfen, und z. B. Roboter durch menschliche Demonstrationen trainieren [16, 43] oder das Verhalten anhand bestärkter Interaktion erlernen lassen [25, 26, 35, 36, 39, 54]. Letzteres findet nicht nur Anwendung in der Robotik, sondern z. B. auch beim Erlernen von Strategien für Brettspiele [15, 18, 50, 52] oder dem Optimieren technischer Systeme [20]. Dieser Artikel verfolgt das Ziel, die Parallelen der mathematischen Sichtweise von Reinforcement Learning übersichtsartig zusammenzufassen und wichtige Entdeckungen aufzuzeigen. Ein Schwerpunkt liegt hierbei im Behaviorismus, welcher zu Beginn des 20. Jahrhunderts als Teildisziplin der Verhaltenspsychologie entstand. Zum Anderen liegt ein Schwerpunkt in wichtigen Beobachtungen aus dem Bereich der Neurobiologie, die gleichzeitig auch in enger Verbindung zu den Lernparadigmen Supervised- und Unsupervised Learning stehen.



2 Reinforcement Learning Bei Reinforcement Learning (RL) geht es prinzipiell darum, aus sequentiellen Entscheidungsfindungen, durch Versuch und Irrtum, Verhalten zu erlernen [49]. Das Ziel ist, eine gegebene Aufgabenstellung möglichst optimal zu lösen, die aus einer Vielzahl verschiedener Lernproblemdimensionen [53] bestehen kann. Die Basis hierfür sind Rewards, d. h. Belohnungen oder Bestrafungen, die von der Umgebung, für getätigte Aktionen in dieser, an den Lernagenten geliefert werden; oftmals sogar zeitlich verzögert. Typischerweise besitzen natürliche Organismen kein vollständiges Reward- und Dynamik-Modell der Umgebung, weshalb
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diese durch Interaktion erlernt werden müssen. Mathematische Modelle lernen hierfür Wertefunktionen für Zustände oder Zustand-Aktions-Paare [9, 49, 61], damit zukünftiger Reward prädiziert werden kann. Diese Funktionen können z. B. anhand neuronaler Netzwerke repräsentiert werden [15,38, 40], wobei Riedmiller anmerkt [38], dass eine neuronal approximierte Wertefunktion durch Batch-Training1 oftmals schneller konvergiert, da spezialisierte SupervisedLearning-Verfahren verwendet werden können. Die Wertefunktion erleichtert Entscheidungsfindungen, da zielgerichtet Aktionen gewählt werden können, für welche ein hoher Reward erwartet wird. Das Problem ist jedoch, dass es für einen Lernagenten schwer zu messen ist, ob die bisherigen Reward-Schätzungen sicher sind, da bislang unterschätzte Aktionen möglicherweise zu einem höheren Reward führen. Um dies herauszufinden, ist Zufall in der Aktionswahl notwendig, was zum Dilemma zwischen Exploration und Exploitation führt [49, 55]. Zufällige Explorationsaktionen erkunden die Umgebung, wodurch ein Wissenszuwachs entsteht, jedoch auch oftmals ein negativer Reward erhalten wird. Exploitationsaktionen nutzen hingegen das erlernte Wissen aus, berücksichtigen jedoch nicht, ob andere, bislang unterschätzte Aktionen eventuell zu besserem Reward führen könnten. In diesem Zusammenhang betrachten aktuelle Ansätze Fluktuationen in der Wertefunktion als Unsicherheit über die Auswirkung von Aktionen in der Umgebung, wodurch Explorationsparameter heuristisch adaptiert werden können [55, 56, 57]. Ein Trend, der insbesondere durch die Arbeiten von Peters und Schaal große Beliebtheit erlangte, ist das Lernen mit Strategie-Gradientenverfahren [35, 36, 63]. Hierbei wird die Strategie der Aktionsauswahl durch eine StrategieFunktion (Aktor) repräsentiert, welche von einer parallel zu erlernenden Zustandswertefunktion bewertet wird (Kritiker). Die generelle Idee ist, die Parameter zur Repräsentation der Strategie-Funktion durch ein Gradientenverfahren zu erlernen, um die Aktionswahl des Aktors zu verbessern. Der Vorteil von derartigen Aktor-Kritiker-Architekturen ist, dass durch den Aktor kontinuierliche Aktionen erlernt werden können, da Zustände bewertet werden. Im Gegensatz dazu zielen Wertefunktionen für Zustands-Aktions-Paare auf Lernprobleme mit diskreten Aktionen ab (z. B. Brettspiele), bei welchen die Aktionsauswahlstrategie direkt von der Wertefunktion abgeleitet werden kann. Im Robotik-Bereich zeigt sich, dass der Trend eher in Richtung Aktor-KritikerArchitekturen geht, da Aktionen oftmals kontinuierlich sind [35,36]. Bei Brettspielen ist hingegen zu beobachten, dass die Aktionswahl oftmals direkt von der Wertefunktion abgeleitet wird [15, 17, 18]. Elektrophysiologische Aufnahmen vom Gehirn nicht-menschlicher Primaten [30] und Ratten [41] zeigen hierbei, dass doperminerge Neuronen ein Si1



Bei Batch-Training wird der Fehler offline über einer Menge mehrerer Input-Output-Muster minimiert, anstatt online für jedes Einzelne.
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gnal übertragen, welches eher dem von Zustands-AktionsWerten ähnelt, jedoch weniger dem von Zustandswerten. Im neurobiologischen Kontext ergab sich daher die offene Forschungsfrage, ob Reinforcement Learning im Gehirn eher einer Aktor-Kritiker-Architektur ähnelt oder eher dem Schema von Zustands-Aktions-Wertefunktionen, oder sogar beides miteinander kombiniert werden soll [32, 33]. Möglich wäre natürlich auch, dass in Abhängigkeit des Lernproblems unterschiedliche RL-Paradigmen zum Einsatz kommen.



3 Psychologische Aspekte Verhaltenspsychologen führten seit Beginn des 20. Jahrhunderts Experimente über das Lernen bei Tieren [34, 51] und Menschen [47, 62] durch, bis in die 1970er Jahre hinein, in dem wissenschaftstheoretisch begründeten Paradigma des Behaviorismus. Bei diesen Experimenten und Modellbildungen war unter anderem keine Introspektion (Selbstbeobachtung) zur Messung des Lernfortschritts zugelassen. Hingegen waren lediglich äußere, objektive Methoden zulässig; wie zum Beispiel das Messen des Lernfortschritts durch die zeitliche Dauer, die vom Probanden benötigt wird, um eine bestimmte Aufgabe zu erfüllen. Typischerweise verkürzt sich die Dauer, je mehr Trainings-Durchläufe getätigt werden. Zwei Paradigmen sind hierbei das Klassische sowie das Operante Konditionieren, welche in engem Zusammenhang zu den mathematischen RL-Modellen stehen [32, 33].



3.1 Klassisches Konditionieren Pavlov entdeckte am Anfang des 20. Jahrhunderts das Prinzip der Klassischen Konditionierung [34], was direkt aus seinen 1904 mit dem Nobelpreis gewürdigten Studien, über neurophysiologische Untersuchungen zur Rolle des Speichels und der Magensekretionen bei der Verdauung, hervorging. Am Beispiel von Hunden konnte Pavlov zeigen, dass eine unkonditionierte Reaktion, die durch einen unkonditionierten Stimulus hervorgerufen wird, durch einen neutralen Stimulus konditioniert werden kann, welcher bislang noch nicht mit der gewünschten Reaktion assoziiert ist. Pavlov zeigte dies, indem er einem Hund Futter präsentierte (der unkonditionierte Stimulus), worauf der Speichel im Mund des Hundes zu fließen begann (die unkonditionierte Reaktion). Durch entsprechendes Training kann der Speichelfluss bei Präsentation eines bislang vom Hund nicht mit Futter assoziierten, neutralen Stimulus gezielt hervorgerufen werden. Hierfür wurde zusätzlich zum Futter ein Klingelton als zweiten (zu konditionierenden) Stimulus präsentiert, der entweder gleichzeitig oder in zeitlich naher Abfolge mit dem Futter ertönen muss. Wenn die Kombination aus diesem und dem unkonditionierten Stimulus nun in ausreichendem Maße dem Hund präsentiert wurde, reagierte dieser mit
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Speichelfluss auch bei alleinigem Ertönen der Klingel. Der Hund hatte also gelernt diese mit einer Futtergabe zu assoziieren, was bedeutet, dass der neutrale Stimulus zu einem konditionierten Stimulus wurde, und die Speichelfluss infolgedessen zu einer konditionierten Reaktion. Rescorla und Wagner stellten für dieses Verhalten ein mathematisches Modell vor, wodurch viele Effekte der Klassischen Konditionierung erklärbar wurden, u. a. Extinktion, Blockierung und konditionierte Hemmung [37]. Dieses ist das bis heute einflussreichste Modell für Lernen bei Menschen und Tieren [32], welches u. a. aufzeigt, dass Lernen nur dann stattfindet, wenn auftretende Ereignisse nicht den prädizierten Erwartungen entsprechen. Wenn beispielsweise in einem Experiment zwei zu konditionierende Stimuli CS1 und CS2 (z. B. Licht und Klingelton) gemeinsam mit einem unkonditionierten aber reaktionsauslösenden Stimulus US (wie z. B. Futter) präsentiert werden, so wird die Assoziation V (CSi ) wie folgt bestärkt: " # Vnew (CSi ) = Vold (CSi ) + η λUS − ∑ Vold (CSi )



.



(1)



i



Wie man dem Rescorla-Wagner-Modell entnehmen kann, findet Lernen genau dann statt, wenn sich der Wert des prädizierten Verhaltens, ∑i Vold (CSi ), von der tatsächlichen Beobachtung λUS unterscheidet. Der Parameter η ist dabei eine Lernrate, welche von den Eigenschaften der präsentierten Stimuli abhängig sein kann. 3.2 Operantes Konditionieren Thorndike studierte ebenfalls das Lernverhalten von Tieren, jedoch in anderer Art und Weise als Pavlov dies tat [51]. Unter anderem wurden hungrige Katzen untersucht, die jeweils einzeln in einen speziellen Käfig, der sogenannten Puzzle Box, eingesperrt wurden. Die Aufgabe des Tieres bestand darin, eine sichtbare Futterquelle vor dem Käfig zu erreichen. Am Käfig wurden, z. B. über Seile verbunden, mehrere Mechaniken zur Türöffnung verbaut. Thorndike beobachtete, wie eine Katze versuchte dem Käfig zu entkommen, und hierfür wild, mehr oder weniger versehentlich, die Mechaniken betätigte, die schließlich zur Türöffnung führten. Das Experiment wurde mehrmals mit denselben Tieren wiederholt, wobei sich beobachten ließ, dass immer schneller die richtige Reihenfolge wiedergewählt wurde. Anfangs benötigte eine der Katzen hierfür ca. 160 Sekunden, nach 24 Durchläufen jedoch nur noch ca. 7 Sekunden. Als Erkenntnis leitete Thorndike ab, dass bei den untersuchten Tieren nicht nur die angeborene Intelligenz zur Verfügung steht, sondern auch bestimmte Verhaltensweisen, durch Versuch und Irrtum, hinzugelernt werden können. Aus diesen und weiteren Beobachtungen an Hühnern und Hunden, ließen sich folgende zwei Gesetzmäßigkeiten zusammenfassen [51]:



„The Law of Effect is that: Of several responses made to the same situation, those which are accompanied or closely followed by satisfaction to the animal will, other things being equal, be more firmly connected with the situation, so that, when it recurs, they will be more likely to recur; those which are accompanied or closely followed by discomfort to the animal will, other things being equal, have their connections with that situation weakened, so that, when it recurs, they will be less likely to occur. The greater the satisfaction or discomfort, the greater the strengthening or weakening of the bond. The Law of Exercise is that: Any response to a situation will, other things being equal, be more strongly connected with the situation in proportion to the number of times it has been connected with that situation and to the average vigor and duration of the connections. “ Das erste Gesetz sagt aus, dass eine Reaktion auf einen Stimulus umso mehr bestärkt wird, je größer die Zufriedenheit ist. Auf der anderen Seite führen unzufriedene oder gar aversive Auswirkungen dazu, dass die Reaktion auf den Stimulus seltener erfolgt. Je größer hierbei die (Un)Zufriedenheit der Auswirkung ist, desto mehr wird die getätigte Reaktion auf den Stimulus bestärkt. Das zweite Gesetz sagt aus, dass eine entsprechende Reaktion umso häufiger auf einen Stimulus erfolgt, je öfter die selbige Auswirkung mit der Stimulus-Reaktion verbunden ist.



3.3 Verschiedene Quellen von Rewards In der Natur werden verschiedene Reward-Quellen verfolgt, die ein Organismus optimieren möchte (z. B. Nahrung, Wasser, Freunde, . . . ). Deren Priorisierung scheint einer hierarchischen Steuerung zu unterliegen, die möglicherweise in Analogie zur Maslowschen Bedürfnispyramide [28] steht. So hat beispielsweise das Befriedigen von physiologischen Grundbedürfnissen (Nahrung, Wasser) Priorität vor sozialen Bedürfnissen (Lebenspartner, Freunde). Eine von außen schwer zu messende Reward-Quelle ist die Neugier, welche z. B. uns Wissenschaftler antreibt neue Erkenntnisse zu gewinnen. Der Reward entstammt hierbei nicht von der externen Umgebung, sondern vom Inneren eines Organismus, weswegen er auch als intrinsischer Reward bezeichnet wird: „Children do not play for a reward-praise, money, or food. They play because they like it.“ [60]. Erworbenes Wissen durch derartiges Herumspielen, kann im späteren Verlauf jedoch von wichtiger Bedeutung werden, um z. B. beim Versiegen einer Nahrungsquelle Ersatz zu kennen. Mathematische Modelle für derartiges Lernen sind u. a. in [31, 46] zu finden.
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In Watkins Q-learning-Algorithmus [61], einem populären mathematischen RL-Modell, lassen sich im Vorhersagefehler zwei Quellen von Rewards entnehmen, die in Analogie zu primären und sekundären Verstärkern in der Verhaltenspsychologie stehen [49]. Die Update-Regel für den Wert der getätigten Aktion a in Zustands s, Q(s, a), lautet:   0 ∗ Q(s, a) = Q(s, a) + η r(s, a) + γ max Q(s , a ) − Q(s, a) a∗ | {z } Vorhersagefehler



(2) Die erste Quelle ist der unmittelbare Reward r(s, a), welcher als primärer Verstärker zu verstehen ist. Dieser befriedigt Bedürfnisse direkt, wie z. B. Nahrung bei Hunger oder Wasser bei Durst. Die zweite Quelle ist hingegen der mit γ diskontierte Aktionswert Q(s0 , a∗ ), der als optimal geschätzten Aktion a∗ im Folgezustand s0 . Diesen Wert kann man als sekundären Verstärker ansehen, da dieser nicht unmittelbar ein Bedürfnis befriedigt, sondern sozusagen den Weg zeigt, wie man zu primären Verstärkern gelangt (z. B. Geld, mit welchem man sich Nahrung kaufen kann). Dieser wurde in der Vergangenheit mit dem primären Verstärker gepaart, und nimmt daher ähnliche Bestärkungseigenschaften an [49]. In Gleichung (2) führt der sekundäre Verstärker (Prädiktion), technisch gesehen, auf das Lösen der Bellmanschen Optimalitätsgleichung2 zurück. Im Vergleich dazu ist dem Rescorla-Wagner-Modell (Gleichung 1) lediglich der primäre Verstärker λ enthalten, der jedoch nicht unbedingt mit Reward assoziiert sein muss.



der Umgebung zielführend ausgenutzt werden kann. Unter diesem Aspekt betrachtet, passt das behavioristische Konzept der Operanten Konditionierung besser zum Modell des Reinforcement Learnings (genauer gesagt zum modellfreien Temporal-Difference Learning).



4 Neurobiologische Aspekte Wie sieht es im Gehirn aus? Nach dem derzeitigen Kenntnisstand gibt es Hinweise dafür, dass die Lernparadigmen Supervised-, Unsupervised- und Reinforcement Learning (vgl. Abb. 1) in unterschiedlichen Hirnarealen zum Einsatz kommen [11, 12]. Ebenso gibt es Anzeichen dafür, dass die beteiligten Areale unterschiedlicher Lernparadigmen miteinander kommunizieren [6, 11, 23]. Doya gibt diesbezüglich einen Überblick [11], basierend auf vielen anatomischen, physiologischen und theoretischen Belegen, deren Plausibilität auch heutzutage noch angenommen wird: – Unsupervised Learning in der Großhirnrinde: Präzise Repräsentation des sensorischen Zustands, des Kontexts und der Aktion. Finden einer passenden modularen Architektur für die gegebene Aufgabe. – Reinforcement Learning in den Basalganglien: Evaluierung der aktuellen Situation durch Reward-Prognosen. Selektierung von passenden Aktionen, durch Evaluation von Aktionskandidaten. – Supervised Learning im Kleinhirn: Lernen von internen Modellen des Körpers und der Umgebung. Replizierung von beliebigen Input-Output-Mustern, welche an anderer Stelle im Gehirn erlernt wurden.



3.4 Fazit In diesem Abschnitt wurden die wichtigsten psychologischen Aspekte von Reinforcement Learning dargestellt, welche auf die behavioristischen Konzepte der Klassischen und Operanten Konditionierung zurückführen. Beide Arten der Konditionierung sind sehr ähnlich, da in beiden Fällen Stimulus-Reaktions-Assoziationen gelernt werden. Genauer betrachtet unterscheiden sie sich jedoch signifikant in einem wichtigen Punkt. Bei der Klassischen Konditionierung wird der unkonditionierte und neutrale Stimulus von außen (vom Trainer) vorgegeben, mit dem Ziel, eine Assoziation zwischen der gewünschten Reaktion und der alleinigen Gegebenheit des neutralen Stimulus zu erzeugen. Hingegen wird beim Operanten Konditionieren lediglich der unkonditionierte Stimulus (Futter) präsentiert, und eine passende Reaktion durch das Individuum selbst erlernt bzw. verbessert. In einfachen Worten ausgedrückt, wird beim Klassischen Konditionieren gelernt das Verhalten der Umgebung zu prädizieren; hingegen bei der Operanten Konditionierung Verhalten erlernt, mittels welchem die Dynamik 2



Für alle s, a muss der Vorhersagefehler in Gleichung (2) Null sein.



4.1 Unsupervised Learning in der Großhirnrinde Als ein Unsupervised-Learning-System wird die Großhirnrinde (engl. cerebral cortex) verstanden, da die Aktivität von Neuronen auf den wahrgenommenen Signalen vom Zelleingang zu basieren scheint. Der Neocortex ist bei Säugetieren der stammesgeschichtlich jüngste Teil der Großhirnrinde, welcher bei Menschen ca. 90% dieser umfasst. Es wurde beobachtet, dass in der Großhirnrinde unter anderem sensorische, motorische und kontextuelle Informationen verarbeitet werden, wobei massiv rückgekoppelte Verbindungen womöglich dazu dienen, zeitlich kodierte Informationen erlernen zu können. Dabei deckten z. B. Untersuchungen an Katzen auf, dass das Antwortverhalten von Neuronen im visuellen Cortex nicht durch ein Fehler- oder Reward-Signal beeinflusst wird, sondern durch sensorische Erfahrungen aus der Vergangenheit [5, 22]. Aufgrund dessen glaubt man, dass die Plastizität von kortikalen Synapsen analog zur Hebbschen Lernregel erfolgt [2, 58]: Die Verbindung zweier miteinander verbundenen Neuronen A und B
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Abb. 1 Drei grundlegende Lernparadigmen: (A) Supervised Learning durch Fehlerpropagierung; (B) Reinforcement Learning durch ein Reward-Signal; (C) Unsupervised Learning durch Statistiken basierend auf dem Input-Signal.



wird verstärkt, falls A und B gleichzeitig aktiv sind; hingegen abgeschwächt, falls dies nicht der Fall ist [21]. Aus diesen Beobachtungen vermutet man daher, dass das Lernen in der Großhirnrinde nach dem Unsupervised-LearningParadigma erfolgt, da wahrgenommene Muster am Zelleingang, die gleichzeitige Aktivität eines nachgeschalteten Neurons beeinflussen. Eine wichtige Aufgabe der Großhirnrinde ist die Aktivierung einzelner Neuronengruppen zur Beschreibung der aktuellen Situation, was auf Basis einer Art Sensor-Fusion, z. B. durch ein Clustering mehrerer Sensor-Modalitäten, erreicht werden kann. Bildhaft kann man sich dies so vorstellen, dass es für eine auszuführende Motorik irrelevant ist, wie ein Befehl ankommt; z. B. das Arbeitszimmer zu verlassen, um zu einem Meeting zu gehen. Der Befehl könnte akustisch wahrgenommen werden, wenn ein Kollege auf dem Gang »Meeting« ruft; ebenso aber auch visuell, wenn ein Pop-Up-Fenster des elektronischen Terminkalenders auf dem Bildschirm erscheint. Die Aktivierung der entsprechenden Neuronengruppen zum Durchführen der passenden Motorik (Verlassen des Arbeitszimmers), ist unabhängig von der Sensor-Modalität, mittels welcher die Aufforderung zum Teammeeting zu gehen wahrgenommen wurde.



4.2 Reinforcement Learning in den Basalganglien In physiologischen Experimenten an Primaten beobachteten Schulz u. a., dass Aktivitäten von dopaminergen Neuronen im Mittelhirn ein Signal übertragen, welches Reward frühzeitig prädiziert [44, 45]. Derartige Neuronen projizieren



den Neurotransmitter Dopamin in die Basalganglien (engl. basal ganglia), welche unter anderem an der motorischen Aktionswahl stark beteiligt zu sein scheinen [11, 13, 59]. Dopamin dient in diesem Zusammenhang als Reward zur Bestärkung von Aktionen, was darauf schließen lässt, dass in diesem Areal das Lernparadigma von Reinforcement Learning vorzufinden ist. Interessanterweise wurde beobachtet, dass Aktivitäten von dopaminergen Neuronen nicht nur auf den unmittelbaren Reward zurückzuführen sind, sondern ebenfalls zukünftigen Reward prädizieren. Das erstaunliche hieran ist, dass diese Erkenntnis die Theorie von mathematischen RL-Modellen widerspiegelt, in welchen der Vorhersagefehler (vgl. Gleichung 2) die selbige Funktion besitzt [4, 48, 49]. In der Hirntheorie geht man davon aus, dass die aktuelle Situation (Großhirnrinde → Basalganglien) evaluiert wird, indem Reward-Prognosen für mögliche Aktionen erstellt werden [11]. Auf Basis dieser wird eine passende, motorische Aktion getätigt. Erhalten daraufhin die beteiligten Neuronen Dopamin, so steigt die Wahrscheinlichkeit, zukünftig in ähnlichen Situationen die selbige Aktion erneut zu wählen.



4.3 Supervised Learning im Kleinhirn Das Kleinhirn (engl. cerebellum) scheint laut einer Hypothese von Albus [1] und Marr [27] ein Supervised-LearningSystem zu sein. In einem derartigen wird nicht von einem Reward-Signal gelernt, sondern von einem Fehlersignal, über zu erlernende Input-Output-Muster; beispielsweise Modelle des Körpers oder der Umgebung [11]. Experimente über die Stabilisierung der visuellen Wahrnehmung zeigen, dass die dauerhafte Abschwächung der Signalübertragung (Langzeit-Depression) einer Purkinjezellsynapse im Kleinhirn, von Signalen einer Kletterfaser abhängig ist [24]. Die Kletterfasern besitzen ihren Ursprung im Olivenkomplex, wobei eine Purkinjezelle mit je einer der Kletterfasern verbunden ist. Eine Purkinjezelle besitzt jedoch weitere, geschätzte 200.000 Eingänge vom Parallelfaser-System, wodurch das Signal der Kletterfaser als Fehlersignal interpretiert wird.



4.4 Steuerung von Exploration/Exploitation Cohen u. a. berichten, dass die Erforschung von Exploration und Exploitation in der Neurobiologie noch sehr jung ist und demnach als spekulativ einzustufen gilt [7]. Diese Tatsache spiegelt die eigentliche Problemstellung wider, nämlich dass es bislang keinen allgemeingültigen, optimalen Mechanismus für Exploration und Exploitation gibt, auch wenn die Ziele der gegebenen Aufgabe klar definiert sind. In der Neurobiologie gibt es bereits einen Konsens darüber, dass zur
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Steuerung zwischen beider Modi das neuromodulatorische System stark involviert zu sein scheint [7, 14]. Dieses verändert den Wirkungsgrad von Neurotransmitter, welche beim Lernen dazu verwendet werden, die Verbindungen beteiligter Neuronen abzuschwächen oder zu verstärken. In Experimenten an Menschen fanden Daw u. a. mittels funktioneller Magnetresonanztomographie heraus, dass Entscheidungen über Exploration und Exploitation zu einer erhöhten Aktivität im präfrontalen Cortex (PFC) führen [8]. Hierbei wurde die Gehirnaktivität von Probanden beim Spielen eines mehrarmigen Banditen gemessen, wobei sich herausstellte, dass Explorationsentscheidungen zu erhöhter Aktivität im frontopolaren Bereich des PFC führen, hingegen Exploitationsentscheidungen zu erhöhter Aktivität im ventromedialen PFC. Für die Steuerung zwischen beiden Modi wurde der Neurotransmitter Norepinephrin identifiziert [3], dessen Ausschüttung im locus coeruleus beobachtet wurde, von wo aus er in mehrere Hirnareale projiziert wird. Die Steuerung der Ausschüttung scheint in Abhängigkeit von Unsicherheit und erwartetem Reward zu erfolgen: „ongoing assessments of both uncertainty and utility are likely to be important in regulating this balance“ [3]. Zusätzlich scheint Dopamin ebenso eine wichtige Rolle zu spielen, was ein Modell von McClure u. a. suggeriert [29].



5 Zusammenfassung In diesem Artikel wurde gezeigt, was unter Lernen in der Neurobiologie verstanden wird und welche Lernparadigmen hierfür in einzelnen Hirnarealen entdeckt wurden. Ebenso wurde das Verwandschaftsverhältnis zwischen dem Paradigma Reinforcement Learning und der Verhaltenspsychologie dargestellt. Die Forschungsergebnisse der Neurobiologie zeigen, dass Reinforcement Learning nicht ausschließlich für Lernen im Gehirn verantwortlich ist, sondern eine Interaktion mehrerer Paradigmen stattfindet [11]. So kann beispielsweise Unsupervised Learning zur effizienten Repräsentation des Zustands dienen, indem unterschiedliche Sensor-Modalitäten fusioniert werden. Supervised Learning dient hingegen zur Repräsentation von Modellen des Körpers und der Umgebung. Im technischen Kontext ist dies beispielsweise die Wertefunktion, welche oftmals durch Supervised-Learning-Verfahren gelernt wird, falls eine tabellarische Approximation für große Zustands- und Aktionsräume unpraktikabel wird. Zudem profitieren letztere ebenso von den Generalisierungseigenschaften der Funktionsapproximatoren, welche die zu erlernenden InputOutput-Muster abgeschwächt auch auf Nachbarzustände übertragen. Ein Zusammenspiel der mathematischen Modelle verschiedener Lernparadigmen ist daher in der Praxis von großem Interesse [10, 19, 42], wofür es im Gehirn analoge Anzeichen gibt [6, 11, 12, 23].
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