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Vorwort Das vorliegende Skript dient als Begleitlekt¨ ure zur vierst¨ undigen Vorlesung Information Retrieval“. ” An dieser Stelle m¨ ochte ich all jenen danken, die am Zustandekommen dieses Skriptums mitgewirkt ohaben. Das Kapitel u ¨ber Evaluierung wurde in wesentlichem Maße von Ulrich Pfeifer und Norbert G¨ vert gestaltet. Ein Teil des Abschnitts u ¨ber Signaturen basiert auf einer Vorlage von Renato Vinga. Tung Huynh, Thorsten Ernst und Michael G¨ unnewig haben zahlreiche Abbildungen erstellt und als TeXperten ultigen schriftlichen Fassung (wie auch schon der Folien zur Vorlesung) u die Erstellung der endg¨ ¨bernommen; hierf¨ ur m¨ ochte ich ihnen sehr herzlich danken. Frank Deufel, Kostadinos Tzeras, Oliver Stach, J¨ org Schneider und J¨ urgen Kalinski geb¨ uhrt Dank f¨ ur ihre sorgf¨altige Lekt¨ ure fr¨ uherer Fassungen dieses Skriptums, die zur Korrektur zahlreicher Fehler f¨ uhrten.



Literatur Leider gibt es kaum geeignete Lehrb¨ ucher zum Gebiet des Information Retrieval. Das einzig empfehlenswerte deutschsprachige IR-Buch ist [Ferber 03]. Thematisch breiter und m.E. das derzeit beste Buch zu diesem Thema ist [Baeza-Yates & Ribeiro-Neto 99], auch wenn dessen einzelne Kapitel von unterschiedlicher Qualit¨ at sind. Eine st¨ arker kognitiv orientierte Sichtweise als in dieser Vorlesung liegt dem Buch [Belew 00] zugrunde, das ansonsten aber sehr empfehlenswert ist. Das Werk [Agosti et al. 01] pr¨asentiert die Kurse einer aischen IR-Sommerschule und ist insbesondere wegen der Zusammenstellung der unterschiedlichen europ¨ Facetten des Gebietes lesenswert. Bedingt empfehlenswert sind die B¨ ucher von Robert Korfhage [Korfhage 97] und Frakes/Baeza-Yates [Frakes & Baeza-Yates 92], wobei letzteres sich nur auf die implementierungstechnischen Aspekte von Textretrievalsystemen beschr¨ankt (siehe hierzu auch [Witten et al. 94]). Als vertiefende Literatur sind die von Sparck Jones und Willet zusammengestellten Readings in IR“ [Sparck Jones ” & Willet 97] sehr zu empfehlen. Immer noch lesenswert ist auch das Buch von Rijsbergen [Rijsbergen 79a], das in elektronischer Form unter http://www.dcs.glasgow.ac.uk/Keith/Preface.html verf¨ ugbar ist. Literaturhinweise zu den einzelnen behandelten Themen finden sich im Text. Wo sich (wie angegeangere Abschnitte auf einzelne Publikationen st¨ utzen, ist nat¨ urlich die Lekt¨ ure der Originalarbeit ben) l¨ zu empfehlen. Als Quelle f¨ ur Beitr¨ age aus der aktuellen IR-Forschung sind zuallererst die Tagungsb¨ande der j¨ ahrlich stattfindenden ACM-SIGIR Conference on Research and Development in Information Retrieahrliche ACM-CIKM-Konferenz (International Conference on Information and val zu nennen. Auch die j¨ Knowledge Management) sowie die alle drei Jahre stattfindende RIAO-Tagung (Recherche d’informations assist´e par Ordinateur) befassen sich schwerpunktm¨aßig mit IR und verwandten Gebieten. Ganz oder in wesentlichen Teilen widmen sich dem Gebiet des IR die Zeitschriften ACM Transactions on Information Systems, Information Processing and Management, Journal of the American Society for Information Science.



Kapitel 1



Einfu ¨ hrung Will man den Gegenstand des Information Retrieval (IR) mit wenigen Worten beschreiben, so ist die Formulierung inhaltliche Suche in Texten“ wohl am treffendsten. Tats¨achlich wird damit aber nur ein ” wesentlicher — wenn auch der wichtigste — Bereich des Information Retrieval umschrieben, den man auch h¨ aufig als Textretrieval oder Dokumentenretrieval bezeichnet. Das klassische Anwendungsgebiet des IR sind Literaturdatenbanken, die heute in Form Digitaler Bibliotheken zunehmend an Bedeutung gewinnen. IR ist besonders popul¨ar geworden durch die Anwendung in Internet-Suchmaschinen; dadurch kommt jeder Internet-Nutzer mit IR-Methoden in Ber¨ uhrung. Neben der Suche in Texten werden auch zunehmend IR-Anwendungen f¨ ur multimediale Daten realisiert, wobei insbesondere Bildretrieval-Methoden eine gewisse Verbreitung erfahren haben. Jeder, der eine dieser Anwendungen wiederholt genutzt hat, wird die wesentlichen Unterschiede zwischen IR-Anwendungen und denen klassischer Datenbanksysteme leicht erkennen: urfnis passenden Anfrage bereitet erhebliche • Die Formulierung einer zum aktuellen Informationsbed¨ Probleme. • Meistens durchk¨ auft der Prozess der Anfrageformulierung mehrere Iterationen, bis passende Antworten gefunden werden. • Anfragen liefern potentiell sehr viele Antworten (vgl. die Gesamtzahl der Treffer bei InternetSuchmaschinen), aber nur wenige davon sind f¨ ur den Nutzer interessant. • Das vorgenannte Problem entsch¨ arft sich durch die vom System bereitgestellte Rangordnung der Antworten, wodurch potentiell relevante Antworten geh¨auft am Anfang der Rangliste auftauchen (z.B. betrachten bei Internet-Suchmaschinen mehr als 90% aller Nutzer nur die ersten 10 Antworten) • Bei Textdokumenten, aber noch st¨ arker bei Bildern zeigt sich, dass die systemintern verwendete asentation des Inhalts von Dokumenten teilweise inad¨aquat, auf jeden Fall aber mit Unischerheit Repr¨ behaftet ist.



1.1



Was ist Information Retrieval?



Zur Definition des Gebietes legen wir hier die Beschreibung der Aufgaben und Ziele der Fachgruppe Information Retrieval“ innerhalb der Gesellschaft f¨ ur Informatik“zugrunde: ” ” Im Information Retrieval (IR) werden Informationssysteme in bezug auf ihre Rolle im Prozess des ” Wissenstransfers vom menschlichen Wissensproduzenten zum Informations-Nachfragenden betrachtet. Die Fachgruppe Information Retrieval“ in der Gesellschaft f¨ ur Informatik besch¨aftigt sich dabei schwerpunkt” m¨ aßig mit jenen Fragestellungen, die im Zusammenhang mit vagen Anfragen und unsicherem Wissen entstehen. Vage Anfragen sind dadurch gekennzeichnet, dass die Antwort a priori nicht eindeutig definiert ist. Hierzu z¨ ahlen neben Fragen mit unscharfen Kriterien insbesondere auch solche, die nur im Dialog iterativ durch Reformulierung (in Abh¨angigkeit von den bisherigen Systemantworten) beantwortet werden k¨ onnen; h¨ aufig m¨ ussen zudem mehrere Datenbasen zur Beantwortung einer einzelnen Anfrage durchsucht werden. Die Darstellungsform des in einem IR-System gespeicherten Wissens ist im Prinzip nicht beschr¨ ankt (z.B. Texte, multimediale Dokumente, Fakten, Regeln, semantische Netze). Die Unsicherheit (oder die Unvollst¨ andigkeit) dieses Wissens resultiert meist aus der begrenzten Repr¨asentation
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von dessen Semantik (z.B. bei Texten oder multimedialen Dokumenten); dar¨ uber hinaus werden auch solche Anwendungen betrachtet, bei denen die gespeicherten Daten selbst unsicher oder unvollst¨andig sind (wie z.B. bei vielen technisch-wissenschaftlichen Datensammlungen). Aus dieser Problematik ergibt sich die Notwendigkeit zur Bewertung der Qualit¨at der Antworten eines Informationssystems, wobei in einem weiteren Sinne die Effektivit¨ at des Systems in bezug auf die Unterst¨ utzung des Benutzers bei der L¨osung seines Anwendungsproblems beurteilt werden sollte.“ Als kennzeichnend f¨ ur das Gebiet werden somit vage Anfragen und unsicheres Wissen angesehen. Die Art der Darstellung des Wissens ist dabei von untergeordneter Bedeutung. ankt auf die inhaltsorientierte Suche in (multimedialen) Dokumenten Oftmals wird IR auch eingeschr¨ betrachtet. (Tats¨ achlich behandeln wir in diesem Skriptum fast ausschließlich Modelle und Methoden aus diesem Bereich.) F¨ ur diese Art der Suche kann man folgende Abstraktionsstufen unterscheiden: Syntax: Hierbei wird ein Dokument als Folge von Symbolen aufgefasst. Methoden, die auf dieser Ebene operieren, sind z.B. die Zeichenkettensuche in Texten sowie die Bildretrievalverfahren, die nach Merkmalen wie Farbe, Textur und Kontur suchen. aftigt sich mit der Bedeutung eines Dokumentes. Methoden zur Repr¨asentation der SeSemantik besch¨ mantik eines Textes haben eine lange Tradition im Bereich der Wissensrepr¨asentation; semantisches Bildretrieval m¨ usste die Suche nach Bildern unterst¨ utzen, die z.B. bestimmte (Klassen von) Objekten enthalten (Menschen, H¨ auser, Autos,. . . ). ur einen bestimmten Zweck. Zum Beispiel Pragmatik orientiert sich an der Nutzung eines Dokumentes f¨ sucht ein Student Literatur zur einem vorgegebenen Seminarthema. Bildarchive werden h¨aufig von Journalisten in Anspruch genommen, um einen Artikel zu illustrieren; dabei ist meist das Thema vorgegeben, aber nicht der semantische Bildinhalt. Generell l¨ asst sich festhalten, dass Nutzer meistens an einer Suche auf der pragmatischen Ebene interessiert sind. Insbesondere bei nicht-textuellen Dokumenten k¨onnen dies heutige IR-Systeme aber kaum leisten. Abschließend zu diesen Betrachtungen geben wir hier die in [Rijsbergen 79a] skizzierten Dimensionen des IR wieder (Tabelle 1.1). Dabei steht die mittlere Spalte f¨ ur mehr Datenbank-orientierte Anwendungen, w¨ ahrend die rechte Spalte eher klassische IR-Anwendungen charakterisiert. Allerdings kann man die jeweiligen Eintr¨ age einer Zeile auch als die zwei Endpunkte einer kontiniuierlichen Skala auffassen, auf ogliche Zwischenl¨ osungen gibt. Solche L¨osungen sind insbesondere bei Anwendungen, mit der es viele m¨ semistrukturierten Daten (z.B. XML) gefragt. Matching Inferenz Modell Klassifikation Anfragesprache Fragespezifikation gesuchte Objekte Reaktion auf Datenfehler



exakt Deduktion deterministisch monothetisch formal vollst¨andig die Fragespezif. erf¨ ullende sensitiv



partiell, best match Induktion probabilistisch polithetisch nat¨ urlich unvollst¨andig relevante insensitiv



Tabelle 1.1: Dimensionen des Information Retrieval



Kapitel 2



IR-Konzepte 2.1



Daten — Information — Wissen



Datenbanksysteme enthalten Daten. IR-Systeme sollen die Suche nach Information1 unterst¨ utzen. Entunstliche Intelligenz)-Publikationen halten IR-Systeme also Information? Schließlich ist vor allem in KI (K¨ h¨ aufig die Rede von Wissensbasen. Was ist denn nun der Unterschied zwischen Daten, Wissen und Information? In der deutschen Informationswissenschaft hat man sich vor einigen Jahren auf eine einheitliche Terminologie geeinigt, die aber leider im Gegensatz zur sonst in der Informatik verwendeten steht. Daher verwenden wir hier die allgemein u ¨bliche Begrifflichkeit, allerdings in Kombination mit den Erl¨auterungen aus der Informationswissenschaft (siehe Abbildung 2.1). Danach sind Daten auf der syntaktischen Ebene anzusiedeln. In diesem Sinne w¨ are also eine Datenbasis eine nackte Sammlung von Werten ohne jegliche Semantik. Kommt Semantik hinzu, so sprechen wir von Information. Dementsprechend enthalten also Datenbanksysteme nicht nur Daten, sondern auch Information, weil zus¨atzlich zu den Daten zumindest ein Teil der Semantik des jeweiligen Anwendungsgebietes auch im System modelliert wird. Genauso enth¨ alt jedes IR-System Information (im Gegensatz etwa zu dem Fall, wo man Texte einfach in einer Datei abspeichert und mit Hilfe eines Texteditors durchsucht). Wissen schließlich ist auf der pragmatischen Ebene definiert. In Abwandlung von [Kuhlen 90] l¨ asst sich dies so formulieren: Wissen ist die Teilmenge von Information, die von jemandem in einer konkreten ” Situation zur L¨ osung von Problemen ben¨ otigt wird“. Da dieses Wissen h¨aufig nicht vorhanden ist, wird danach in externen Quellen gesucht. Hierbei dient ein Informationssystem dazu, aus der gespeicherten Information das ben¨ otigte Wissen zu extrahieren. Wir sprechen auch von Informationsflut, wenn uns große 1 Da Information keine exakt quantifizierbare Gr¨ oße ist, gibt es auch den Plural Informationen“ nicht. Es gibt nur mehr ” oder weniger Information.



Daten



syntaktisch definierte Verfahren der Daten− verarbeitung



Information



semantisch begründete Verfahren der (Wissen−) Repräsentation



Wissen



pragmatisch kontrollierte Wissens− erarbeitung zur informationellen Handlungs− absicherung



Abbildung 2.1: Daten — Information — Wissen
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Mengen an Information zugeleitet werden, aus denen wir nur mit M¨ uhe das ben¨otigte Wissen extrahieren k¨ onnen. Daher sind wir auch bereit, f¨ ur gezielt bereitgestelltes Wissen zu zahlen (z.B. Tageszeitung, werbefreies Fernsehen). Somit kann man die Transformation von Information in Wissen als einen Mehrwert erzeugenden Prozess sehen [Kuhlen 91]. Schlagwortartig l¨asst sich die Beziehung zwischen Information und Wissen ausdr¨ ucken durch die Formulierung Wissen ist Information in Aktion“. ” Als anschauliches Beispiel kann man hierzu die online verf¨ ugbaren UNIX-Manuals betrachten. Diese beinhalten Information u ¨ber UNIX. Wenn nun ein Benutzer eines UNIX-Systems eine bestimmte Aktion ausf¨ uhren m¨ ochte (z.B. ein Dokument drucken), aber nicht weiß, durch welche Kommandos er dies erreicht, so ist das in diesem Fall ben¨ otigte Wissen gerade die entsprechende Teilmenge der insgesamt in den ugbaren, umfangreichen Information. Da nur ein geringer Teil der gesamten Information Manuals verf¨ ben¨ otigt wird, besteht der Mehrwert des Wissens (so sie durch die hierzu verf¨ ugbaren Werkzeuge wie z.B. das man-Kommando geliefert wird) gerade in ihrer gezielten Bereitstellung. 1) Verfügbarkeit a) Bereitstellung b) Zugänglichkeit 2) Interpretierbarkeit



Daten



3) Neuigkeit 4) Glaubwürdigkeit



Information



5) Relevanz a) Kontext−Relevanz b) Aktualität 6) Entsch.−Verfügbark. a) Bereitstellung b) Zugänglichkeit



Wissen



7) Validität a) Informationsgehalt b) Verständlichkeit 8) Informationswert



Entscheidung



Nützlichkeit



Abbildung 2.2: Wissen zur Entscheidungsunterst¨ utzung Wie oben erw¨ ahnt, dient Wissen zur informationellen Handlungsabsicherung“. Im Kern geht es dabei ” um Rolle des Wissens zur Entscheidungsunterst’utzung. Dieser Zusammenhang wird durch Abbildung 2.2 verdeutlicht. Hier sind zugleich einige Qualit¨atskriterien f¨ ur die einzelnen Transformationsschritte angegeben. Diese Aspekte werden vornehmlich im Bereich des Wissensmanagement betrachtet, wo die Rolle des Wissens innerhalb organisatorischer Strukturen und bei Arbeitsabl¨aufen untersucht wird.



2.2



Konzeptionelles Modell fu ¨ r IR-Systeme



ur Informationssysteme, das wir f¨ ur die nachfolgenden Wir beschreiben hier ein konzeptionelles Modell f¨ Ausf¨ uhrungen zugrundelegen wollen. Dabei beschr¨anken wir uns auf die Funktion der Informationssuche, w¨ ahrend andere Aspekte solcher Systeme (z.B. die Aktualisierung der Datenbank oder zentrale vs. verteilte ucksichtigt bleiben. Datenhaltung) unber¨ Das vorgeschlagene konzeptionelle Modell baut auf dem in [Meghini et al. 91] dargestellten Dokumentmodell auf, das wiederum eine Erweiterung der urspr¨ unglich im Electronic Publishing entwickelten Trennung zwischen Layout und logischer Struktur ist. Die wesentliche Idee dieses Dokumentmodells besteht darin, dass es mehrere Sichten auf den Inhalt eines Dokumentes gibt (siehe Abb. 2.3) • Die Layout-Sicht beschreibt die Darstellung eines Dokumentes auf einem zweidimensionalen Medium. alt die logische Struktur eines Dokumentes; diese umfasst die zur Verarbei• Die logische Sicht enth¨ tung (z.B. Editieren) notwendigen Informationen, also im wesentlichen den Inhalt ohne die LayoutStruktur. • Die semantische (oder inhaltliche) Sicht bezieht sich auf die Semantik des Inhalts eines Dokumentes. F¨ ur IR-Systeme ist diese Sicht essentiell, da ansonsten nur primitive Suchoperationen in der Form der Zeichenkettensuche m¨ oglich w¨ aren. Prinzipiell lassen sich diese drei Sichten auf beliebige Objekte in Datenbanken anwenden. Bei herk¨ommutzt, da dies f¨ ur die meisten Anwendungen v¨ ollig lichen Datenbanken wird nur die logische Sicht unterst¨ ausreicht. Solange an die Darstellung der Objekte keine besonderen Anforderungen gestellt werden, reichen uber hinaus werden meist die generischen Ausgabeformate der interaktiven Anfrageschnittstelle aus. Dar¨ aber f¨ ur Standard-Anwendungen spezielle Ausgabemasken erstellt, so dass diese im Prinzip die LayoutSicht realisieren (allerdings ist die Verwaltung dieser Masken nicht in das Datenbanksystem integriert). F¨ ur eine zus¨atzliche semantische Sicht bestand bislang bei Datenbanksystemen keine Notwendigkeit, da
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head title autor chapter section section chapter



IR networks heterogeneity effectivness user friendlyn. content structure



logical structure



layout structure



IR in networks J. Doe



creator="J. Doe" crdate="19991201" format="LaTeX" attributes



document Abbildung 2.3: Sichten auf Dokumente diese bei den vorherrschenden kaufm¨ annischen und administrativen Anwendungen mit der logischen Sicht identisch ist. Aufbauend auf diesen drei Sichten auf Dokumente und Datenbank-Objekte im allgemeinen l¨asst sich das in Abbildung 2.4 dargestellte konzeptionelle Modell formulieren. Jedes Dokument einer Datenbasis wird mittels geeigneter Erschließungsverfahren eine entsprechende interne Darstellung (die wir hier Repr¨ asentation nennen wollen) transformiert, in der neben Struktur und Layout auch der Inhalt geeignet repr¨ asentiert wird. Diese wird zu einer Dokument-Beschreibung verdichtet, die all jene Angaben zum Dokument enth¨ alt, nach denen gesucht werden kann. Eine Anfrage des Benutzers enth¨alt zun¨achst einmal Selektionsbedingungen, die sich auf alle drei Aspekte eines Dokumentes beziehen k¨onnen. ur Anfragen mit Bezug zu den verschiedenen Arten von Sichten w¨aren in einem B¨ uroBeispiele f¨ Informationssystem etwa Suche alle Informationen u urom¨obel“ (semantisch), Suche alle Rechnun¨ber B¨ ” ” gen der Firma Meier“ (logisch) und Suche einen Brief, der ein blaues Logo in der rechten oberen Ecke ” alt“ (Layout). In der Regel werden in einer Anfrage aber Bedingungen an die verschiedenen Aspekte enth¨ in Kombination auftreten. Die resultierende Antwortdokumente werden dann projiziert, um geeignete Surrogate zu erzeugen; diese Projektion kann sich wiederum auf alle drei Aspekte eines Dokumente beziehen; z.B. w¨ urden Titel und fragebezogene Zusammenfassung eine Kombination aus strukturellen und inhaltlichen Aspekten darstellen, ein Thumbnail der ersten Seite w¨are eine Layout-bezogene Projektion. Die projizierten Dokumente/Surrogate werden dann als Menge dargestellt. Auch hier k¨onnen Inhalt, Struktur und Layout der Darstellung gew¨ ahlt werden: Im einfachsten Fall werden die Surrogate als lineare Liste (nach fallenden Retrievalwerten oder syntaktischen Merkmalen wie z.B. Erscheinungsjahr geordnet) dargestellt; sie k¨ onnen aber auch nach inhaltlichen Kriterien geclustert oder klassifiziert werden, oder als Zusammenfassung von mehreren Dokumenten dargestellt werden. Anspruchsvollere Visualisierungen nutzen die oglichkeiten st¨ arker aus. Layout-M¨ Anhand dieser Abbildung kann auch der Aspekt der Unsicherheit verdeutlicht werden. Die Ableitung der Repr¨ asentation aus dem eigentlichen Dokument ist eine wesentliche Quelle von Unsicherheit. Speziell bei Texten oder multimedialen Dokumenten kann deren Inhalt nur unzureichend erschlossen werden
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Abbildung 2.4: Konzeptionelles Modell f¨ ur Informationssysteme Auf der Seite der Fragen ergeben sich die gleichen Probleme der Unsicherheit, insbesondere bei der Abbildung des Informationswunsches auf die formale Anfrage Zus¨atzlich spielt hier das f¨ ur IR-Anwendungen typische Moment der Vagheit eine wichtige Rolle. Daher sollte die Frageformulierung in der Lage sein, diese Vagheit zu repr¨ asentieren. Bei probabilistischen Textretrievalsystemen geschieht dies z.B. durch eine Gewichtung der Frageterme.



Kapitel 3



Evaluierung Wie in kaum einem anderen Teilgebiet der Informatik spielt die Evaluierung von Verfahren im Information Retrieval eine wichtige Rolle. Aufgrund der Komplexit¨at der Aufgabenstellung sind nicht-experimentelle Methoden zur Beurteilung von Retrievalverfahren wenig geeignet. Zudem ist die Forschungsliteratur im IR reich an Beispielen von plausibel und m¨ achtig erscheinenden Verfahren, die entweder gar nicht praktisch umsetzbar waren oder aber bez¨ uglich der erreichten Retrievalqualit¨at bei weitem nicht an einfachere, aber wirkungsvollere Verfahren heranreichten. Evaluierungen sollen die Qualit¨ at eines Systemsbeurteilen helfen. Dabei muss man ber¨ ucksichtigen, dass es unterschiedliche Blickwinkel auf ein IRS gibt, z.B. die von Benutzern, K¨aufern, Managern, Herstellern oder Entwicklern. F¨ ur jede dieser Gruppen sind bestimmte Aspekte eines Systems wichtiger als andere, stehen andere Fragen bei der Evaluierung im Vordergrund. Eingie dieser Fragen k¨onnten etwa sein: • Was kann ich ¨ andern, um die Qualit¨at eines Systems zu verbessern? • Welche Art der Textrepr¨ asentation ist am besten? • Welches Retrievalmodell liefert die besten Ergebnisse? • Welche Qualit¨ at weist ein System auf? • Welches System ist besser? • Welches System soll ich kaufen? • Wie kann ich Qualit¨ at messen? • Was bedeutet Qualit¨ at f¨ ur mich? Um diese Fragen zu beantworten, k¨ onnen jeweils geeignete Evaluierungen konzipiert und durchgef¨ uhrt werden. Generell sollte jede Evaluierungen — insbesondere wenn sie wissenschaftlichen Maßst¨aben gen¨ ugen will — folgende zwei Eigenschaften erf¨ ullen: assigkeit Dieselbe Untersuchung im gleichen Kontext sollte stets dieselben Ergebnissen liefern , Zuverl¨ das experiment sollte also wiederholbar sein. Validit¨ at Die Beobachtungen sollten mit den ’tats¨achlichen’ Verh¨altnissen u ul¨bereinstimmen, um die G¨ tigkeit der Ergebnisse zu gew¨ ahrleisten. Dabei ist zu beachten dass IR-Experimente stets stochastische Experimente sind, dass also bei Wiederholungen eines Experimentes sich in der Regel nicht genau die gleichen Messwerte wie beim vorherigen Versuch ergeben. Daher muss eine ausreichende Zahl von Versuchen durchgef¨ uhrt werden (z.B. eine gr¨oßere Menge von Anfragen betrachtet werden), um sowohl Zuverl¨assigkeit als auch Validit¨at zu erreichen. Abh¨ angig von der Entwicklungsphase des zu untersuchenden Systems kann man folgende Arten von Evaluierungen unterscheiden: • Die Formative Evaluierung wird zu Beginn der Systementwicklung durchgef¨ uhrt. Abh¨angig vom anvisierten Anwendungskontext und weiteren Projektzielen werden u.a. Funktionalit¨at, Zielen und gew¨ unschte Ergebnisse des zu entwickelnden Systems festgelegt. Hierbei handelt es sich also nicht um Evaluierung im engeren Sinne, sondern eher um eine Anforderungsspezifikation. • Die iterative Evaluierung wird begleitend zur Systemeentwicklung durchgef¨ uhrt und dient im wesentlichen als Grundlage f¨ ur bzw. zur Verifizierung von Basis Entwurfsentscheidungen. • Demgegen¨ uber steht die summative Evaluierung am Projektende, die das realisierte Systems mit den Projektzielen vergleicht.
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• Die komparative Evaluierung vergleicht mehrere Systeme (bzw. -Komponenten), meist auf der Basis standardisierter Qualit¨ atsmaße Im Folgenden werden wir haupts¨ achlich Methoden f¨ ur die iterative und die komparative Evaluierung betrachten.



3.1



Effizienz und Effektivit¨ at



Wenn man von Bewertung von IR-Methoden spricht, so muss man zwischen Effizienz und Effektivit¨ at ur unterscheiden. Unter Effizienz versteht man den m¨oglichst sparsamen Umgang mit Systemressourcen f¨ eine bestimmte Aufgabe. Zu diesen Ressourcen z¨ahlen haupts¨achlich: • Speicherplatz, • CPU-Zeit, • Anzahl I/O-Operationen, • Antwortzeiten. In den u ¨brigen Gebieten der Informatik kann man sich h¨aufig auf reine Effizienzbetrachtungen beschr¨ anken, weil dort die vom System zu l¨ osenden Aufgabenstellungen klar definiert sind und eine korrekte und vollst¨ andige L¨ osung der Aufgaben durch das System unabdingbare Voraussetzung ist. Im Information Retrieval dagegen muss man akzeptieren, dass es praktisch kein System gibt, das die hier betrachteten Aufgabenstellungen perfekt l¨ ost. Ein wesentlicher Unterschied zwischen einzelnen Systemen besteht gerade in der Qualit¨ at, mit der ein System die gew¨ unschten Leistungen erbringt. Effektivit¨ at bezeichnet das Kosten-Nutzen-Verh¨altnis bei der Anwendung eines bestimmten Verfahrens. Bei der Nutzung eines IR-System bestehen die Kosten“ in dem vom Benutzer aufzubringenden Zeitauf” wand und seiner mentalen Belastung bei der L¨osung seines Problems mithilfe des Systems. Der erzielte Nutzen besteht in der Qualit¨ at der erreichten L¨osung. (Ein einfaches Beispiel hierf¨ ur w¨are z. B. die Suche eines Studenten nach Literatur zur Pr¨ ufungsvorbereitung in einem bestimmten Fach; der erzielte Nutzen onnte dann z. B. an der erreichten Note gemessen werden). k¨ Bei Evaluierungen h¨ alt man meistens einen der beiden Parameter (Kosten, Nutzen) konstant. Bei der Evaluierung interaktiver Systeme wird oft der Nutzen konstant gehalten, indem man Fragen verwendet, auf die es eine eindeutige Antwort gibt (z. B. Wie lange ist der Rhein?); dann misst man den hierf¨ ur ben¨ otigten Aufwand des Benutzers. Alternativ kann man den Aufwand fest vorgeben: z. B. wird bei interaktiven Systemen den Nutzern eine feste Zeit zur Suche vorgegeben; meist nimmt man aber an, dass der Benutzer nur die Anfrage formuliert und keine weitere Interaktion stattfindet. Wir werden die folgenden Betrachtungen allein auf den Fall konstanten Aufwands beschr¨anken — nicht zuletzt deshalb, weil die hier betrachteten Verfahren keine oder nur wenige, standardisierte Interaktionsm¨oglichkeiten zwischen Benutugt es, allein die resultierende Qualit¨at eines Informationssystems zu zer und System zulassen. Daher gen¨ betrachten.



3.2



Relevanz



Um die Qualit¨ at der Antworten eines IR-Systems zu beurteilen, legt man meist das Konzept der Relevanz zugrunde: Relevanz bezeichnet dabei eine Eigenschaft der Beziehung zwischen der Anfrage und einem einzelnen Element der Antwortmenge. Hierbei werden folgende Annahmen gemacht: • Die Systemantwort ist eine Menge von Objekten (z. B. Dokumente). Damit werden st¨arker strukturierte Antworten nicht ber¨ ucksichtigt. Wie unten gezeigt wird, lassen sich die hier diskutierten Evaluierungsmethoden aber leicht auf lineare Anordnungen (Rangordnungen) ausdehnen. • Die Qualit¨ at des Objekts, also seine Relevanz bez¨ uglich der Anfrage, h¨angt nur von der Anfrage ab. Wechselseitige Abh¨ angigkeiten zwischen Objekten bleiben dagegen unber¨ ucksichtigt (wenn z. B. die Bedeutung eines bestimmten Dokumentes erst nach der Lekt¨ ure eines anderen Dokumentes erkannt wird). Ebenso unber¨ ucksichtigt bleibt die Tatsache, dass die Beziehung zwischen Informationsbed¨ urfnis und Anfrage relativ komplex sein kann und sich nur schlecht auf eine lineare Skala abbilden l¨aßt. In der Literatur werden meist 4 Arten von Relevanz unterschieden:
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Situative Relevanz beschreibt die (tats¨ achliche) N¨ utzlichkeit des Dokumentes in Bezug auf die Aufgabe, aus der heraus das Informationsbed¨ urfnis entstanden ist. Diese Auffassung von Relevanz orientiert sich also an unserer Definition des Informationsbegriffs. Allerdings kann man die situative Relevanz praktisch kaum erfasssen, es handelt sich also eher um ein theoretisches Konstrukt. Pertinenz ist die subjektiv vom Benutzer empfundene N¨ utzlichkeit des Dokumentes in Bezug auf das Informationsbed¨ urfnis. Wenn also der Anfragende selbst Relevanzurteile abgibt, so handelt es sich genau genommen um Pertinenzurteile. Objektive Relevanz ist die von einem oder mehreren neutralen Beobachtern beurteilte Beziehung zwischen dem ge¨ außerten Informationswunsch und dem Dokument. Dier Relevanzbegriff wird h¨aufig bei Systemevaluierungen zugrunde gelegt. Systemrelevanz bezeichnet die von einem automatischen System gesch¨atzte Relevanz des Dokumentes in Bezug auf die formale Anfrage. In diesem Skript verwenden wir hierf¨ ur die Bezeichnung Retrievalwert (englisch: Retrieval Status Value (RSV)), der durch die so genannte Retrievalfunktion berechnet wird. Im Folgenden wird zwischen Pertinenz und objektiver Relevanz nicht mehr unterschieden. Zudem machen wir die Einschr¨ ankung, dass die Relevanzskala zweistufig ist, also aus den beiden Werten relevant“ ” und nicht relevant“ besteht. ”



3.3



Distributionen



Distributionen sind abstrakte Darstellungen von Retrievalantworten, die als Grundlage f¨ ur Bewertungsmaße dienen. Wir illustrieren dieses Konzept anhand eines Beispiels: Als Antwort auf eine Anfrage berechne ur die Dokumente in der Datenbasis: ein System folgende Retrievalwerte f¨ {(d1 , 0.3), (d2 , 0.8), (d3 , 0.1), (d4 , 0.8), (d5 , 0.8), (d6 , 0.6), (d7 , 0.3), (d8 , 0.1)} Daraus ergibt sich folgende Rangordnung bzw. Distribution von Dokumenten: ({d2 , d4 , d5 }, {d6 }, {d1 , d7 }, {d3 , d8 }) ¯ – nicht relevant): Die Relevanzbeurteilung des Benutzers sei nun folgende (R – relevant, R ¯ (d4 , R), (d5 , R), (d6 , R), ¯ (d7 , R), (d8 , R)} {(d1 , R), (d2 , R), (d3 , R), Durch die Zusammenf¨ uhrung von Rangordnung und Relevanzurteilen erh¨alt man die Distribution mit Relevanzurteilen: + + − + + − + ({d+ 2 , d4 , d5 }, {d6 }, {d1 , d7 }, {d3 , d8 }) F¨ ur die Bewertung der Retrievalqualit¨ at abstrahiert man nun von spezifischen Dokumenten. Dadurch ¨ ergeben sich Aquivalenzklassen von Distributionen mit Relevanzurteilen, die wir im folgenden einfach als Distributionen bezeichnen: ∆ = (+ + +| − | + +| + −) Die einzelnen R¨ ange werden dabei durch |“ getrennt, +“ bezeichnet ein relevantes und −“ ein nichtre” ” ” levantes Dokument.



3.4



Standpunkte und Bewertungsmaße



Jedem Bewertungsmaß liegt ein bestimmter Standpunkt bez¨ uglich des Besserseins“ einer Distribution ” im Vergleich zu einer anderen zugrunde. Bevor man ein Maß anwendet, sollte man sich daher im Klaren dar¨ uber sein, welcher Standpunkt dem gew¨ahlten Maß zugrundeliegt und ob dieser f¨ ur die aktuelle Anwendung ad¨ aquat ist.



KAPITEL 3. EVALUIERUNG



3.4.1



14



Benutzerstandpunkte



Wir nehmen an, dass das IRS als Antwort auf eine Anfrage eine Rangordnung von Dokumenten produziert, die der Benutzer sequentiell solange durchsieht, bis ein bestimmtes Abbruchkriterium erf¨ ullt ist. F¨ ur jedes Kriterium (= Standpunkt) kann man dann ein entsprechendes Bewertungsmaß definieren, das die Pr¨aferenur m¨ogliche Abbruchkriterien und zugeh¨orige Bewertungsmaße zen des Benutzers widerspiegelt. Beispiele f¨ sind: • n Dokumente gesehen: # gesehene relevante Dokumente • n relevante Dokumente gesehen: # gesehene Dokumente • n nicht relevante Dokumente gesehen: # gesehene / # gesehene relevante Dokumente • n nicht relevante Dokumente in Folge gesehen: # gesehene / # gesehene relevante Dokumente



3.4.2



Benutzer- vs. Systemstandpunkte



Man kann grob zwischen Benutzer- und Systemstandpunkten unterscheiden. Erstere spiegeln dabei die Sicht eines einzelnen Benutzers wider, w¨ ahrend letzteren ein globale Sicht (die des Systembetreibers) zugrundeliegt. Dementsprechend beziehen sich benutzerorientierte Maße auf das m¨ogliche Verhalten und die Pr¨ aferenzen der Benutzer. Systemorientierte Maße entsprechen dagegen einer systemorientierten Sicht, angig von speziellen Benutzerstandpunkten ist. Daher wird eine globale“ Bewertung der Disdie unabh¨ ” tribution angestrebt. Im Gegensatz dazu werden etwa bei den obigen benutzerorientierten Maßen jeweils nur die ersten Dokumente der Rangordnung betrachtet. Ein einfaches systemorientiertes Maß w¨are daher ¯ z. B. ∆ = (+ + +| − | + +| + −) die Korrelation zwischen Systemantwort ∆ und idealer Distribution ∆, ¯ = (+ + + + + + | − −). Als Beispiel f¨ und ∆ ur ein systemorientiertes Maß wird in Abschnitt ?? das N¨ utzlichkeitsmaß vorgestellt.



3.5 3.5.1



Maße fu ¨ r boolesches Retrieval Recall, Precision und Fallout



Wir betrachten zun¨ achst den Fall der Retrievalbewertung f¨ ur boolesches Retrieval, da die Maße f¨ ur Rangordnungen Erweiterungen der Maße f¨ ur boolesches Retrieval sind. Als Benutzerstandpunkt wird hier angenommen, dass der Benutzer sich stets alle gefundenen Dokumente anschaut. Im Folgenden bezeichne GEF die Menge der gefundenen Antwortobjekte, REL die Menge der relevanten Objekte in der Datenbank und ALL die Gesamtzahl der Dokumente in der Datenbank (Abbildung 3.1).
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relevant (REL) Kollektion Abbildung 3.1: Mengen der relevanten und gefundenen Dokumente
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Basierend auf diesen Mengen lassen sich dann die Maße Precision, Recall und Fallout wie folgt definieren:



Precision:



p :=



|REL ∩ GEF | |GEF |



Recall:



r :=



|REL ∩ GEF | |REL|



Fallout:



f :=



|GEF − REL| |ALL − REL|



Hierbei gibt die Precision den Anteil der relevanten an den gefundenen Dokumenten wieder. Recall dagegen bezeichnet den Anteil der relevanten Dokumente, die tats¨achlich gefunden wurden. Schließlich misst Fallout den Anteil der gefundenen irrelevanten an allen irrelevanten Dokumenten der Kollektion; ahigeit des Systems bewertet, irrelevante Dokumente vom Benutzer fernzuhalten. hiermit wird also die F¨ Da es sich bei Retrievalexperimenten um stochastische Experimente handelt, sollte man die Messwerte auch entsprechend interpretieren. Im Falle der Precision p = |REL ∩ GEF |/|GEF | wird damit die Wahrscheinlichkeit approximiert, dass ein (zuf¨ allig ausgew¨ahltes) gefundenes Dokument relevant ist. Analog sch¨ atzt man mit dem Recall r = |REL ∩ GEF |/|REL| die Wahrscheinlichkeit, dass ein (zuf¨allig ausgew¨ ahltes) relevantes Dokument gefunden wird. Entsprechendes gilt f¨ ur den Fallout. Diese probabilistische Interpretation der Retrievalmaße spielt eine wesentliche Rolle bei den Optimalit¨atsbetrachtungen zum probabilistischen Ranking-Prinzip. F¨ ur konkrete Anwendungen — insbesondere solche, bei denen anstelle eines Booleschen Retrieval eine Rangliste von Antworten zom System geliefert wird — werden h¨aufig Varianten dieser Maße verwendet, die an den jeweiligen Kontext angepasst wurden. • Beim Web-Retrieval kann man davon ausgehen, dass die meisten Benutzer (nach empirischen Untersuchungen ca. 90 %) sich nur die erste Seite der Ergebnisliste anschauen, die in der Regel 10 Antworten enth¨ alt. Ein passendes Maß ist daher die Precision nach 10 Dokumentren, die meist als utzter) Standpunkt w¨are die ’Prec@10’ bezeichnet wird. Ein extremer (aber z.B. von Google unterst¨ Precision des ersten Dokumentes (Prec@1). • Bei Evaluierungsinitiativen wie TREC, CLEF oder INEX werden in analoger Weise z.B. Prec@5, Prec@10, Prec@30 und Prec@100 parallel betrachtet, um Benutzerklassen zu simulieren, die sich jeweils die entsprechende Anzahl Dokumente anschauen. Erg¨anzend werden Recall-orientierte Standpunkte simuliert, indem die Precision-Werte bei bestimmten Recall-Punkten gemessen werden, wobei dann zus¨ atzlich u ¨ber mehrere Recall-Punkte (entsprechend verschiedenen Benutzerklassn) gemittelt wird.



3.5.2



Recall-Absch¨ atzung



Die Gr¨ oße der Precision ist f¨ ur jeden Benutzer eines IR-Systems direkt ersichtlich. Die Gr¨oße des Recall ist dagegen f¨ ur einen Benutzer weder erkennbar, noch kann sie mit vern¨ unftigem Aufwand pr¨azise bestimmt werden. Der Grund hierf¨ ur liegt in dem Problem, die M¨achtigkeit der Menge REL zu bestimmen. Folgende N¨ aherungsmethoden wurden hierzu vorgeschlagen: andige Relevanzbeurteilung: einer repr¨asentativen Stichprobe der gesamten Datenbasis: Da Vollst¨ REL sehr viel kleiner als die gesamte Datenbasis ist (z. B. m¨ogen 100 von 107 Dokumenten relevant sein), m¨ usste die repr¨ asentative Stichprobe schon einen relativ großen Teil der Datenbasis umfassen, was zuviel Beurteilungsaufwand erfordert. Dokument-Source-Methode: Hierbei w¨ahlt man ein zuf¨alliges Dokument aus der Datenbank und formuliert dann eine Frage, auf die dieses Dokument relevant ist. Anschließend wird gepr¨ uft, ob das System das betreffende Dokument als Antwort auf die Frage liefert. F¨ ur eine Menge von Fragen atzt man dann u sch¨ ¨ber die relative H¨aufigkeit die Wahrscheinlichkeit, dass das Source-Dokument gefunden wird, als N¨ aherung des Recalls. Nachteil dieser Methode ist, dass die verwendeten Fragen keine echten Benutzerfragen sind.
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Abbildung 3.2: Darstellung eines Retrievalergebnisses als Punkt im Recall-Precision-Graphen Frageerweiterung: Man erweitert die urspr¨ unglichen Anfrage, so dass eine Obermenge der urspr¨ unglichen Antwortmenge gefunden wird, die wesentlich gr¨oßer ist und weitere relevante Dokumente enth¨ alt (z. B. kann man auch mehrere Frageformulierungen von verschiedenen Bearbeitern erstellen lassen und die Vereinigungsmenge der Antwortmengen betrachten). Damit erh¨alt man aber nur eine Teilmenge der Menge REL, somit sind die darauf basierenden Recall-Sch¨atzungen im allgemeinen zu hoch. Abgleich mit externen Quellen: Man versucht parallel zur Datenbanksuche noch mit davon unabh¨ angigen Methoden, relevante Dokumente zu bestimmen (z. B. indem man den Fragenden oder andere Fachleute fragt, welche relevanten Dokumente sie kennen). Der Anteil der in der Datenbasis vorhandenen Dokumente, die das System als Antwort liefert, ist dann eine gute N¨aherung f¨ ur den Recall. Nachteile dieser Methode sind, dass sie zum einen recht aufwendig ist, zum anderen oft nicht angigen externen Quellen gibt. anwendbar ist, weil es keine unabh¨ Pooling-Methode: (Retrieval mit mehreren Systemen): Man wendet mehrere IR-Systeme auf denselben Dokumentenbestand an und mischt die Ergebnisse verschiedener Systeme zu den gleichen Anfragen. ¨ In der Regel gibt es starke Uberlappungen in den Antwortmengen der verschiedenen Systeme, so dass der Aufwand nicht linear mit der Anzahl betrachteter Systeme w¨achst [Harman 95]. Dieses Verfahren wird derzeit beim Vergleich experimenteller Systeme im Rahmen der TREC- und CLEF-Konferenzen angewandt (Abschnitt 3.9). Außer den ersten beiden Verfahren liefern alle Methoden nur untere Schranken f¨ ur REL; die gemessenen Recall-Werte sind daher im Allgemeinen zu optimistisch.



3.5.3



Frageweise Vergleiche



Hat man f¨ ur eine Frage Recall und Precision bestimmt, so l¨aßt sich dieses Ergebnis als Punkt in einem Recall-Precision-Graphen darstellen. Beim Vergleich zweier Systeme bez¨ uglich einer Frage ist dann dasjeoheren Recall- als auch einen besseren Precision-Wert liefert (einer nige System besser, das sowohl einen h¨ der beiden Werte darf auch gleich sein). In Abbildung 3.2 sind die Bereiche, in denen bessere bzw. schlechtere Ergebnisse liegen, weiß markiert. H¨ aufig wird allerdings ein System einen h¨oheren Recall, das andere ¨ dagegen eine h¨ ohere Precision liefern, so dass sich keine Aussage bez¨ uglich einer Uberlegenheit eines der beiden Systeme ableiten l¨ aßt (die grauen Bereiche in Abbildung 3.2). angige Methode, (r, p)-Paare durch eine einzige Zahl auszudr¨ ucken, hat sich das F -Maß Als eine g¨
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Abbildung 3.3: Aufteilung von Recall-Precision-Punkten durch das F -Maß: F¨ ur F = 0.5 und verschiedene β-Werte finden sich bessere Recall-Precision-Punkte im rechten oberen Bereich. durchgesetzt. Abh¨ angig von einem zu w¨ ahlenden Parameter β berechnet sich dieses Maß zu Fβ =



(β 2 + 1) · p · r β2 · p + r



Hierbei gibt β die relative Wichtung des Recall an (β = 0: nur Precision z¨ahlt; β = ∞: nur Recall z¨ahlt). ¨ Ublicherweise setzt man β = 1, arbeitet also mit dem F1 -Maß. Abbildung 3.3 zeigt die Aufteilung von Recall-Precision-Punkten in bessere und schlechtere Ergebnisse durch das F -Maß: Bezogen auf den F-Wert 0,5 f¨ ur verschiedene β-Werte finden sich bessere Recall-Precision-Punkte jeweils im rechten oberen Bereich, schlechtere Punkte auf der jeweils anderen Seite der Kurven. Als Alternative zu diesn kombinierten Maßen kann man auch Kostenmaße betrachten; diese werden insbesondere bei Systemen zur Informationsfilterung h¨aufig eingesetzt. Dabei geht man von folgender Kontingenztafel aus und z¨ ahlt die Anzahl Dokumente h.. f¨ ur jeden der vier F¨alle: relevant relevant gefunden hR hIg g R gefunden hn hIn Die allgemeine Formel f¨ ur die Gesamtkosten ergibt sich dann als gewichtete Summe der verschiedenen Anzahlen: I I R R I I C = CgR · hR g + Cg · hg + Cn · hn + Cn · hn Dabei sind CgR , CgI , CnR und CnI die Kostenparamter f¨ ur die vier F¨alle. Im einfachsten Fall k¨onnte man etwa w¨ ahlen CgR = CnI = 0 und CgI = CnR = 1. CgI = CnR = 1. Will man dagegen ein System zur Filterung von Spam-Emails bewerten, zo sollte zwar das System oglichst viele ’relevante’ (d.h. Spam-Mails) identifizieren, aber m¨oglichst keine ’irrelevante’ (nicht-Spam) m¨ Mails selektieren. Um also hIg (im Vergleich hR n , der Anzahl an den Benutzer weitergeleiteten Spam-Mails) zu m¨ oglichst klein zu halten, sollten also entsprechende Werte CgI  CnR gew¨ahlt werden.



3.5.4



Mittelwertbildung



Wie oben erw¨ ahnt, muss man eine Menge von Fragen betrachten, um fundierte Aussagen u at ¨ber die Qualit¨ eines Systems zu erhalten. Dementsprechend m¨ ussen Mittelwerte f¨ ur die Qualit¨atsmaße berechnet werden. Hierzu werden im IR zwei verschiedene Methoden angewendet (im Folgenden gehen wir von N Fragen aus, wobei RELi und GEFi f¨ ur i = {1, . . . , N } die jeweiligen Mengen gefundener bzw. relevanter Dokumente bezeichnen):
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• Bei der Makrobewertung wird das arithmetische Mittel der Werte f¨ ur die einzelnen Fragen gebildet, ur die Precision: also z. B. f¨ N 1 X |RELi ∩ GEFi | pM = N i=1 |GEFi | Probleme ergeben sich bei der Makrobewertung, wenn einzelne Fragen leere Antwortmengen liefern (dies ist z. B. h¨ aufig bei Tests der Fall, wo nur eine Stichprobe der Dokumente der gesamten Datenbasis verwendet wird, so dass Fragen mit wenigen Antworten auf der gesamten Datenbasis oft keine Antwort in der Stichprobe liefern). Durch verbesserte probabilistische Sch¨atzmethoden kann diese Problem unter Umst¨ anden behoben werden. Aus stochastischer Sicht approximiert die Makro-Methode den Erwartungswert f¨ ur die Precision allig ausgew¨ ahlten Anfrage. Somit geht jede Frage gleich stark in den Mittelwert ein, zu einer zuf¨ was nicht immer w¨ unschenswert sein mag (wenn man Fragen mit gr¨oßeren Antwortmengen st¨arker gewichten will). Daher bezeichnet man diese Methode auch als Frage- oder Benutzer-orientiert. • Bei der Mikrobewertung werden zuerst Z¨ahler und Nenner des Maßes addiert, bevor der Quotient gebildet wird – also bei der Precision: PN pµ =



|RELi ∩ GEFi | PN i=1 |GEFi |



i=1



Dadurch wird das Problem der leeren Antwortmengen umgangen. Da hier jedes Dokument gleichstark in den Mittelwert eingeht, bezeichnet man die Mikrobewertung auch als Dokument- oder Systemorientiert. Aus stochastischer Sicht wird hier die Wahrscheinlichkeit approximiert, dass ein (zuf¨ allig ausgew¨ ahltes) gefundenes Dokument aus einer der N Anfragen relevant ist. ur Recall und Fallout. Analoge Betrachtungen gelten f¨ Ein spezielles Problem der Mikrobewertung ist aber die fehlende Monotonieeigenschaft: Wir betrachten zwei verschiedene Retrievalergebnisse ∆1 , ∆2 , die von zwei Systemen zur gleichen Frage geliefert worden sind. Ein Maß ist dann monoton, wenn sich durch das Hinzuf¨ ugen des gleichen Retrievalergebnisses ∆ ¨ eines der beiden Systeme nicht ¨andert. Seien zu beiden Ergebnissen die Aussage u ¨ber die Uberlegenheit ∆1 = (+−) und ∆2 = (+ + − − −) Retrievalergebnisse, zu denen sp¨ater das Retrievalergebnis ∆ = (+ + − − − − −−) hinzugef¨ ugt wird. 1 2 3 aber pµ (∆1 , ∆) = 10



Dann ist pµ (∆1 ) =



3.6



> 
 C. Then the expected costs for retrieving a document d are computed as EC(d) = C · P (R|q, d) + C¯ · (1 − P (R|q, d)) In response to a query, a user looks at output documents in the ranked order and stops at an arbitrary point. Thus, the total costs of retrieval can be computed as follows: Let us assume that the ranking function r(i) determines the index of the document in the database to be placed at rank i for the current query. Then the costs for retrieving l documents are EC(q, l)



= EC(q, dr(1) , dr(2) , . . . , dr(l) ) =



l X



EC(q, dr(i) )



i=1



In order to minimize the sum of expected costs at any cutoff point, documents have to be ranked according ¯ this to increasing expected costs, i.e. EC(q, dr(i) ) ≤ EC(q, dr(i+1) ) for i = 1, . . . , l − 1. Because of C < C, condition is equivalent to P (R|q, dr(i) ) ≥ P (R|q,r(i+1) ). So we have the rule that documents should be ranked according to their decreasing probability of being relevant, in order to minimize expected costs of retrieval. Thus, probabilistic retrieval models are directly related to retrieval quality — a major advantage over other models for which such a claim cannot be made. The PRP can be extended to cope with multivalued (ordinal) relevance scales instead of binary ones, as shown in [Bookstein 83b]: Assume that for n relevance values with R1 < R2 < . . . < Rn the corresponding costs for the retrieval of a document with that retrieval judgement are C1 , C2 , . . . , Cn . Then documents should be ranked according to their expected costs EC(q, dm ) =



n X



Cl · P (Rl |q, dm ).



l=1



In contrast to the binary case where only the probability P (R|q, dm ) has to be estimated for a querydocument pair, here n − 1 estimates P (Rl |q, dm ) are needed in order to rank the documents w.r.t. a query. Furthermore, the actual values of the cost factors Cl are required in order to produce a ranking, since they cannot be eliminated as in the binary case. Using multivalued relevance scales instead of binary ones seems to be more appropriate; however, the only experimental results comparing binary vs. multivalued relevance scales published so far did not show any differences in terms of retrieval quality ( [Fuhr 89b]). So it might be feasible to offer a multivalued relevance scale for the users of a probabilistic IR system, but this scale can be mapped onto a binary one for the calculations performed by the system. With multivalued relevance scales, we can also draw a connection to fuzzy retrieval approaches (see [Bookstein 85] for a survey on this subject), where the relevance scale is assumed to be continuous, that is, a relevance judgement now is a real number r[0, 1]. In this case, the probability distribution P (Rl |q, dm ) from above is replaced by a density function p(r|q, dm ) as well as the cost factors Cl by a cost function c(r). This way, fuzzy and probabilistic retrieval can be combined. In contrast, pure fuzzy retrieval approaches seem to be inappropriate from the point of view of probabilistic IR, since the intrinsic aspect of uncertainty in IR is ignored in these approaches.
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Justifications of the PRP based on effectiveness measures



For any two events a, b, Bayes’ theorem yields (see derivation of BIR model): P (a|b) P (¯ a|b) P (a|b) log P (¯ a|b)



P (b|a)P (a) P (b|¯ a)P (¯ a) P (b|a) P (a) = log + log P (b|¯ a) P (¯ a) P (b|a) + logit P (a) logit P (a|b) = log P (b|¯ a) =



(6.5)



Here logit P (x) is defined as logit P (x) = log



P (x) . P (¯ x)



For a given query q, we assume that the system has produced a ranked list of documents, and that the user starts looking at the documents from the beginning of this list, up to a certain point. Let S denote the set of documents the user has seen by following this procedure. Then we can define the following parameters, which are probabilistic interpretations of the corresponding effectiveness measures: P (S|R, q) = P (doc. retrieved|doc. relevant) (recall) ¯ q) = P (doc. retrieved|doc. nonrelevant) (fallout) P (S|R, P (R|S, q) = P (doc. relevant|doc. retrieved) (precision) P (R|q) = P (doc. relevant) (generality) In a similar way, we define the following probabilistic parameters for a single document di ∈ S of the retrieved set. P (di |R, q) = P (doc. is di |doc. relevant) ¯ q) = P (doc. is di |doc. nonrelevant) P (di |R, P (R|q, di ) = P (doc. relevant|doc. is di ) The last parameter P (R|q, di ) is the probability of relevance, which we will use for ranking documents. Based on these parameters defined for single documents, we can compute recall and fallout as follows: X P (di |R, q) (6.6) P (S|R, q) = di ∈S



¯ q) P (S|R,



=



X



¯ q) P (di |R,



(6.7)



di ∈S



In order to justify the PRP based on effectiveness measures, we assume that the stopping criterion of the user is defined wrt. to one of the effectiveness measures; then we can show that the values for the other measures are optimized by the PRP. For this purpose, we apply the transformations following Bayes’ theorem from above (eqn 6.5): logit P (R|q, di ) P (di |R, q) with xi



P (di |R, q) ¯ q) + logit P (R|q) P (di |R, ¯ q) = xi · P (di |R, =



=



log



(6.8) (6.9)



exp (logit P (R|q, di ) − logit P (R|q))



So xi is a monotonic function of P (R|q, di ), the probability of relevance ¯ q) (fallout), eqn 6.7 in combination with eqn 6.8 tells us that we • For a given cutoff defined by P (S|R, can maximize P (S|R, q) (expected recall) by including documents with highest values of P (R|q, di ) in the retrieved set, i.e. rank documents according to probability of relevance. • Vice versa, if we choose recall (the number of relevant documents seen) as stopping criterion, then the PRP yields minimum fallout • For a cutoff defined in terms of the number of documents retrieved, we can maximize expected recall (eqn 6.6) and minimize expected fallout (eqn 6.7) by choosing the documents with the highest ratio ¯ q), i.e. follow the PRP according to eqn 6.9. P (di |R, q)/P (di |R,
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Applying the transformation 6.5 to the fallout formula logit P (R|S, q) = log



P (S|R, q) ¯ q) + logit P (R|q), P (S|R,



we can see that expected precision is minimized for any of the stopping criteria mentioned before (given recall, fallout, or number of documents retrieved).



6.3 6.3.1



Some relevance models A description-oriented approach for retrieval functions



In the description-oriented approach described in the following, retrieval is regarded as a probabilistic classification task. The objects to be classified are request-document pairs (q k , dm ), and the classification is the assignment of a value Rl from a relevance scale R = (R1 , . . . , Rn ). In this approach, retrieval is performed in two steps: 1. In the description step, request-document relationships are mapped onto so-called description vectors ~x = ~x(qk , dm ). 2. In the decision step, a probabilistic classification function is applied in order to compute an estimate of the probabilities P (Rl |~x(qk , dm )), l = 1, . . . , n for a pair (q k , dm ). This function is derived from a representative sample of request-document pairs for which relevance judgements are given. 6.3.1.1



Description step element x1 x2 x3 x4 x5 x6 x7 x8 x9



description # descriptors common to query and document log(# descriptors common to query and document) highest indexing weight of a common descriptor lowest indexing weight of a common descriptor # common descriptors with weight ≥ 0.15 # non-common descriptors with weight ≥ 0.15 # descriptors in the document with weight ≥ 0.15 P log (indexing weights of common descriptors) log(# descriptors in the query)



Tabelle 6.3: Example for a description vector ~x(qk , dm ) In this step, a mapping of request-document pairs onto a description vector ~x = ~x(qk , dm ) has to be defined. This vector contains values of features of the query, the document and their relationship. The goal is to define features that are correlated with the probability of relevance of the request-document pair. As an example, table 6.3 shows some elements of a description vector (from [Fuhr 89b]). Here, the representation of a document consists of a set of index terms (descriptors) with associated indexing weights, while a query is a set of descriptors. 6.3.1.2



Decision step



For the decision step, a probabilistic classification function yielding estimates of the probabilities P (Rl |~x(qk , dm )) have to be derived from a representative sample of request-document pairs with relevance judgements. For this purpose, the relevance judgement r(qk , dm ) of a request-document pair is represented by a vector ~y with yl = 1, if r(qk , dm ) = Rl , and yl = 0 otherwise. Now we seek for a regression function ~eopt (~x) which yields an optimum approximation ~yˆ of the class variable ~y . As optimizing criterion, we use minimum squared errors here (E(.) denotes the expectation): !



E(|~y − ~eopt (~x)|2 ) = min .



(6.10)
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With this condition, ~eopt (~x) yields an estimate of the probabilities P (Rl |~x), l = 1, . . . , n (see [Sch¨ urmann 77, pp. 163–164]). Equation 6.10 is the formulation of a general variation problem: Among all possible functions ~e(~x), we seek for the optimum function fulfilling the above criterion. Because of the probabilistic nature of the approach, ~eopt (~x) is the optimum retrieval function (with respect to the chosen vector representation of request-document relationships) that follows the PRP. However, this variation problem cannot be solved in its general form, so we have to restrict the search to a predefined class of functions. With this restriction, we will only find a sub-optimum solution, but our general variation problem now becomes a parameter optimization task. The resulting functions yield a least squares approximation of ~eopt : In [Sch¨ urmann 77, pp. 178–180], it is shown that an approximation 2 ! ˆ with respect to the expression E(|~y − ~y | ) = min yields the same result as an optimization fulfilling the condition ! E(|E(~y |~x ) − ~yˆ |2 ) = min . (6.11) So our restricted optimiziation process yields a least squares approximation of the probabilities P (~y |~x(qk , dm )). 6.3.1.2.1



Least square polynomials



In the least square polynomials (LSP) approach, polynomials with a predefined structure are taken as function classes. For that, a polynomial structure ~v (~x) = (v1 , . . . , vL ) has to be defined as ~v (~x) = (1, x1 , x2 , . . . , xN , x21 , x1 x2 , . . .) where N is the number of dimensions of ~x. The class of polynomials is given by the components xli · xm j · xnk · . . . (i, j, k, . . . ∈ [1, N ]; l, m, n, . . . ≥ 0) which are to be included in the polynomial. In practice, mostly linear and quadratic polynomials are regarded. The regression function now yields ~e (~x) = AT · ~v (~x), where A = (ail ) with i=1, . . . , L; l=1, . . . , n is the coefficient matrix which has to be estimated. So P (Rl |~x) is approximated by the polynomial el (~x) = a1l + a2l · x1 + a3l · x2 + . . . + aN +1,l · xN + aN +2,l · x21 + aN +3,l · x1 · x2 + . . . The coefficient matrix is computed by solving the linear equation system [Sch¨ urmann 77, pp. 175–176] E(~v · ~v T ) · A = E(~v · ~y T ).



(6.12)



As approximation of the expectations, average values from a presentative sample of request-document relationships are used. The actual computation process is based on the empirical momental matrix M = (~v · ~v T ~v · ~y T ) which contains both sides of the equation system 6.12. Then the coefficient vector is computed by means of the Gauss-Jordan algorithm [Sch¨ urmann 77, pp. 199–227]. For the iterative solution of the equation system, our algorithm always chooses the coefficient which maximizes the reduction of the (i) overall error s2 . Let M (i) = (mlj ) with l=1, . . . , L; j=1, . . . , L + n denote the matrix M before the ith (i)



elimination step. Then the reduction dj that will be achieved by choosing component j can be computed from the matrix [Sch¨ urmann 77, pp. 209–217] as follows: (i)



dj =



1 (i)2



mjj



·



L+n X



(i)2



mjl .



(6.13)



l=L+1



After each iteration, this procedure yields a preliminary solution: With the ith step, we get a polynomial function ~e(i) (~x) with i coefficients which can be regarded as the result of a correspondingly limited optimization process. This property is important in the case of small learning samples, where a limited optimization might yield better retrieval results for other (test) samples than an unlimited one (see below).



CHAPTER 6. PROBABILISTIC MODELS IN INFORMATION RETRIEVAL ~x (1,1) (1,1) (1,1) (1,0) (1,0) (0,1) (0,1) (0,1)



rk R1 R1 R2 R1 R2 R1 R2 R2



~y (1,0) (1,0) (0,1) (1,0) (0,1) (1,0) (0,1) (0,1)



P (R1 |~x ) 0.67 0.67 0.67 0.50 0.50 0.33 0.33 0.33



(1)



e1 (~x ) 0.6 0.6 0.6 0.6 0.6 0.0 0.0 0.0



(2)



e1 (~x ) 0.60 0.60 0.60 0.60 0.60 0.33 0.33 0.33



(3)



e1 (~x ) 0.67 0.67 0.67 0.50 0.50 0.33 0.33 0.33
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(3)0



e1 (~x ) 0.69 0.69 0.69 0.46 0.46 0.31 0.31 0.31



Tabelle 6.4: Example for the LSP approach We illustrate our approach by giving an example: Assume that we have a binary relevance scale, and that request-document pairs are described by vectors ~x = (x1 , x2 ). We define a linear polynomial structure of the form ~v = (1, x1 , x2 ). Our learning sample consisting of 8 vectors is shown in Table 6.4. The momental matrix for this sample is   8 5 6 4 4 1  5 5 3 3 2 . M= · 8 6 3 6 3 3 In order to select the first component to be eliminated, we compute the error reductions by application (1) (1) (1) of eqn 6.13: d1 = 0.50, d2 = 0.52 and d3 = 0.50. So we have to choose the second component of ~v , (1) (1) namely x1 , thus yielding the first polynomials e1 (~x ) = 35 x1 and e2 = 52 x1 . (1) The corresponding values of e1 for the different vectors ~x are depicted in table 6.4. These values are already minimum square error approximations of P (R1 |~x). Now the matrix M (2) has the value   3 0 3 1 2 1 3 2 . M (2) = ·  5 5 3 8 3 0 4.2 1.2 1.8 (2)



(2)



For the selection of the next component, we get d1 = 0.56 and d3 = 0.27. Integrating v1 into our (2) (2) polynomials we get the functions e1 = 0.33 + 0.27x1 and e2 = 0.67 − 0.27x1 . Finally we have   3 0 3 1 2 1 3 2 , M (3) = ·  5 5 3 8 0 0 1.2 0.2 −0.2 (3)



(3)



e1 = 0.17 + 0.33x1 + 0.17x2 and e2 = 0.83 − 0.33x1 − 0.17x2 . (3) As can be seen from the comparison of the values of P (R1 |~x), and e1 (~x ) in table 6.4, this function (3) yields the correct probabilities. So we have ~e (~x ) = ~eopt (~x ) in our example. ¯ to our learning sample, thus But now we add another vector ~x = (0, 0) with the relevance judgement R yielding the momental matrix   9 5 6 4 5 1 M0 = ·  5 5 3 3 2  9 6 3 6 3 3 (3)0



(3)0



and e1 = 0.08 + 0.38x1 + 0.23x2 . For our new vector, we get e1 ((0, 0)) = 0.08, the other values are 0 listed in table 6.4. Obviously, now ~e(3) 6= ~eopt 0 , that is, our linear function is only an approximation of ~eopt 0 and thus also yields only approximate values of P (Rl |~x ). There are two important properties of the LSP retrieval functions: • The basic assumptions of the LSP approach is that we can approximate the expectations by average values. In order to do this, learning samples of sufficient size are required. From previous experience with LSP applications in the IR context [Knorz 83], [Fuhr 88], we can derive a rule of thumb for this size: per component of the polynomial structure ~v , there should be about 50–100 elements in the
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learning sample. With smaller learning samples, there may be parameter estimation problems: as a result, we would get a very effective retrieval function for the learning sample, which would perform significantly worse on other (test) samples. So the definition of ~v (~x) should obey this relationship between vector length and learning sample size. For this reason, it seems to be inappropriate to develop query-specific retrieval functions. Instead, we define request-independent retrieval functions by mapping request-document pairs (qk , dm ) onto description vectors ~x(qk , dm ). So we replace queryrelated learning by description-related learning. • LSP retrieval functions yield estimates of the probability of relevance P (R|~x(qk , dm )). This feature makes the LSP approach very different from other probabilistic models where it is nearly impossible to get these estimates, because there are too many parameters which can be hardly estimated. Therefore other probabilistic models only yield a request-specific ranking following the PRP, but no estimates of P (R|qk , dm ) can be computed. We think that estimates of the probability of relevance could help a user of an IR system to get some impression of the overall quality of an answer. 6.3.1.3



Model-oriented vs. description-oriented approaches



The formulation of the PRP acts as a goal for any probabilistic IR model. In general, the optimum retrieval quality as specified by the PRP cannot be achieved by a real system. For example, in the BIR model, we would have to know the exact probabilities P (R|qk , ~x) for all binary vectors ~x occurring in the document collection. Except for rather trivial cases, these probabilities can hardly be estimated directly, because the number of different representations is too large in comparison to the amount of feedback data available (so there would not even be any observation for most representations). In order to overcome this difficulty, additional simplifying assumptions are needed. With regard to the nature of these assumptions, two kinds of approaches have been developed: - Model-oriented approaches (like e.g. the BIR model) are based on certain probabilistic independence assumptions concerning the elements of the representations (e.g. single terms or pairs, triplets of terms). In these approaches, first probability estimates relating to the representation elements are computed. Then, by applying the independence assumptions, the estimates for the different representations can be derived. - Description-oriented approaches are similar to feature-based pattern recognition methods. Given the representations of queries and documents, first a set features for query-document pairs is defined, and each pair is mapped onto a feature vector ~x(qk , dm ). (A specific feature vector could be for example the binary vector ~x = ~x(dm ) as defined in the BIR model; however, since this definition does not consider the query, the resulting retrieval function would be query-specific.) With the help of a learning sample containing query-document pairs with their corresponding relevance judgements, a probabilistic classification function e(~x) that yields estimates of the probability P (R|~x(qk , dm )) is developed . Because of the problem of specifying the feature vector, description-oriented approaches are more heuristical in comparison to model-oriented ones. On the other hand, the assumptions underlying the description-oriented approach do not have to be made as explicit as in the model-oriented case. The most important advantage of description-oriented approaches is their adaptability to rather complex representations, where it is hard to find appropriate independence assumptions. Especially with regard to advanced text analysis methods, this feature seems to be rather important. As a general property of both kinds of approaches, we can see that the additional assumptions are only approximations to reality. For example, we can hardly expect that terms are distributed independently in documents (as suggested by the BIR model). A similar statement holds for the description-oriented approaches. This fact makes the main difference between optimum retrieval quality and the actual performance of a model. The other reason is the problem of parameter estimation. Without going into the details of parameter estimation here (but see section 6.5), we can describe the general problem by using the example of the BIR model. The direct estimation of the probabilities P (R|qk , ~x) vs. the computation of this parameter by means of the BIR model are two extreme possibilities where either the probabilities cannot be estimated in a real application or the independence assumptions seem to be too strong. It is possible to develop variants of the BIR model where only pairs or triplets of terms are assumed to be independent of each other (see e.g. [Rijsbergen 79b, Yu et al. 83] for such models and [Pearl 88, chapter 8] for a general survey on probabilistic dependence models). With these models, however, more parameters
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have to be estimated from less observations for each parameter. For example, in the tree dependence model developed by van Rijsbergen which considers pairwise dependencies ( [Rijsbergen 77]), the parameters to be estimated for a dependent pair (ti , tj ) are P (xi =1, xj =1|R), P (xi =1, xj =0|R), P (xi =0, xj =1|R) and P (xi =0, xj =0|R) (plus the corresponding estimates for nonrelevant documents). In contrast, the BIR model only requires the parameters P (xi =1|R) and P (xi =0|R) for the relevant documents, so the tree dependence model splits the learning data required for estimating these parameters according to the value of xj . As a consequence, experimental evaluations showed that the gain from improved independence assumptions does not outweigh the loss from increased estimation errors.



6.3.2



The binary independence indexing model



The binary independence indexing (BII) model [Fuhr & Buckley 91] is a variant of the very first probabilistic IR model, namely the indexing model of Maron and Kuhns [Maron & Kuhns 60]. Whereas the BIR model regards a single query w.r.t. a number of documents, the BII model observes one document in relation to a number of queries submitted to the system. In this model, the representation qk of a query qk is a set of terms qkT ⊂ T . As a consequence, the BII model will yield the same ranking for two different queries formulated with the same set of terms. In the following, we will also use a binary vector ~zk = (zk1 , . . . , zkn ) instead of qkT , where zki = 1, if ti ∈ qkT , and zki = 0 otherwise. The document representation is not further specified in the BII model, and below we will show that this is a major advantage of this model. In the following, we will assume that there exists a set dTm ⊂ T of terms which are to be given weights w.r.t. the document. For brevity, we will call dTm “the set of terms occurring in the document¨ın the following, although the model also can be applied in situations where the elements of dTm are derived from the document text with the help of a thesaurus (see e.g. [Fuhr 89a]). The BII model now seeks for an estimate of the probability P (R|qk , dm ) = P (R|~zk , dm ) that a document with the representation dm will be judged relevant w.r.t. a query with the representation qk = ~zk . Applying Bayes’ theorem, we first get P (R|~zk , dm ) = P (R|dm ) ·



P (~zk |R, dm ) P (~zk |dm )



(6.14)



Here P (R|dm ) is the probability that document dm will be judged relevant to an arbitrary request. P (~zk |R, dm ) is the probability that dm will be relevant to a query with representation ~zk , and P (~zk |dm ) is the probability that such a query will be submitted to the system. Regarding the restricted event space consisting of all documents with the same representation dm and all queries in the collection, we assume that the distribution of terms in all queries to which a document with representation dm is relevant is independent: P (~zk |R, dm ) =



n Y



P (zki |R, dm )



i=1



With this assumption, eqn 6.14 can be transformed into



P (R|~zk , dm )



=



n P (R|dm ) Y · P (zki |R, dm ) P (~zk |dm ) i=1



=



n P (R|dm ) Y P (R|zki , dm ) · · P (zki |dm ) P (~zk |dm ) i=1 P (R|dm )



Since we always regard all documents w.r.t. a query, the probabilities P (~zk |dm ) and P (zki |dm ) are
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independent of a specific document. So we get: n Y P (zki ) P (R|zki , dm ) · P (R|dm ) · P (~zk ) P (R|dm ) i=1



Qn P (R|~zk , dm )



=



i=1



Qn =



Y P (R|zk = 1, dm ) P (zki ) i · P (R|dm ) · · P (~zk ) P (R|d m) z =1



i=1



ki



Y P (R|zk = 0, dm ) i · P (R|d m) z =0



(6.15)



ki



Now we make an additional simplifying assumption that is also used in [Maron & Kuhns 60]: The relevance of a document with representation dm with respect to a query qk depends only on the terms from qkT , and not on other terms. This assumption means that the last product in formula 6.15 has the value 1 and thus it can be omitted. The value of the first fraction in this formula is a constant ck for a given query qk , so there is no need to estimate this parameter for a ranking of documents w.r.t. qk . P (R|zki = 1, dm ) = P (R|ti , dm ) is the probabilistic index term weight of ti w.r.t. dm , the probability that document dm will be judged relevant to an arbitrary query, given that it contains ti . From our model, it follows that dTm should contain at least those terms from T for which P (R|ti , dm ) 6= P (R|dm ). Assuming that P (R|ti , dm ) = P (R|dm ) for all ti ∈ \ dTm , we get the final BII formula P (R|qk , dm ) = ck · P (R|dm ) ·



Y T ∩dT ti ∈qk m



P (R|ti , dm ) . P (R|dm )



(6.16)



However, in this form the BII model can hardly be applied, because in general there will not be enough relevance information available for estimating the probabilities P (R|ti , dm ) for specific term-document pairs. In order to overcome this difficulty, one can assume a document to consist of independent components (e.g. sentences or words) to which the indexing weights relate to, but experimental evaluations showed only moderate retrieval results for this approach ( [Kwok 90]).



6.3.3



A description-oriented indexing approach (t , d)



P(C | t , d) P(C | x(t , d))



description



decision x(t , d)



relevance description Abbildung 6.4: Subdivision of the indexing task in a description step and a decision step As a more successful method, the application of the description-oriented approach as outlined in section 6.3.1 has been devised. In this approach, features of terms in documents are regarded instead of the document-term pairs itself. The basic ideas of this approach have been developed within the framework of the Darmstadt Indexing Approach (DIA) [Fuhr 89a] [Biebricher et al. 88]. Within the DIA, the indexing task is subdivided in a description step and a decision step (see figure 6.4). In the description step, relevance descriptions for term-document pairs (ti , dm ) are formed, where a relevance description x(ti , dm ) contains values of attributes of the term ti , the document dm and their relationship. Since this approach makes no additional assumptions about the choice of the attributes and the structure of x, the actual definition
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doc. d1



judg. R



q1



d2



¯ R



q2



d1



R



q2



d3



R



q2



d4



¯ R



term t1 t2 t3 t1 t3 t4 t3 t5 t6 t5 t7 t3 t6 t8
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~x (1, 1) (0, 1) (0, 0) (1, 1) (0, 1) (0, 0) (1, 1) (0, 1) (1, 0) (1, 1) (1, 0) (1, 0) (0, 1) (0, 0)



Tabelle 6.5: Example learning sample ~x (0, 0) (0, 1) (1, 0) (1, 1)



P (R|~x) 1/3 2/4 2/3 3/4



Tabelle 6.6: Probability estimates for the example from table 6.5 of relevance descriptions can be adapted to the specific application context, namely the representation of documents and the amount of learning data available. For example, in the work described in [Fuhr & Buckley 91], the following elements were defined: x1 = tfmi , the within-document frequency (wdf) of ti in dm x2 = the inverse of the maximum wdf of a term in dm x3 = inverse document frequency of ti in the collection x4 = log |dTm | (number of terms in dm ) x5 = 1, if ti occurs in the title of dm , and 0 otherwise. In the decision step, a probabilistic index term weight based on this data is assigned. This means that we estimate instead of P (R|ti , dm ) the probability P (R|x(ti , dm )). In the former case, we would have to regard a single document dm with respect to all queries containing ti in order to estimate P (R|ti , dm ). But we replace this document-related learning strategy by a description-related one. For that, we regard the set of all query-document pairs in which the same relevance description x occurs. The probabilistic index term weights P (R|x(ti , dm )) are derived from a learning example L ⊂ Q × D × R of query-document pairs for which we have relevance judgements, so L = {(q k , dm , rkm )}. By forming relevance descriptions for the terms common to query and document for every query-document pair in L, we get a multi-set (bag) of relevance descriptions with relevance judgements Lx = [(x(ti , dm ), rkm )|ti ∈ qkT ∩ dTm ∧ (q k , dm , rkm ) ∈ L]. From this set with multiple occurrences of elements, the parameters P (R|x(ti , dm )) could be estimated directly by computing the corresponding relative frequencies. As a simple example, assume that the relevance description consists of two elements defined as



x1 x2







1, if ti occurs in the title of dm 0, otherwise







0, if ti occurs once in dm 1, if ti occurs at least twice in dm



= =



Table 6.5 shows a small learning sample with queries, documents and relevance judgements. From this
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data, the probability estimates depicted in table 6.6 can be derived1 . Instead of direct estimation of the parameters P (R|x(ti , dm )) (as in the example from above), better estimates can be achieved by applying probabilistic classification procedures as developed in pattern recognition or machine learning. Within the DIA, this classification procedure yielding approximations of P (R|x(ti , dm )) is termed an indexing function e(x(ti , dm )). Besides the LSP approach described in section 6.3.1.2.1 several probabilistic classification algorithms have been used for this purpose (see e.g. [Fuhr & Buckley 91]). The major advantage of this indexing approach is its flexibility w.r.t. the representation of documents, which becomes important when advanced text analysis methods are used (e.g. noun phrases in addition to words, see for example [Fuhr 89b]). Experimental results described in [Fuhr & Buckley 91] show that this approach can outperform the best SMART indexing functions (see 5.5.3), provided that relevance feedback data is available.



6.3.4



The 2-Poisson model



On the other hand, one might prefer to have a more explicit model relating to the elements of the representation. One such approach is the 2-Poisson model. This model has been proposed first by Bookstein and Swanson [Bookstein & Swanson 74]. Similar to the indexing model described above, the Bookstein/Swanson model seeks for the decision whether an index term should be assigned to a document or not. So there are two classes of documents with respect to a specific term. Now the number of occurrences tfim of the term ti within the document dm is regarded, and it is assumed that the distribution of this feature is different in the two document classes. As a simple probabilistic model, Bookstein and Swanson assumed a Poisson distribution in each of this classes. For a specific document class Kij , let λij denote the expectation of the wdf of ti . So we have |Kij | documents in a class, for which there are altogether nij = |Kij | · λij occurrences of terms; these occurrences are spread randomly over the documents of the class. Assuming a Poisson process means that these occurrences are distributed one after the other over the documents, so in each step every document has the same probability (namely 1/|Kij |) of obtaining the next occurrence of the term. For this Poisson process, the probability that a document obtains altogether l occurrences of ti is λlij −λij e . l!



P (tfim =l|dm Kij ) =



For a document chosen randomly from the collection, we assume that πij is the probability that it belongs to class Kij . Then the probability of observing l occurrences within such a document is P (tfim =l) =



X j



πij



λlij −λij e . l!



In the 2-Poisson model, there are two document classes Ki1 and Ki2 for each term, so πi1 + πi2 = 1. From these equations, the probabilistic index term weights P (dm Kij |tfim =l) can be derived. The parameters πij and λij can be estimated without feedback information from the document collection. Experimental evaluations of this model were only partially successful. In [Harter 75a, Harter 75b], the χ2 -test rejected the hypothesis of a 2-Poisson distribution for 62 % of the terms tested. Experiments with a higher number of classes (termed n-Poisson model) as described in [Srinivasan 90] also did not give clear improvements. In the study [Margulis 91], an improved parameter estimation method is applied in combination with longer documents than in previous evaluations, thus leading to the result that the assumption of an n-Poisson distribution holds for about 70% of all terms.



6.3.5



Retrieval with probabilistic indexing



Having computed probabilistic indexing weights either by means of the 2-Poisson model or the Darmstadt Indexing Approach, these weights can be used for improving retrieval quality in comparison to approaches 1 As discussed in [Fuhr & Buckley 91], there are in fact two different event spaces the probabilities may relate to; either each query-document pair or each relevance description may be equiprobable. However, experimental results showed that this difference can be neglected.
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based on binary indexing. As a simple retrieval function for this purpose, the BII model can be applied (see e.g. [Fuhr & Buckley 91] for experimental results). However, this model does not allow for a weighting of search terms w.r.t. the query. So we look for a model that combines both kinds of weighting. 6.3.5.1



A linear decision-theoretic retrieval function



Let umi denote the indexing weight of term ti w.r.t. document dm and cki the query term weight of ti in query qk . Then, with qkT denoting the set of query terms and dTm the set of document terms, one can consider the scalar product as retrieval function with X %(qkD , dD cki · umi . m) = T ∩dT ti ∈qk m



As mentioned in [Wong & Yao 89], this retrieval function can be given a utility theoretic interpretation in the case of probabilistic indexing weights umi : The weight cki can be regarded as the utility of the term ti , and the retrieval function gives the expected utility of the document with respect to the query. So this function does not estimate the probability of relevance (or a value that is a monotonic function of this probability); however, it is a utility-theoretic function, and the justification of the PRP is also utility-theoretic. On the other hand, in this function, the query term weights cki cannot be estimated by means of a probability estimation procedure (see [Fuhr 89a]); so these weights either have to be specified explicitly by the user, or they have to be derived by some ad-hoc procedure (see e.g. [Fuhr & Buckley 91]). 6.3.5.2



The RPI model



The retrieval-with-probabilistic-indexing (RPI) model described in [Fuhr 89a] is a model especially developed for combining probabilistic indexing weights with search term weighting based on relevance feedback. In order to incorporate probabilistic indexing in this model, we assume a fixed number of binary indexings per document. This leads to an extended event space Q × D × I, where I denotes a set of indexers who produce a binary indexing (for every document in the collection) each. In this event space, a single event is a query-document pair with a relevance judgement, a specific (binary) indexing and a set of relevance descriptions for the terms w.r.t. the document. Now we describe the representations and descriptions of documents and queries used in the RPI model. The query representations and descriptions are similar to those of the BIR model: a query representation qk is a pair (qkT , qkJ ), where qkT denotes the set of query terms and qkJ is the set of relevance judgements with qkJ = {(dm , r(dm , qk ))}; a query description qkD is a set of query terms with associated weights, where the weights are slightly different to those of the BIR model (see below). Instead of document representations, we regard representations of (document,indexer) pairs here. Such a pair is represented by a pair of vectors dm = (d~m , ~cm ) of relevance descriptions and assignment decisions, each for the whole set of index terms. So d~m is the vector (dm1 , . . . , dmn )T , where dmi is the relevance description of ti w.r.t. dm , and ~cm is the binary vector (cm1 , . . . , cmn )T with cmi = Ci , if ti has been assigned to dm and cmi = C¯i otherwise. The document description dD m used here is a set of terms with indexing weights. Let ~x = (x1 , . . . , xn ) denote a set of relevance descriptions for the index terms t1 , . . . tn . The RPI model now aims at the estimation of the probability P (R|qk , ~x) that a document with relevance descriptions ~x is relevant w.r.t. qk . By applying Bayes’ theorem, we get O(R|qk , ~x) = O(R|qk )



P (~x|R, qk ) ¯ qk ) . P (~x|R,



(6.17)



The linked dependence assumption n



P (~x|R, qk ) Y P (xi |R, qk ) ¯ qk ) = ¯ qk ) P (~x|R, P (xi |R, i=1



(6.18)



yields O(R|qk , ~x) = O(R|qk )



n Y P (xi |R, qk ) ¯ qk ) . P (xi |R,



i=1



(6.19)
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Now two assumptions are made: 1. The relevance description xi of a term ti depends only on the correctness of ti , it is independent of the correctness of other terms and relevance. 2. The correctness of a term (w.r.t. a document) depends only on relevance, it is independent of the correctness of other terms. With these assumptions, we get O(R|qk , ~x)



= O(R|qk )



n Y P (xi |Ci ) · P (Ci |R, qk ) + P (xi |C¯i ) · P (C¯i |R, qk ) ¯ qk ) + P (xi |C¯i ) · P (C¯i |R, ¯ qk ) P (xi |Ci ) · P (Ci |R,



(6.20)



i=1



= O(R|qk )



n Y



P (Ci |xi ) P (Ci )



· P (Ci |R, qk ) +



i=1



P (Ci |xi ) P (Ci )



¯ qk ) + · P (Ci |R,



P (C¯i |xi ) P (C¯i ) P (C¯i |xi ) P (C¯i )



· P (C¯i |R, qk ) ¯ qk ) · P (C¯i |R,



(6.21)



Here P (Ci |xi =dmi ) is the probabilistic indexing weight of ti w.r.t. dm , the probability that an arbitrary indexer assigned ti to dm . P (Ci ) is the probability that an arbitrary indexer assigned term ti to an arbitrary document. P (Ci |R, qk ) is the probability that an arbitrary indexer assigned ti to an arbi¯ qk ) is the corresponding probability for the trary document, given that it is relevant to qk , and P (Ci |R, nonrelevant documents. ¯ qk ). In the following, let umi = P (Ci |xi =dmi ), qi = P (Ci ), pik = P (Ci |R, qk ) and rik = P (Ci |R, T ¯ Assuming that P (Ci |R, qk ) = P (Ci |R, qk ) for all ti ∈ / qk , we get the final RPI retrieval function O(R|qk , ~x=d~m ) = O(R|qk )



Y T ti ∈qk



u mi qi pik u mi qi rik



+ +



1−umi 1−qi 1−umi 1−qi



(1 − pik ) (1 − rik )



.



(6.22)



¯ qk ) ≈ P (Ci ), the approximate RPI formula from [Fuhr 89a] is derived: If we assume that P (Ci |R, O(R|qk , ~x=d~m ) ≈ O(R|qk )



Y um 1 − umi i pik + (1 − pik ). qi 1 − qi T



(6.23)



ti ∈qk



The parameters for the RPI formulas can be estimated by means of relevance feedback: let DR k denote the set of documents judged relevant w.r.t. qk and DN k the set of nonrelevant documents. Then we can estimate qi as the expectation of the indexing weight of ti in an arbitrary document, pik as the corresponding expectation for the relevant documents and qik as the expectation for the nonrelevant documents:



qi



=



1 X uji , |D|



=



X 1 uji , R |Dk | d DR



=



X 1 uji . N |Dk | d DN



dj D



pik



j



rik



j



6.4



k



k



IR as uncertain inference



Although the relevance models described in the previous sections have been rather successful in the past, there are three major shortcomings of this approach: • The concept of relevance can be interpreted in different ways. One can either regard relevance of a document w.r.t. a query or information need, in which cases the user who submitted the query gives the relevance judgement; this approach has been taken so far this paper. Alternatively, relevance can be defined w.r.t. the query formulation, assuming that an objective judgement (e.g. given by specialists of the subject field) can be made. Of course, the latter approach would be more desirable in order to collect “objective” knowledge within an IR system.
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• The relevance models are strongly collection-dependent, that is, all the parameters of a model are only valid for the current collection. When a new collection is set up, the “knowledge” from other collections cannot be transferred. • Relevance models are restricted to rather simple forms of inference. In the models presented here, only the relationships between terms and queries are considered. It would be desirable to include information from other knowledge sources (e.g. from a thesaurus) in an IR model. With descriptionoriented approaches, this problem can partially be solved (see e.g. [Fuhr 89b]), but there is a need for a general model dealing with this issue. In [Rijsbergen 86], a new paradigm for probabilistic IR is introduced: IR is interpreted as uncertain inference. This approach can be regarded as a generalization of the logical view on databases, where queries and database contents are treated as logical formulas. Then, for processing a query, those items from the database that imply the query have to be computed (see e.g. [Ullman 89]). For document retrieval, this means that a document dm is an answer to a query qk if the query can be proven from the document, that is, if the logical formula qk ← dm can be shown to be true. In order to satisfy this formula, additional knowledge not explicitly contained in the document can be used. For example, if d1 is about ‘squares’, and q1 asks for documents about ‘rectangles’, then the inference process can use the formula ‘rectangle’ ← ‘squares’ in order to prove q1 ← d1 . For IR, however, the logical database approach is not sufficient, since we have to cope with the intrinsic uncertainty of IR. Thus, we have to use uncertain inference. Rijsbergen proposes to use probabilistic inference for this purpose. So probabilistic IR can be interpreted as estimating the probability P (d → q) that the document implies the query. Rijsbergen also shows that the this implication should not be interpreted in the traditional sense, i.e. d → q = ¬d ∨ q; rather, it stands for the conditional probability of q given d: P (d → q) = P (q|d) (6.24) Assume that we have a probability space where terms represent disjoint events, as shown in figure 6.5. Taking the classical logical approach, one would compute P (d → q) as P (¬d ∨ q). Assuming an equal probability distribution over the terms, this would give us P (d ∨ ¬) = 5/6 for the left-hand side of figure 6.5. However, the result would be the same when we either would add the term t1 to the document or t4 to the query. Since this is not reasonable, classical logic seems to be inappropriate for this task. Thus, Rijsbergen proposed to define P (d → q) as conditional probability P (q|d), yielding the value 2/3 in this example. As another example, consider a query about ‘rectangles’ and a document about ‘quadrangles’. Since there is a certain probability that this document also may be an answer to the query, we might have an uncertain rule in our knowledge base, stating that ‘quadrangles’ implies ‘rectangles’ with a certain probability. Thus we could show that the document implies the query with the corresponding probability. In this framework, the concept of relevance does not feature. The most obvious way for mapping the outcome of the uncertain inference process onto the probability of relevance is via another conditional probability: P (R|q, d) = P (R|q ← d)P (q ← d) + P (R|¬(q ← d))P (¬(q ← d)) (6.25) This leaves us with the problem of estimating the probabilities P (R|q ← d) and P (R|¬(q ← d)). So far, there is no obvious method for deriving the values of these parameters. On the other hand, according to formula (6.25), P (R) is a monotonuous function of P (q ← d), thus only the value of the latter probability is required for a ranking of documents w.r.t. to a query. In [Nie 89], Rijsbergen’s approach is extended by arguing that besides the implication d → q, also the inverse implication d ← q should be considered. As a simple example, consider a query and two documents d and d0 yielding the same probability of implying the query. However, d may be a short article and d0 a whole book. In this case, most users would prefer the article. Nie terms the implication d → q as precision-oriented inference and d ← q as recall-oriented inference. As another example, consider figure 6.5. Assuming that terms are disjoint and have equal probability, we see that in both cases P (d → q) is the same. However, in the left-hand case, a smaller fraction of the document is contained in the query. Thus, we would prefer this document over the other one. So Nie argues that the probability of relevance should be a function of the probability of both implications: P (R|q, d) = f (P (d → q), P (q → d))



(6.26)
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Abbildung 6.5: P (d → q) vs. P (q → d) However, so far no sound theoretical framework for determining this function exists.



6.5 6.5.1



Parameter estimation Parameter estimation and IR models



The parameter estimation procedure used for the application of a model is in large parts independent of the tested model itself. So any experimental evaluation of IR models does not only compare the models itself, it compares the combination of IR models with specific parameter estimation procedures. Here we want to subdivide the whole estimation procedure into two parts: the estimation sample selection and the estimation method which uses the data from the sample in order to estimate the required parameters. The latter is the main topic of this paper and will be discussed in detail in the following sections. The selection of the estimation sample can be done in principle in two different ways: Following the definitions and assumptions of the model to be applied, in most cases it would be necessary to have a random sample of documents from which the parameters are to be derived. But this approach would require too large numbers of documents to be selected in order to provide any valuable information for the estimation method. So the only way out is to use some kind of best-first selection method, that is to apply an initial ranking formula and collect feedback information from the top ranking documents. This means that instead of P (ti |qk , r), the probability that a term ti occurs in an arbitrary document judged relevant/non-relevant w.r.t. request qk , we estimate P (ti |qk , r, sel), the probability that ti occurs in an arbitrary document with judgement r which is selected by the initial ranking function. As most of the ranking formulas used for the initial ranking (e.g. coordination level match or inverse document frequency weights) prefer documents which contain the query terms, it is obvious that these estimates in general will be higher than the probabilities P (ti |qk , r) for which they are used. As long as this problem has not been solved, all experimental results for more sophisticated models are of preliminary nature. Despite of the problems described above, we will follow the assumption of random estimation samples in the following.



6.5.2



Standard methods of parameter estimation



Having described some of the peculiarities with parameter estimation for probabilistic IR models, we will now give a definition for an optimum parameter estimate and describe a method how this estimate can be achieved. For that, we will first give a more formal description of the parameter estimation problem. The general situation is as follows: in a collection of documents, each document may have several features ei . For a fixed set of n feature pairs, we are seeking for estimates of P (ei |ej ), the probability that a random document has feature ei , given that it has feature ej . In a random sample of g objects, we observe f objects with feature ej , of which h objects also have the feature ei . In the case of the BIR model, the features ej are either relevance or non-relevance w.r.t. the current query, and the features ei denote the presence of the terms ti . Now the problem is to derive an estimate p(ei |ej , (h, f, g)) for P (ei |ej ), given the parameter tripel (h, f, g). The most simple estimation method uses the maximum likelihood estimate, which yields
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p(ei |ej , (h, f, g)) = h/f . Besides the problem with the quotient 0/0, this estimate also bears a bias (see the experimental results in [Fuhr & H¨ uther 89]). Bayesian estimates are preferred most in IR research. This method assumes that we have previous knowledge about the parameter Q to be estimated. Based on the knowledge of the prior distribution of this parameter, we use the sample data in order to derive the posterior distribution of the parameter: Assume that X is a random variable which can have discrete values x1 , x2 , . . . depending on parameter Q which is a continuous random variable (it is also possible to assume Q as a discrete variable, but all applications described in the following assume a continuous one). Then P (X=xk |Q=q) is the probability that X will take the value xk given that parameter Q has the value q. With f (q) describing the prior distribution of parameter Q we get the posterior distribution f (q) · P (X=xk |Q=q) f (q) · P (X=xk |Q=q)dq −∞



g(q|xk ) = R ∞



(6.27)



Further methods have to be applied in order to derive an estimate for q from this formula. In the following discussion, we will restrict to a specific application of the Bayesian method to our problem where a beta distribution is assumed as prior distribution. The density of the beta distribution is given by the formula 1 f (p) = pa−1 (1 − p)b−1 B(a, b) with B(a, b)=Γ(a) · Γ(b)/Γ(a + b) and a, b > 0 are parameters to be chosen. The assumption of a beta distribution is made (explicitly or implicitly) for most applications of the Bayesian method in IR ( [Robertson & Sparck Jones 76], [Rijsbergen 77], [Bookstein 83a], [Losee 88]). In contrast to our approach, these authors assume a single (beta) distribution for the parameters pij , independently of the probabilities pj . Furthermore, our optimum estimate also depends on the collection size g, while the sequential learning model described in [Bookstein 83a] assumes that the prior distribution is independent of g. With the beta distribution as prior and the fact that we have observed the frequencies (h, f ), we get:  pa−1 (1 − p)b−1 fh ph (1 − p)f −h h g(p| f ) = R 1  pa−1 (1 − p)(b−1) fh ph (1 − p)f −h dp 0 R1 Using the relationship B(a, b) = 0 pa−1 (1 − p)b−1 dp, we get as posterior distribution: g(p| fh ) =



ph+a−1 (1 − p)f −h+b−1 B(h + a, f − h + b)



(6.28)



From this distribution, different estimates can be derived. One possibility is to choose that value pmax for which g(p| fh ) takes its maximum value. This approach is quite similar to the maximum likelihood method. With dg(p| fh ) ! =0 dp we get h+a−1 pmax = f +a+b−2 A second approach is based on the definition of a loss function. Besides the well-known function L1 (ˆ p, pij ) = (ˆ p − pij )2 ,



(6.29)



we also regard the loss function L2 (p, pˆ) =



(p − pˆ)2 p(1 − p)



discussed in [Rijsbergen 77]. Now we seek for estimates pL minimizing the expectation of the loss function, that is Z 1 d ! L(p, pL )g(p)dp = 0 dpL 0



(6.30)
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This yields the estimates2 pL1 = and pL2 =



h+a f +a+b



h+a−1 = pmax f +a+b−2



Finally, in [Bookstein 83a] a proposal is made to use the expectation of p as estimate: Z pE (ei |ej , fh )



= 0



1



g(p| fh ) p dp



For the beta prior, we get pE (ei |ej , fh ) =



h+a = pL2 f +a+b



It is interesting to notice that the four different methods for deriving an estimate from be posterior distribution yield only two different results when a beta distribution is assumed as prior. In any case there is still the problem of the estimation of the parameters a and b (see also the following section). In [Losee 88] several heuristic strategies for the choice of these parameters are evaluated. [Robertson & Sparck Jones 76] assumed a=b= 21 in their experiments (following a proposal in [Cox 70]) and in [Robertson 86] parameter combinations with a + b=1 are discussed (according to our definition of pL1 ). For a=b=1 the beta distribution is identical with the uniform distribution. In this case pL2 =pmax yields the same estimate as the maximum likelihood method. 3.5 3 2.5 2 1.5 1 0.5 0.2
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Abbildung 6.6: Prior (upper curve) and posterior distribution for a = b = 0.5, f = 3, h = 2 In order to illustrate this approach, we give some examples of prior and posterior distributions for pL2 . Figure 6.6 shows prior and posterior distributions with a = b = 0.5 for f = 3 and h = 2. That the degree of influence of the prior distribution depends on the size of the learning sample can be seen from figure 6.7, where two posterior distributions with the same a and b parameters, but one for f = 3 and h = 2 and the other for f 0 = 15 and h0 = 10 are given. Since the Beta function with a = b = 0.5 (see figure 6.6) has its minimum at 0.5 and is converging to infinity for x = 0 or x = 1, it may not meet the real data. A more intuitive function would be a convex, non-symmetric function with a maximum close to 0. As an example of such a function, we have chosen a = 2 and b = 4 in the following two figures. Figure 6.8 shows prior and posterior distributions f = 3 and h = 2 and figure 6.9 gives the two posterior distributions for f = 3 and h = 2 and for f 0 = 15 and h0 = 10, respectively. 2 In



Rijsbergen’s paper, a false value (that of pL1 ) is given as result for pL2
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Abbildung 6.7: Posterior distributions for a = b = 0.5, f = 3, h = 2 and f 0 = 15, h0 = 10
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Abbildung 6.8: Prior (left curve) and posterior distribution for a = 2, b = 4, f = 3, h = 2
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Abbildung 6.9: Posterior distributions for a = 2, b = 4, f = 3, h = 2 and f 0 = 15, h0 = 10
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Optimum parameter estimation



Experimental results described in [Fuhr & H¨ uther 89] have shown that the assumption of a beta prior may be theoretically inadequate. Instead, an optimum estimate based on empirical distributions is derived: Our aim is to derive an optimum estimate popt (ei , ej ) for a feature pair with the parameter triplet (h, P f, g). We are regarding a total of n pairs, where Z(h, f, g) is the set of feature pairs with (h, f, g) and h,f |Z(h, f, g)| = n. Based on this information, we want to derive a point estimate for P (ei |ej ), which is required for all known probabilistic IR models. We will justify our choice of popt (ei |ej ) by means of a loss function. First, we introduce the following notations: Let pkl =P (ek |el ) and pl =P (el ) denote the probability that a random object has feature el . Furthermore assume that Q is a random variable of the prior distribution of the pkl ’s. In contrast to the approaches described in the previous section, no specific assumption about this prior distribution is made. Finally let Zg be the random variable for the frequency pairs (h, f ) we observed within the g objects, such that P (Zg =(h, f )|Q=pkl ) gives us the probability that a feature pair (ek , el ) with underlying probability pkl has the frequencies (h, f ) within the g objects. Now an estimate pmin is chosen such that the expected value of L1 (see eqn 6.29) is minimized: popt (ei |ej , (h, f, g))



= =



dE dˆ p



=



dE dˆ p



=



popt



=



X



min (E(L1 (ˆ p, pij ))   X min  (ˆ p − pkl )2 pl P (Zg =(h, f )|Q=pkl )
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0≤p≤1 ˆ



(k,l)



2ˆ ppl P (Zg =(h, f )|Q=pkl ) −



(k,l) !



X



2pkl pl P (Zg =(h, f )|Q=pkl )



(6.31)



(k,l)



0 =⇒ P



pkl pl P (Zg =(h, f )|Q=pkl )



P



pl P (Zg =(h, f )|Q=pkl )



(k,l)



(k,l)



(6.32) (6.33)



Having justified our choice of popt this way, we now want to show how popt can be estimated on the basis of data from our learning sample of size g. Therefore we define E + (h, f, g) as the numerator of eqn 6.32, i.e. X E + (h, f, g) = pkl · pl · P (Zg =(h, f )|Q=pkl ) (k,l)



(the expected number of occurrences of (ek , el )) and X E − (h, f, g) = (1 − pkl ) · pl · P (Zg =(h, f )|Q=pkl ) (k,l)



(the expected number of occurrences of el without ek ), so that we get popt (ei |ej , (h, f, g)) =



E + (h, f, g) + E − (h, f, g)



E + (h, f, g)



(6.34)



The expectations E + (h, f, g) and E − (h, f, g) can be approximated by the expected values E(h, f, g) of the frequency distribution |Z(h, f, g)|:
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  X g  f f g−f pl (1 − pl ) phkl (1 − pkl )f −h · pl · pkl f h



(k,l)



  h+1 X g+1 plf +1 (1 − pl )g+1−(f +1) · f +1 g+1 (k,l)   f +1 h+1 pkl · (1 − pkl )f +1−(h+1) h+1 h+1 E(h + 1, f + 1, g + 1) = g+1



=



≈



h+1 E(h + 1, f + 1, g) g



(6.35)



The approximation used above is not critical, in comparison to the probability estimation the error is of second order.



−



E (h, f, g)



  X g  f f g−f = pl (1 − pl ) phkl (1 − pkl )f −h pl · (1 − pkl ) f h k,l
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  f +1−h X g+1 plf +1 (1 − pl )g+1−(f +1) · f +1 g+1 k,l   f +1 phkl (1 − pkl )f +1−h h



=



f +1−h E(h, f + 1, g + 1) g+1



≈



f +1−h E(h, f + 1, g) g



(6.36)



With these approximations for E + (h, f, g) and E − (h, f, g), we can estimate popt according to formula 6.34 as (h+1) E(h+1, f +1, g) (6.37) popt (ei |ej , (h, f, g)) ≈ (h+1) E(h+1, f +1, g) + (f +1 − h) · E(h, f +1, g) To apply this formula, we need a sufficient amount of data about our learning sample of size g (that is, we have to observe a large number of feature pairs (ek , el )). Then we can use the numbers |Z(h, f, g)| of the frequency distribution as approximation of the expected values E(h, f, g). Experimental comparisons of this optimum estimate with Bayesian estimates showed almost no difference in terms of retrieval quality, whereas maximum likelihood estimates gave significantly worse results [Fuhr & H¨ uther 89].



Chapter 7



Models based on propositional logic In this chapter, we will show that based on the concept of uncertain inference, most classical retrieval models can be given a probabilistic interpretation. Most of the material presented here is based on the paper [Wong & Yao 95], which the reader should consult for further details. Surveys on probabilistic IR models are given in [Crestani et al. 98] and [Fuhr 92].



7.1



A Probabilistic Inference Model



Most text retrieval models represent documents as sets of (weighted) propositions. In order to set up a basic framework for these models, we assume a concept space U consisting of a set of elementary, disjoint concepts ci (see figure 7.1).
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Figure 7.1: Concept space Any proposition p is a set of concepts, i.e. a subset of the concept space (p ⊆ U ). Boolean combinations of propositions can be expressed as set operations on this concept space. Let e.g. p1 = {c1 , c2 , c3 } and p2 = {c2 , c4 }, then p1 ∩ p2 = {c2 }. In order to support probabilistic inference, we define a probability function P (.) over U , i.e. X P (ci ) = 1 ci ∈U



Now queries and documents are treated as propositions as well, Considering the probability function,



95



CHAPTER 7. MODELS BASED ON PROPOSITIONAL LOGIC



96



we have P (d)



X



=



P (ci )



ci ∈d



P (q ∩ d)



X



=



P (ci )



ci ∈q∩d



P (d → q)



7.2



= P (q|d) =



P (q ∩ d) P (d)



Classical IR models



Now we will describe a number of classical IR models and show how they can be interpreted in terms of probabilistic inference. Whereas text retrieval is based on terms, our basic model uses concepts as elementary propositions; thus, we have to define the relationship between terms and concepts. A straightforward approach identifies each term with a concept (section 7.2.1). Alternatively, one can assume that terms are overlapping, so we need a different mapping from terms onto concepts (see section 7.2.2). Figure 7.2 gives a systematic survey of the classical IR models described in the following. Y
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Figure 7.2: Classification of classical IR models



7.2.1



Disjoint basic concepts



Here we assume that terms {t1 . . . tn } correspond to disjoint basic concepts: ti ∩ tj = ∅ for i 6= j. Furthermore, let us assume that the terms for a complete cover of the concept space: U = t1 ∪ t2 ∪ · · · ∪ tn . So the terms form a dissection of U . This property can be used for computing the probability of the
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implication P (d → q): P (d → q)



= P (q|d) P (d ∩ q) = P (d) P t P (d ∩ q ∩ t) = P (d) P t P (d ∩ q|t)P (t) = P (d)



(7.1)



With the exception of the normalizing factor P (d), the last equation defines the probability P (d → q) as sum of the probabilities of wrt. single terms P (d ∩ q|t). Each of these probabilities describes the relationship between the query q and the document d wrt. a single term t. In order to estimate these probabilities, we need additional ssumptions. As a straightforward approach, one can assume a uniform distribution over the set of terms, i.e. P (t1 ) = . . . = P (tn ). Treating documents and queries as sets of terms, we get a variant of the coordination level match where only the number of terms common to query and document is considered. 7.2.1.1



Vector space model



Now we show that a variant of the popular vector space model [Salton 71] can be explained in terms of our basic model. Here only the probabilities P (d|t) and P (q|t) are known. By applying the maximum entropy principle, we get the following independence assumption: P (d ∩ q|t) = P (d|t)P (q|t) By combining this assumption with eqn (7.1), we get P t P (d ∩ q|t)P (t) P (d → q) = P (d) P t P (d|t)P (q|t)P (t) = P (d) X P (t|d)P (q|t) = t



X



=



P (d → t)P (t → q)



(7.2)



t



The two parameters in the last equation can be interpreted as follows: P (d → t) describes the representation of a document d as the probability that document d implies term t. This kind of representation usually is called document indexing. P (t → q) stands for the representation of a query q in terms of the probability that term t implies query q. These parameters often are called query indexing or query term weighting. In order to show the analogy to the vector space model, we define document vectors d = (P (d → t1 ), . . . , P (d → tn ))T and query vectors q = (P (t1 → q), . . . , P (tn → q))T . Then eqn (7.2) can be rewritten as vector (dot) product: P (d → q)



= dT · q



As an example, assume the following document vectors: d1 = (0, 1/3, 2/3)



d2 = (1/3, 2/3, 0)



d3 = (1/2, 0, 1/2)



d4 = (3/4, 1/4, 0)



Given the query vector q = (1/5, 0, 2/3)T we can compute the probability of implication for document d1 as follows: X P (d1 → q1 ) = P (d → t)P (t → q) = d · q t



=



0·



1 1 2 2 4 + ·0+ · = 5 3 3 3 9
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For the other documents in our example, we get P (d2 → q1 ) = 1/15, P (d3 → q1 ) = 11/30 and P (d4 → q1 ) = 3/20. Thus, we arrive at the following ranking: {d1 }, {d3 }, {d4 }, {d2 }. For practical applications, a number of heuristic weighting formulas has been developed for the vector space model as well as for related probabilistic models. According to the two major factors in these formulas, they are called tf×idf weights. Here we briefly describe a formula that is widely used at the moment. First, we introduce a number of parameters: T (d) set of terms occuring in d, l(d) length of document d, al average length of a document in the collection, df (t) document frequency of t (# docs containing t), tf (t, d) within-document frequency of term t in document d, Nd number of documents in the collection. Now the inverse document frequency of term t wrt. a collection is defined as follows log idf (t) =



Nd df (t)



Nd + 1



.



In addition, we need the normalized term frequency of term t wrt. document d: ntf (t, d) =



tf (t, d) tf (t, d) + 0.5 + 1.5 l(d) al



Then the document indexing weight of term t wrt. d is defined as tfidf (t, d) = ntf (t, d) · idf (t). In order to fit into our model, an additional normalization would be required such that



7.2.2



P



t∈d



tfidf (t, d) = 1.



Nondisjoint basic concepts



Now we consider the case where terms represent nondisjoint concepts, i.e. there are terms ti , tj with ti ∩ tj 6= ∅. However, we still asssume that the terms form a complete cover of the concept space U . In order to apply our framework model, we map terms onto disjoint atomic concepts in the following way: We form complete conjuncts (or minterms) of all terms t, in which each term occurs either positively or negated, i.e. m0 m1 m2 m3 .. .



= t¯1 ∩ t¯2 ∩ t¯3 ∩ · · · t¯n−1 ∩ t¯n = t1 ∩ t¯2 ∩ t¯3 ∩ · · · t¯n−1 ∩ t¯n = t¯1 ∩ t2 ∩ t¯3 ∩ · · · t¯n−1 ∩ t¯n = t¯1 ∩ t¯2 ∩ t3 ∩ · · · t¯n−1 ∩ t¯n



m2n −2



= t¯1 ∩ t2 ∩ t3 ∩ · · · tn−1 ∩ tn



m2n −1



= t1 ∩ t2 ∩ t3 ∩ · · · tn−1 ∩ tn



Figure 7.3 illustrates this approach for the case of three terms. Based on this type of disjouint concepts, Boolean, fuzzy and probabilistic retrieval models can be explained.



CHAPTER 7. MODELS BASED ON PROPOSITIONAL LOGIC



t



t1 m1



m4



99



2



m2



m7 m5



m6



m3 m0



t3



Figure 7.3: Construction of disjoint concepts for the case of three terms 7.2.2.1



Boolean retrieval



For Boolean retrieval, we assume binary indexing of documents, where each document is represented as a single atomic concept:  ti if αi = 1, αi αn 1 d = md = t α ∩ · · · ∩ t with t = n 1 i t¯i if αi = 0. Here assume a close world, that is, all terms not occurring within a document d are assumed to be negated, e.g. d1



= {t1 , t3 , t4 } = ˆ t1 ∩ t¯2 ∩ t3 ∩ t4 ∩ t¯5 ∩ · · · ∩ t¯n



By mapping terms onto disjoint concepts, we can represent terms as union of the corresponding basic concepts: t i = mi 1 ∪ · · · ∪ mi r , For example, term t1 can be expressed as t1 = m1 ∪ m4 ∪ m5 ∪ m7 (see figure 7.3). For a given Boolean query, we construct the corresponding disjunctive normal form, thus giving us a set of minterms. Thus, any query is mapped onto a set of minterms: [ q= mqi Based on these assumptions, we can compute the probability of implication as follows: P (d → q)



P (q ∩ d) P (d) P (q ∩ md ) = P (md )  1 if md ⊆ q, = 0 if md 6⊆ q. =



Boolean retrieval always yields a set of documents as result, without any further ranking; this feature is due to the fact that each document corresponds to a minterm, and a query is a set of minterms. From a theoretical point of view, a Boolean retrieval system only has to decide whether or not a document belongs to the minterms as specified by the query. Let us consider an example with three terms, thus leading to eight minterms depicted in figure 7.3. For the (binary) document-term matrix shown in figure 7.4, we get the representation as minterms shown
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d1 d2 d3 d4



t1 0 1 1 1



t2 1 1 0 1



t3 1 0 1 0



d 1 = m6 d 2 = m3 d 3 = m5 d 4 = m3
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= t¯1 ∩ t2 ∩ t3 = t1 ∩ t2 ∩ t¯3 = t1 ∩ t¯2 ∩ t3 = t1 ∩ t2 ∩ t¯3



Figure 7.4: Example: document representations for Boolean retrieval in the same figure. The query q2



=



(t1 ∪ t2 ) ∩ t3



=



(t1 ∩ t2 ∩ t3 ) ∪ (t1 ∩ t¯2 ∩ t3 ) ∪ (t¯1 ∩ t2 ∩ t3 )



= m7 ∪ m5 ∪ m6 leads to the answer set {d1 , d3 }, due to the fact that their minterms are contained within the query. 7.2.2.1.1 Fuzzy retrieval Whereas Boolean retrieval is restricted to binary indexing of documents, fuzzy retrieval also can cope with weighted indexing (in the presence of Boolean queries). For single-term queries, we have P (d → q) =



P (t ∩ d) P (q ∩ d) = = P (t|d) = P (d → t) P (d) P (d)



When we have a Boolean combination of query terms, then there are different possibilities for compouting the resulting weights. Following a probabilistic approach, one can assume the index weights to be independent of each other, thus leading to the following definitions:



P (d → q ∩ q 0 )



P (¯ q ∩ d) P (¯ q ∩ d) = = 1 − P (q|d) = 1 − P (d → q) P (d) P (d) = P (q ∩ q 0 |d) ≈ P (q|d)P (q 0 |d) = P (d → q)P (d → q 0 )



P (d → q ∪ q 0 )



= P (q ∪ q 0 |d) ≈ P (q|d) + P (q 0 |d) − P (q|d)P (q 0 |d)



P (d → q¯)



=



= P (d → q) + P (d → q 0 ) − P (d → q)P (d → q 0 ) Whereas this interpretation is based on the maximum entropy principle, the standard fuzzy interpretation is based on the principle of minimum entropy, thus leading to the following definitions for conjunction and disjunction:



7.2.2.2



P (d → q ∩ q 0 )



= P (q ∩ q 0 |d) ≈ min(P (q|d), P (q 0 |d)) = min(P (d → q), P (d → q 0 ))



P (d → q ∪ q 0 )



= P (q ∪ q 0 |d) ≈ max(P (q|d), P (q 0 |d)) = max(P (d → q), P (d → q 0 ))



Probabilistic retrieval



As the most important representative of a number of probabilistic IR models, we describe the binary independence retrieval (BIR) model [Robertson & Sparck Jones 76] here. Like in Boolean retrieval, the BIR model is based on binary document indexing, thus representing a document as a single atomic concept: αn 1 d = md = t α 1 ∩ · · · ∩ tn
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Instead of the probability of implication P (d → q), we consider a monotone transformation of this parameter, namely the logg-odds transformation. Furthermore, we apply Bayes’ theorem: log



P (d → q) 1 − P (d → q)



P (q|d) P (¯ q |d) P (d|q) P (q) = log + log P (d|¯ q) P (¯ q) α1 αn P (t1 ∩ · · · ∩ tn |q) P (q) = log + log αn 1 P (tα ∩ · · · ∩ t |¯ q ) P (¯ q) n 1 =



log



(7.3)



For the distribution of terms within relevant and nonrelevant documents, we assume linked dependence [Cooper 95]: Qn αn i 1 P (tα P (tα i |q) 1 ∩ · · · ∩ tn |q) Qi=1 = n α1 αn αi P (t1 ∩ · · · ∩ tn |¯ q) q) i=1 P (ti |¯ This assumption is less strict than the independence assumption mentioned in [Wong & Yao 95]. Combining the linked dependence with eqn (7.3), we get: Qn i P (tα P (d → q) P (q) i |q) log = log Qi=1 + log n αi 1 − P (d → q) P (¯ q) q) i=1 P (ti |¯ n αi X P (ti |q) P (q) = log + log (7.4) αi P (t |¯ q ) P (¯ q) i i=1



t1



t1 q



t2



t2



Figure 7.5: Example of BIR model with two terms Figure 7.5 shows a simple example for the last formula. Here our vocabulary consists of two terms only, thus leading to four basic concepts which are represented as small squares in this figure. A document representation also corresponds to a basic concept, thus any document in the collection belongs to one of the four basic concepts here. In contrast, queries can be arbitrary subsets of the concept space. αi i In order to apply eqn 7.4, we have to estimate P (tα q ) for each term (in addition to i |q) and P (ti |¯ P (q) and P (¯ q )). For example, with αi = 1, the probability P (ti |q) corresponds to the fraction of q that is covered by ti ∩ q in the concept space; vice versa, for αi = 0 the probability P (t¯i |¯ q ) denotes the ratio between P (t¯i ∩ q¯) and P (¯ q ). Subsequently, we use the notations ui = P (ti |q) and vi = P (ti |¯ q ). For αi = 0, the corresponding parameters can be computed as counter probabilities, i.e. P (t¯i |q) = 1−ui i and P (t¯i |¯ q ) = 1 − vi . Now we use a trick for expressing the probabilities P (tα ¯) i |q) (and analogously for q in a closed formula: αi 1−αi i P (tα i |q) = ui (1 − ui )



i and P (tα q ) = viαi (1 − vi )1−αi i |¯



By substituting these parameters in eqn 7.4, we get
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log



P (d → q) 1 − P (d → q)



=



n X i=1



=



n X



log
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1−αi i uα P (q) i (1 − ui ) + log αi 1−α i vi (1 − vi ) P (¯ q) n



αi log



i=1



(1 − ui ) P (q) ui (1 − vi ) X + log + log (1 − ui )vi i=1 (1 − vi ) P (¯ q)



(7.5)



In the last equation, only the first sum depends on the specific document, whereas the other addends are constant for a query. In most practical applications, one is only interested in the ranking of documents. Thus we only consider the first sum, for which we need the parameters ui and vi for all terms. In addition, one usually assumes that ui = vi for all terms not included in the query formulation, thus restricting the evaluation of this sum to the query terms. di 1 2 3 4 5 6 x1 1 1 1 1 1 1 x2 1 1 1 1 1 0 ¯ R r(q, di ) R R R R R BIR P (d → q)



0.76 0.80



7 8 9 10 11 12 13 14 15 16 17 18 19 20 1 1 1 1 1 0 0 0 0 0 0 0 0 0 0 0 0 0 0 1 1 1 1 1 1 0 0 0 ¯ R ¯ R R R R ¯ R ¯ R ¯ R R ¯ R ¯ R R R R 0.69 0.48 0.40 0.67 0.50 0.33



Table 7.1: Example parameter estimation for the BIR mdodel Table 7.1 shows an example for the application of the BIR model. Here we have relevance judgements from 20 documents, from which we can estimate the following parameters: u1 = P (t1 |q) = 8/12



u2 = P (t2 |q) = 7/12



v1 = P (t1 |¯ q ) = 3/8



v2 = P (t1 |¯ q ) = 3/8



Substituting these estimates in eqn 7.5 (in addition, we have P (q) = 12/20 here), we get the values shown in the row titled “BIR” in table 7.1. These estimates can be compared with the values that could be derived directly for the four possible document representations in this example (row “P (d → q)”). Obviously, the values in the two rows are different, but the ranking between the four classes of documents remains unchanged. The difference is due to the linked dependence assumption employed in the BIR model, which is only an approximation to reality. The major advantage of the BIR model over a direct estimation of the probabilities P (d → q)) does not become apparent in this example: When we have a larger number n of query terms, then the BIR model requires the estimation of 2n parameters. In contrast, we would have 2n different representations, each requiring its won parameter. Furthermore, there is a big diffference in the basis from which these parameters have to be derived: The BIR model subdivides the feedback set into relevant and nonrelevant documents only, from which the conditional probabilities have to be estimated for each term considered. In contrast, direct estimation would form 2n disjoint subsets of the feedback set; thus, direct estimation is not applicable in practice. 7.2.2.3



The Probabilistic Indexing Model



The second probabilistic model we want to consider here is the binary independence indexing (BII [Fuhr & Buckley 91]), which is a variant of the very first probabilistic IR model, namely the indexing model of Maron and Kuhns [Maron & Kuhns 60]. Whereas the BIR model regards a single query wrt. a number of documents, the BII model observes one document in relation to a number of queries submitted to the system. As a consequence, now a query is represented as a single atomic concept q = mq = tβ1 1 ∩ · · · ∩ tβnn
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with tiβi



 =



ti t¯i



if βi = 1, if βi = 0.



In addition, we consider the implication in the opposite direction (q → d); like with the BIR model, we apply the log-odds transformation: log



P (q → d) 1 − P (q → d)



=



log



P (q|d) P (d) ¯ + log P (d) ¯ P (q|d)



=



log



P (t1β1 ∩ · · · ∩ tβnn |d) ¯ P (tβ1 ∩ · · · ∩ tβnn |d)



(7.6)



1



+ log



P (d) ¯ P (d)



(7.7)



Our linked dependence assumption in this case can be formulated as follows: Qn βi P (tβ1 1 ∩ · · · ∩ tβnn |d) i=1 P (ti |d) = Qn ¯ ¯ P (tβ1 ∩ · · · ∩ tβnn |d) P (tβi |d) 1



i



i=1



Combining this assumption with eqn 7.7, we get log



P (q → d) 1 − P (q → d)



= = =



P (d) P (t1β1 ∩ · · · ∩ tβnn |d) + log βn ¯ β1 ¯ P (d) P (t1 ∩ · · · ∩ tn |d) Qn P (tβi i |d) P (d) log Qi=1 + log n βi ¯ ¯ P (d) i=1 P (ti |d) log



n X i=1



t1 t2



log



P (d) P (tβi i |d) + log βi ¯ ¯ P (d) P (ti |d)



(7.8)



t1 d



t2



Figure 7.6: Example of BII model with two terms Figure 7.6 shows a simple example for the last formula. Here our vocabulary consists of two terms only, thus leading to four basic concepts which are represented as small squares in this figure. A query representation also corresponds to a basic concept, thus any document in the collection belongs to one of the four basic concepts here. In contrast, documents can be arbitrary subsets of the concept space. 7.2.2.4



Language models



In the models discussed so far, the issue of document indexing has not been addressed; all these models assume that e.g. the probabilities P (d|t) or P (t|d) are given, without specifying the4 mapping from a
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given document text onto these parameters. The BII model in combination with the description-oriented approach presented above may be a slight exception to that, but this approach only gives a framework for estimating the required probabilities. During the past few years, a new class of probabilistic models has been developed which addresses the issue of document indexing: Language models are based on statistical models of natural language; they derive the parameters required for retrieval from the statistical properties of the document and the underlying collection. Here we present one of these models, namely the model presented by Hiemstra [Hiemstra 98]. The basic assumption is similar to the probabilistic models presented before, in that terms are nondisjoint concepts. Like the BII model, we regard the probability of the implication q → d: X P (q → d) ≈ P (q → m)P (m → d) (7.9) m



Also like the BII model, a query is assumed to be a single atomic concept q = mq = tβ1 1 ∩ · · · ∩ tβnn . Thus, we get for the probability of implication: P (q → d) ≈ P (q → mq )P (mq → d) = P (mq |q)P (d|mq ) = P (d|mq ) Applying Bayesian inversion leads to P (d|mq ) = P (d)



P (mq |d) P (mq )



(7.10)



Next we assume independence of terms. P (tβ1 1 ∩ · · · ∩ tβnn |d) =



n Y



P (tβi i |d)



(7.11)



i=1



In contrast to the probabilistic models discussed before, relevance of documents is not considered here; thus, this assumption seems to be stronger than the linked dependence assumptions employed for the BII and the BIR models. Combining this assumption with eqn 7.10, we get Qn P (tβi i |d) (7.12) P (d|mq ) = P (d) i=1 P (mq ) n Y = C · P (d) · P (tiβi |d) (7.13) i=1 0 where 1/C = P (mq ) = d0 P (d , mq ). As additional assumption, we assume that the relevance of a document is only affected by those terms of the document occurring in the query. Thus, we can restrict the product to the query terms: Y P (d|q) ≈ C · P (d) · P (ti |d) (7.14)



P



ti ⊆q



Since C is constant for a given query, its value is not needed for computing a ranking wrt. a query. So only the parameters P (d) and P (t|d) have to be estimated. For P (t|d), there is the problem of sparse data - especially for those terms not occurring within the document d. In order to solve this problem, this parameter is estimated from a mixture of the maximum likelihood estimates of P (t) and P (t|d); the former denotes the probability of the term occurring in a random document of the collection, whereas the latter is the probability for the specific document. As mixture formula, Hiemstra proposes a weighted sum: P (ti |d)



= α1 P (ti ) + α2 P (ti |d) with 0 < α1 , α2 < 1 and α1 + α2 = 1



(7.15)
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(The language model presented in [Ponte & Croft 98] proposes a risk function based on a geometric distribution for this purpose.) The estimation of these parameters is similar to the tf×idf weighting formula: Let Nd number of documents in the collection, tf (t, d) within-document frequency of term t in document d, df (t) document frequency of t (# docs containing t). The we can estimate P (d) P (ti |d)



=



1 Nd



df (ti ) tf (ti , d) = α1 P + α2 P df (t) t t tf (t, d)



(7.16) (7.17)



Kapitel 8



Models based on predicate logic 8.1



Introduction



Abbildung 8.1: Example image For advanced retrieval applications, e.g. multimedia retrieval, the classical IR models based on propositional logic are not sufficient. As a simple example, consider image retrieval. For a picture like in figure 8.1, indexing according to classical IR models would only assign the terms tree and house. However, from this description, it does not become clear that there are two trees, one right and one left of the only house. Thus, users looking for images with two trees or with a tree on the left of a house could not express precisely their need, and thus they would get many incorrect answers. This problem can be overcome by using predicate logic. In our example, the document indexing could be: tree(t1). house(h1). tree(t2). left(t1, h1). left(h1,t2). Here t1, t2 and h1 are constants denoting the objects found in the picture. Let capital letters denote variables, then we can formulate a query looking for an image with two trees as follows: tree(X) & tree(Y) & X6= Y and searching for a tree on the left of a house is expressed as tree(X) & house(Y) & left(X,Y). In the following, we will describe two major approaches for IR models based on predicate logic, namely terminological logic and Datalog. For the latter, we also will present a probabilistic variant.



8.2 8.2.1



Terminological logic Thesauri



If we look at classical thesauri, then we see that a structure like e.g. in picture 8.2 still can be expressed in propositional logic. For example, the fact that a square is a subconcept of both a quadrangle and a regular polygon can be expressed by means of the logical formula square ⇔ quadrangle ∧ regular-polygon.
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polygon regular polygon



triangle



quadrangle



...



rectangle



regular



square



triangle



Abbildung 8.2: Thesaurus structure Terminological logics are based originally on semantic networks (like e.g. KL-ONE), but their semantics is clearer defined. In comparison to thesauri, terminological logics offer two major advantages in terms of expressiveness: 1. Since terminological logics are based on predicate logic, it is possible to name also instances of concepts in the description of a documents, like e.g. in the image example from above. Thus, we are able to distinguish between identical and different instances of concepts. In addition to monadic predicates representing concepts, dyadic predicates describe relationships between objects, e.g. that tree t1 is left of house h1. 2. For describing the relationships between different concepts terminological logics offer a more powerful machinery than thesauri. For example, we can define a student as a person who is enrolled at a university.



8.2.2



Elements of terminological logic



The basic elements of terminological logic are concepts and roles. Concepts are monadic predicates like e.g. person and document. Roles are dyadic predicates like e.g. author (denoting authorship of a book) and refers-to (for referential links between two documents). The relationships between concepts and roles are described by means of terminological axioms. An axiom can be either a connotation or a definition. A connotation gives only necessary conditions for a concept, e.g. man author - - #PCDATA> body O O section+> section - O sectitle par*> sectitle - - #PCDATA> par - O #PCDATA> article crdate CDATA #REQUIRED writer CDATA #REQUIRED> Abbildung 10.8: Beispiel einer SGML-DTD  SGML-Beispiel N. Fuhr  1. Abschnitt 1.Paragraph 2.Paragraph  2. Abschnitt  Abbildung 10.9: Beispiel-Dokument zur Beispiel-DTD gesondert beginnend mit


HTML



Durch die zunehmende Verbreitung des WWW ist HTML (Hypertext Markup Language) sehr popul¨ ar geworden. Nur Web-Dokumente, die in diesem Format vorliegen, k¨onnen die volle HypermediaFunktionaliat der Web-Browser ausnutzen. Dokumente in anderen Formaten m¨ ussen mittels externer Viewer angezeigt werden und k¨ onnen daher keine Links enthalten. Betrachtet man HTML aus Sicht von SGML, so l¨aßt sich folgendes feststellen: 1. HTML entspricht einer SGML-Dokumentklasse (DTD). Dadurch ist HTML weniger flexibel als SGML. 2. HTML enth¨ alt sowohl logische als auch Layout-Tags. Dadurch wird die strikte Trennung zwischen logischer Strukur und Layout aufgegeben. Zudem sind die logischen Tags auf ein Minimum beschr¨ankt (i.w. Titel, Paragraph, Aufz¨ ahlungen), was keine vern¨ unftige logische Strukturierung erm¨oglicht. Dies
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Abbildung 10.10: DTD zu HTML (Auszug)
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erweist sich als nachteilig, wenn umfangreiche Dokumente in HTML-Form angeboten werden sollen oder wenn man mittels einer der Internet-Suchmaschinen Retrieval im WWW machen will. 3. Das Pr¨ asentationsformat f¨ ur HTML ist mehr oder weniger verbindlich festgelegt. Da es aber nur ¨ wenige Layout-Tags gibt und zudem keine M¨oglichkeit zum Ubermitteln von DSSSL-Spezifikationen oglichkeiten sehr begrenzt. Zahlreiche Anbieter versuchen dem dabesteht, sind die Formatierungsm¨ durch zu begegnen, daß sie große Teile des Dokumentes als inline-Bilder darstellen (analog zur Darstellung von Formeln als inline-Graphik, was durch dasFehlen entsprechender Tags zur Auszeichnung von Formeln bedingt ist). 10.3.2.4



XML



Da man durch die steigenden Anforderungen an Web-Angebote bald die Nachteile von HTML erkannt hatte, die auch durch immer neue HTML-Versionen nicht behoben werden konnten, kam es zur R¨ uckbesinnung von SGML. Aufgrund der Erfahrungen mit SGML entschloss man sich jedoch, dies nicht direkt zu verwenden, sondern eine verbesserte Fassung hiervon zu entwickeln, die sogenannte Extended Markup Language (XML). XML ist im wesentlichen eine Vereinfachung von SGML und unterscheidet sich von diesem in folgenden Punkten: • Start- und Ende-Tags m¨ ussen immer angegeben werden • Eine Spezialform stellt das kombinierte Start-Ende-Tag dar, z.B. 
 (Zeilenumbruch in HTML) oder  (Einbinden einer Abbildung). • Da es f¨ ur bestimmte offene Anwendungen nicht m¨oglich ist, eine DTD anzugeben, erlaubt XML auch Dokumente ohne DTD. Well-formed XML bezeichnet solche syntaktisch korrekte XMLDokumente (jedes Start-Tag ist durch ein Ende-Tag abgeschlossen). Valid XML setzt dagegen die Angabe der zugeh¨ origen DTD voraus, die das betreffende XML-Dokument auch erf¨ ullen muss. • Bei Elementnamen wird zwischen Groß- und Kleinschreibung unterschieden, zudem sind, Unterstrich und Doppelpunkt in solchen Namen erlaubt. Letztere dienen vor allem zur Angabe von Pr¨afixen zwecks Verwendung mehrerer Namespaces (Definitionen aus verschiedenen Quellen). • Schließlich sind zahlreiche Sonderf¨ alle aus SGML in XML verboten. Abbildung 10.11 zeigt die XML-Variante zur DTD aus Abbildung 10.8, ein Dokument hierzu ist in Abbildung 10.12 dargestellt. 



"/tmp/picture.ps") NDATA postscript> Abbildung 10.11: Beispiel einer XML-DTD



Im Unterschied zu SGML hatte man bei der Definition von XML zwei unterschiedliche Arten von Anwendungen im Auge: 1. Strukturierte Dokumente (wie bei SGML): Mittlerweile wurden bereits DTDs f¨ ur Dokumente aus ur mathematische Texte, CML f¨ ur Dokumente aus speziellen Bereichen definiert, so z.B. MathML f¨ der Chemie und SMIL f¨ ur multimediale Dokumente.
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< article SYSTEM "/services/dtds/article.dtd"> 
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