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1. Einfu ¨ hrung Durch den zunehmenden Anstieg des Datenvolumens und der hohen Dichte von Nutzeranfragen in Form von Datenanalysen und Berichtsauswertungen kann es zu Performance-Engp¨assen in einem Data-Warehouse (DWH)-System kommen. Diese ur die jeweiligen End¨außern sich typischerweise durch l¨angere Antwortzeiten, die f¨ nutzer nicht mehr in einem akzeptablen Rahmen liegen. Die Toleranzgrenze zwischen einem akzeptablen und nicht akzeptablen Nutzererlebnis wird durch Service Level Agreements (SLAs) sichergestellt. Eine m¨ogliche Vereinbarung w¨are zum Beispiel, dass 90 Prozent aller Anfragen an das DWH-System in weniger als 0,5 Sekunden ein Ergebnis zur¨ uckliefern m¨ ussen. Die Einhaltung von SLAs kann unter anderem durch eine Optimierung der zu Grunde liegenden Datenbankkonfiguration adressiert werden. Durch die WorkloadUnterschiede in der Tages- bzw. Nachtverarbeitung k¨onnen bspw. zwei speziell optimierte Konfigurationen eingesetzt werden. Allerdings l¨asst sich der jeweilige Erfolg dieser Optimierungen nur selten quantifizieren. Wird die durchschnittliche Antwortzeit pro Anfrage betrachtet, sagt dies nur wenig u ¨ber das reale Nutzererlebnis aus. Zum einen geht ein hoher Informationsverlust mit der Bildung des Durchschnitts einher, zum anderen erfolgt keine vorherige Gewichtung der Anfragen. Wie hoch w¨are der Erfolg einer Optimierung, wenn zwar 90 Prozent der Entwicklungsanfragen akzeptable Antwortzeiten liefern, aber ein wichtiger Jahresbericht mehrere Stunden ben¨otigt?



1.1



Zielstellung der Arbeit



Im Zuge dieses Problems wird nun innerhalb der DWH-Abteilung der REWE Informations-Systeme GmbH (RIS) nach einer Heuristik gesucht, welche den Erfolg von workload-basierten Optimierungen an der Datenbankkonfiguration messen kann. Dabei k¨onnte im Vorfeld eine Gewichtung der unterschiedlichen Anfragen im Workload vorgenommen werden. Eine m¨ogliche Gewichtung k¨onnte durch die Frequenz einer bestimmten Anfrage repr¨asentiert werden und je nach Grad der Dringlichkeit der Anfrage entsprechend priorisiert werden. So besitzen Jahresberichte in der Regel eine hohe Priorit¨at aber treten seltener auf als bspw. Ad-Hoc-Anfragen, welche aber wiederum eine niedrigere Priorit¨at aufweisen. F¨ ur das Antwortzeitverhalten ergibt sich daraus eine neue Datenverteilung, die durch Optimierungen an der Datenbankkonfiguration positiv beeinflusst werden soll. Um diesen Einfluss genauer zu beschreiben, kommen statistische Hypothesentests zum Einsatz, welche Aussagen ¨ u im Antwortzeitverhalten mit einer ¨ber die positiven oder negativen Anderungen
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gewissen Wahrscheinlichkeit belegen k¨onnen. Ziel der vorliegenden Masterarbeit ist die Quantifizierung des Einflusses von Optimierungsmaßnahmen auf das Antwortzeitverhalten eines Data-Warehouse-Systems.



1.2



Gliederung der Arbeit



Zun¨achst werden in Kapitel 2 die theoretischen Grundlagen dargelegt, die f¨ ur das Verst¨andnis der vorliegenden Arbeit wichtig sind. Dabei erfolgt neben der allgemeinen Beschreibung des Data-Warehouse-Workloads auch eine erste Analyse des Antwortzeitverhaltens. Des Weiteren werden erste Verfahren f¨ ur die Charakterisierung von Verteilungsunterschieden aufgezeigt. Anschließend folgt in Kapitel 3 eine Beschreibung des L¨osungskonzepts. Dabei werden spezielle Anforderungen definiert, die bei der sp¨ateren Implementierung in Kapitel 4 beachtet werden sollen. Abschließend erfolgt in Kapitel 5 eine Erl¨auterung des Versuchsaufbaus f¨ ur die Evaluierung der implementierten Erkennungsmodelle. Die Arbeit schießt mit einer Zusammenfassung der erzielten Ergebnisse und gibt einen Ausblick auf Erweiterungsm¨oglichkeiten.



2. Theoretische Grundlagen In diesem Kapitel werden die theoretischen Grundlagen beschrieben, die f¨ ur das Verst¨andnis der vorliegenden Masterarbeit erforderlich sind. Um qualitative Aussagen u ¨ber die Performance eines zu betrachtenden DWH-Systems tre↵en zu k¨onnen, muss zun¨achst definiert werden, was Performance in diesem Kontext bedeutet und welche speziellen Komponenten betro↵en sind. Der erste Abschnitt besch¨aftigt sich daher mit dem Prozess der Performance-Analyse und der Charakterisierung des internen Workloads eines DWH-Systems. Anschließend wird die Antwortzeit von Anfragen als ein repr¨asentatives Maß f¨ ur die DWH-Nutzererfahrung eingef¨ uhrt und n¨aher erl¨autert. Hiernach folgt eine Gegen¨ uberstellung von statistischen Kennzahlen in Bezug auf deren Robustheit und Eignung, um Unterschiede in der Antwortzeit n¨aher quantifizieren zu k¨onnen. Dar¨ uber hinaus werden statistische Testverfahren vorgestellt, mit deren Hilfe die Signifikanz von aufgestellten Hypothesen u ¨ber die Laufzeitverteilung ermittelt werden kann. Das Kapitel schließt mit der Beschreibung von Change ¨ Point Detection Modellen, die auf Basis von Hypothesentests Anderungen in der grundlegenden Datenverteilung einer univariaten Variablen erkennen k¨onnen. Dar¨ u u ¨ber hinaus wird ein Uberblick ¨ber vorangegangene Forschungsarbeiten im Themenfeld der Performance-Analyse gegeben und die Abgrenzung zu der in dieser Arbeit behandelten Thematik erl¨autert.



2.1



Performance-Analyse im Data-Warehouse



Sobald solide Aussagen u ¨ber die Leistungsf¨ahigkeit eines Systems getro↵en werden sollen, wird typischerweise eine Performance-Analyse durchgef¨ uhrt. H¨aufig geschieht diese direkt nach der Systembereitstellung oder noch w¨ahrend des Entwicklungsprozesses - in einigen F¨allen auch erst nach einer gewissen Reifephase. Motiviert wird der Vorgang durch die Beobachtung von Abweichungen innerhalb des PerformanceVerhaltens und dem Ziel, m¨ogliche Ursachen n¨aher zu identifizieren. Um den Begri↵ der Performance-Analyse korrekt einordnen zu k¨onnen, stellt Abbildung 2.1 verschiedene Verfahren f¨ ur die Untersuchung von Performance-Unterschieden dar. Im Gegensatz zum Performance-Monitoring, welches nur den aktuellen Zustand eines Systems erfasst, schließt die Performance-Analyse auch die Vergangenheitsbetrachtung mit ein. Es ist allerdings nicht Ziel der Performance-Analyse, Aussagen u unftigen Zustand eines Systems zu tre↵en, wie es beispielsweise bei der ¨ber den zuk¨ Performance-Pr¨adiktion der Fall ist.
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Abbildung 2.1: Klassifizierung der Performance-Analyse (Gunther, 2005, S. 1) Die Performance-Analyse stellt per Definition eine Kombination aus Messung, Interpretation und Kommunikation der Geschwindigkeit oder Kapazit¨at eines Zielsystems dar (Lilja, 2005). Diese Einzelschritte betre↵en nicht immer das komplette zu untersuchende System, sondern beziehen sich in der Praxis oft nur auf einzelne Teiloder Servicekomponenten. Zum Beispiel k¨onnte bei der Analyse einer Entwicklungsumgebung die durchschnittliche CPU-Auslastung unabh¨angig vom verbrauchten Arbeitsspeicher betrachtet werden. Da sowohl die CPU-Auslastung als auch der Arbeitsspeicherverbrauch nicht zwingend unabh¨angig voneinander sind, kann der genaue Zusammenhang zwischen diesen Kenngr¨oßen durch die Komplexit¨at der m¨oglichen Interaktionen kaum bestimmt werden. Dieser Umstand erschwert die Vorhersagbarkeit der m¨oglichen Auspr¨agungen und es bleibt die Aufgabe des jeweiligen Analysten diese Zusammenh¨ange auf einzelne Komponenten aufzuschl¨ usseln. Bevor also mit dem eigentlichen Prozess der Performance-Analyse eines DWH-Systems begonnen werden kann, muss zun¨achst definiert werden, was genau Performance in diesem Kontext bedeutet und welche einzelnen Teil- und Servicekomponenten betrachtet werden sollen. Die Performance eines Datenbanksystems kann allgemein durch drei Basismerkmale ausgedr¨ uckt werden: • Datendurchsatz • Antwortzeit • Ressourcenverbrauch Der Datendurchsatz repr¨asentiert dabei die Anzahl der Anfragen oder Transaktionen, welche innerhalb einer fest definierten Zeiteinheit abgearbeitet werden k¨onnen. Demgegen¨ uber stellt die Antwortzeit die Dauer einer Abfrage oder Transaktion zwischen der eigentlichen Anfrage und dem Erhalt eines Ergebnisses dar. Jede Anfrage oder Transaktion fordert dabei einen eigenen Bedarf an Ressourcen (z.B. CPU-Zeit, Arbeitsspeicherverbrauch, etc.) an, die f¨ ur die Ausf¨ uhrung der jeweiligen Aktion ben¨otigt werden. Je nach Nutzung des Datenbanksystems, bestehen also unterschiedliche Anforderungen an die einzelnen Kennzahlen. Ziel einer jeden
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Performance-Optimierung ist daher die positive Beeinflussung eines der oben aufgelisteten Merkmale, was jedoch nicht gleichzeitig eine positive Auswirkung auf die u ¨brigen Faktoren impliziert. Aus diesem Grund ist es wichtig, dass vor jeder Optimierung jenes Performance-Merkmal in den Fokus gesetzt wird, das f¨ ur den jeweiligen Anwendungsfall den gr¨oßten Leistungsgewinn darstellt. Ein Data-Warehouse-System wird im strategischen Management zur Unterst¨ utzung von Entscheidungsprozessen eingesetzt. Im Gegensatz zu den operationalen Datenbanken, bei denen in Echtzeit eine hohe Frequenz an einfach strukturierten Anfragen aufeinanderfolgen, stehen im DWH historisierte, analytische Auswertungen in Form von komplexen Berichten und Trendanalysen im Vordergrund. Diese beiden Arten der Datenverarbeitung werden unter den Begri↵en Online Transaction Processing (OLTP) beziehungsweise Online Analytical Processing (OLAP) zusammengefasst (zur Unterscheidung siehe auch Tabelle 2.1).



OLTP



OLAP



Charakteristik Operationale Verarbeitung



Informelle Verarbeitung



Orientierung



Transaktionen



Analysen



Funktion



Tagesgesch¨aft



Entscheidungsunterst¨ utzung



Anwender



DB-Administratoren,



Analysten, Manager,



Angestellte



F¨ uhrungskr¨afte



Hoher Aktualit¨ats- und



Historisierung, Aggregation



Detailgrad



und Granularit¨at



Design



Eindimensionales Datenmodell



HOLAP und MOLAP



Sicht



Einzelner Fachbereich



Mehrere Fachbereiche



Zugri↵



Kurze, atomare Anfragen (lesend und schreibend)



Komplexe, haupts¨achlich lesende Anfragen



Daten



Tabelle 2.1: Gegen¨ uberstellung - OLAP vs. OLTP (Han et al., 2012, S. 128-130), (Chaudhuri und Dayal, 1997) Ein OLTP-System repr¨asentiert eine operationale Umgebung, die speziell f¨ ur das Tagesgesch¨aft einer Abteilung bereitgestellt wurde. Typische Nutzergruppen sind hierbei Angestellte, Kunden oder IT-Fachkr¨afte des jeweiligen Fachbereichs. Demgegen¨ uber stellen OLAP-Systeme informelle Umgebungen dar, die von Analysten und F¨ uhrungskr¨aften fachbereichs¨ ubergreifend f¨ ur die Entscheidungsunterst¨ utzung eingesetzt werden. W¨ahrend bei OLAP-Systemen ein hohes Datenvolumen von Ø 1 Terabyte verwaltet wird, deckt das Datenaufkommen in OLTP-Systemen lediglich eine Spanne zwischen einem Megabyte und mehreren Gigabyte ab. Ein weiterer Aspekt, der in diesem Zusammenhang eine wichtige Rolle spielt, ist das zu Grunde liegende Datenmodell. Innerhalb von OLTP-Systemen wird h¨aufig ein klassisches relationales Datenmodell
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verwendet, wohingegen die Daten eines OLAP-Systems zus¨atzlich in multidimensionalen Strukturen wie dem Star- oder Snowflakeschma organisiert sein k¨onnen. Das Star-Schema repr¨asentiert ein denormalisiertes Datenmodell, in dessen Zentrum eine große Faktentabelle steht, die wiederum von mehreren, vergleichsweise kleinen Dimensionstabellen umgeben ist (siehe auch Abbildung 2.2). Jeder Datensatz innerhalb der Faktentabelle wird durch einen zusammengesetzten Prim¨arschl¨ ussel, bestehend aus den Fremdschl¨ usseln der einzelnen Dimensionstabellen, eindeutig identifiziert. Durch die Denormalisierung der Tabellen entsteht ein deutlich h¨oherer Speicherbedarf, welcher jedoch mit einer schnelleren Anfrageverarbeitung, insbesondere von lesenden Operationen, wieder ausgeglichen wird (K¨oppen et al., 2012). Ein Datenmodell, welches das Star-Schema um die Funktionalit¨at einer zus¨atzlichen Normalisierung der Dimensionstabellen erweitert, stellt das Snowflake-Schema dar. Hierbei existieren nicht mehr s¨amtliche Informationen in einer Dimensionstabelle, sondern Fremdschl¨ usselbeziehungen auf untere Hierarchie-Ebenen. Auf Grund dieser Normalisierung liegen die Dimensionsdaten nicht mehr redundant vor und ben¨otigen daher auch weniger Speicherplatz. Allerdings m¨ ussen die einzelnen Dimensionshierarchien bei einer Anfrage durch mehrere Join-Operationen erneut zusammengesetzt werden, was die Anfrageverarbeitung erheblich verlangsamt. Die wichtigste Kennzahl bei OLAP-Anwendungen ist die Datenqualit¨at (z.B. Korrektheit, Eindeutigkeit, etc.), denn Auswertungsergebnisse sollten nicht nur zeitnah zur¨ uckgeliefert werden, sondern als Ausgangsbasis f¨ ur gesch¨aftskritische Entscheidungen dienen. Ohne ein hohes Maß an Datenqualit¨at w¨ urde die Nutzerzufriedenheit deutlich sinken und somit gleichzeitig das Vertrauen in das System beeintr¨achtigt werden. Die Messung von Datenqualit¨at ist allerdings ein aufwendiger Prozess und erfordert Detailwissen u ¨ber einzelne Applikationen, deren jeweilige Anforderungen sowie eventuell vorhandene Abh¨angigkeiten. Die vorliegende Arbeit konzentriert sich daher auf die Analyse des Antwortzeitverhaltens, welches sich nicht nur leichter erfassen l¨asst, sondern - neben der Datenqualit¨at - als eines der wichtigsten Kennzahlen f¨ ur die Nutzerzufriedenheit angesehen wird (Inmon, 2002, S. 27-29). Doch bevor in Abschnitt 2.1.2 das Antwortzeitverhalten ausf¨ uhrlich behandelt wird, besch¨aftigt sich der folgende Unterabschnitt zun¨achst mit dem Workload innerhalb eines Data-Warehouse-Systems. Ziel dieser Workload-Charakterisierung ist das Herausstellen von m¨oglichen Teilkomponenten, welche im Anschluss als Ausgangsbasis f¨ ur die Messung des Antwortzeitverhaltens dienen.



2.1.1



Workload-Charakterisierung



Workload-Charakterisierung ist ein Modellierungsprozess, bei dem der reale Ressourcenverbrauch eines Systems abgebildet werden soll. Dieser beinhaltet die Betrachtung s¨amtlicher Applikationen und Prozesse, die einen Einfluss auf die SystemPerformance haben. Ein Data-Warehouse ist in erster Linie ein Informationslieferant, bei dem der Nutzer selbst auf die Daten zugreift und eigene Ausgabeformate bereitstellt, ohne das ihm diese bereits von h¨oherer Ebene vordefiniert wurden (Ponniah, ¨ 2001). Einen Uberblick der verschiedenen Einfl¨ usse auf ein Data-Warehouse wird in Abbildung 2.2 dargestellt. Aus den Gesch¨aftsanforderungen eines Unternehmens
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entsteht ein Bedarf nach Informationen. Um diesen Bedarf gerecht zu werden, greifen verschiedene Anwendungsbereiche gezielt auf die bereitgestellte Datenbasis zu und generieren die f¨ ur ihren Bereich ben¨otigten Inhalte in Form von Anfragen und Berichten.



Abbildung 2.2: Schematische Darstellung eines Data-Warehouse-Systems Bevor jedoch Anwendungen im Data-Warehouse auf eine einheitliche Datenbasis zugreifen k¨onnen, m¨ ussen diese zun¨achst aus den operationalen Quellsystemen bereitgestellt werden. Der Prozess f¨ ur das Bef¨ ullen des DWH-Systems wird repr¨asentiert durch die drei Teilkomponenten Extraktion, Transformation und Laden (ETL) (Kimball und Ross, 2002, S. 8). Dabei sind die operationalen Quellsysteme charakterisiert durch ein hohes Maß an Heterogenit¨at innerhalb der Datenstrukturen, des zu Grunde liegenden Datenmodells und des vorhandenen Datenvolumens. Aufgrund dieser Gegebenheiten stellt der ETL-Prozess (siehe Abbildung 2.3) auch einen der aufwendigsten im Data-Warehouse dar. W¨ahrend der Extraktion der Quelldaten m¨ ussen geeignete Schnittstellen f¨ ur den Import bereitgestellt werden, da es sich bei den Quellsystemen - neben traditionellen Datenbanken - u.a. auch um Altsysteme oder semistrukturierte Daten (z.B. XML-Dateien) handeln kann. Der eigentliche Import erfolgt entweder u ¨ber die Extraktion des kompletten Datenbestan¨ des oder der Ubernahme von ge¨anderten bzw. neu angelegten Datens¨atzen (auch bekannt als Di↵erential Snapshot). Nachdem die Daten erfolgreich extrahiert wurden, liegen sie in einem eigenen Datenbereinigungsbereich vor. Dieser k¨ ummert sich w¨ahrend des Transformationsprozesses um die Einhaltung von Datenqualit¨atsanforderungen und die Zusammenf¨ uhrung der heterogenen Datenstrukturen. Zus¨atzlich erfolgt ein Inhaltsabgleich mit der zentralen Datenbasis im Data Warehouse f¨ ur die Erkennung von Duplikaten. Abschließend werden die bereinigten und vereinheitlichten Daten u ¨ber den Ladeprozess in ¨ das Data Warehouse u uhrt. M¨ogliche Arten der Uberf¨ uhrung sind z.B. das Bulk ¨berf¨
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Loading, bei dem die Daten als zusammengeh¨origer Block geladen werden oder die satzbasierte Variante u ¨ber Standardschnittstellen wie Java Database Connectivity (JDBC). Einfache Anfragen und Berichte repr¨asentieren den gr¨oßten Anteil des GesamtWorkloads eines DWH-Systems. Ein Bericht stellt eine auf den Nutzer zugeschnittene Sicht auf Daten dar, die ihm dabei hilft, Entscheidungen innerhalb seines Fachbereichs zu tre↵en. F¨ ur einen Nutzer im Einkauf sind zum Beispiel die Abverkaufszahlen eines bestimmten Produkts im laufenden Monat interessant. Auf Basis dieser Information kann er die Menge an Nachbestellungen regulieren und ist zus¨atzlich in der Lage, Abweichungen fr¨ uhzeitig zu erkennen und entsprechend Einfluss zu nehmen. Im Gegensatz zu Ad-Hoc Berichten sind die zu Grunde liegenden Anfragen bereits vordefiniert und werden periodisch (t¨aglich, w¨ochentlich, monatlich, etc.) ausgef¨ uhrt. Allerdings kann der Nutzer u ¨ber Ad-Hoc-Berichte eigene Filtereinstellungen festlegen und damit eine benutzerdefinierte Sicht auf die Daten erhalten.



Abbildung 2.3: ETL-Prozess im Data-Warehouse H¨aufig wird ein Anteil der soeben beschriebenen Berichte innerhalb von OLAPAnwendungen generiert. Diese f¨ uhren komplexe Analysen auf multidimensionalen Datenbest¨anden aus, die wiederum einen eigenen Extrakt des Gesamtdatenbestandes repr¨asentieren. In der Fachliteratur wird hier von so genannten Cubes gesprochen, dessen Dimensionen in verschiedenen Detailabstufungen vorliegen (Inmon, 2002, S. 184). Ein sehr einfacher Cube w¨ urde zum Beispiel aus den Dimensionen Markt, Zeit und Produkt bestehen, wobei m¨ogliche Detailabstufungen regionale M¨arkte“, Monat ” ” Mai“ und Produkt Hygieneartikel“ w¨aren. Die Anzahl der Dimensionen ist dabei ” nicht beschr¨ankt, jedoch k¨onnen die Detailabstufungen nur bis zur kleinsten Einheit innerhalb der Detaildaten, dem so genannten Fakt, heruntergebrochen werden. Der große Vorteil dieser Technik ist, dass jeder Fachbereich von Einkauf u ¨ber Vertrieb bis hin zum Controlling eigene Cubes definieren kann, die den jeweiligen Gesch¨aftsanforderungen angepasst wurden.
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Eine weitere Analyseform im Data-Warehouse ist das Data Mining oder auch Business Intelligence. Darunter wird die systematische Anwendung statistischer Methoden (Clusteranalyse, Klassifikation, etc.) zur Erkennung von Mustern innerhalb eines Datenbestandes verstanden (Fayyad et al., 1996, S. 41). Im Gegensatz zu OLAPAnwendungen werden bei dieser Methode keine Informationen direkt aus der Datenbasis bereitgestellt, sondern die abgefragten Daten dienen als Eingabe f¨ ur weitere Analysen. Ein Beispiel hierf¨ ur w¨are eine Warenkorbanalyse, bei der das Einkaufsverhalten der Kunden anhand der Bondaten erforscht werden soll. Kaufen die Kunden bspw. bestimmte Artikelgruppen h¨aufig gemeinsam, kann die Regalplanung innerhalb eines Marktes dem Kundenprofil derart angepasst werden, dass bestimmte Laufwege entstehen. Diese f¨ uhren den Kunden dann gezielt u ¨ber weitere Warengruppen oder Aktionen, die zum zus¨atzlichen Kauf anregen sollen. Weitere m¨ogliche Anwendungsf¨alle f¨ ur Data Mining sind Absatzentwicklungen, Gewinnprognosen oder die Erkennung von Betrugsf¨allen. Nachdem der generelle Workload eines Data-Warehouse-Systems charakterisiert und einzelne Anwendungsbereiche identifiziert wurden, folgt nun eine kritische Auseinandersetzung mit dem Antwortzeitverhalten als Performance-Merkmal. Neben der einfachen Begri↵skl¨arung, geht es auch um die Analyse der zu Grunde liegenden Datenverteilung, da diese einen wichtigen Ausgangspunkt f¨ ur die Nutzung statistischer Hypothesentests darstellt.



2.1.2



Antwortzeit als Performance-Metrik



Die Antwortzeit wird in der Fachliteratur als Intervall zwischen dem vollst¨andigen, serverseitigen Erhalt einer Nutzeranfrage und dem Beginn des Ergebnisversandes definiert (Jain, 1991, S. 33). Allerdings spiegelt diese Definition nicht die reale DWHNutzererfahrung wider, denn bedingt durch die Komplexit¨at der Anfragen, kann zwischen Versand und Erhalt eines Ergebnisses ein gr¨oßerer Zeitraum liegen (siehe auch Abbildung 2.4). Je nach Anfrage variiert dieser Zeitraum zwischen kurzen Durchl¨aufen im Minutenbereich bis hin zu Laufzeiten u ¨ber mehrere Stunden.



Abbildung 2.4: Definition des Antwortzeitverhaltens (Jain, 1991, S. 33)
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Ein alternativer Ansatz verschiebt daher den jeweiligen Endzeitpunkt innerhalb der Antwortzeitdefinition auf die vollst¨andige, serverseitige Auslieferung des Endergebnisses. Diese auch als realistische Antwortzeit bekannte Definition stellt eine geeignetere Repr¨asentation der DWH-Nutzererfahrung dar und wird aus diesem Grund im weiteren Verlauf der Masterarbeit f¨ ur den Begri↵ der Antwortzeit verwendet. Im Kontext von OLTP-Anwendungen, wie sie in operationalen Umgebungen vorkommen, nimmt die Antwortzeit eine wichtige Rolle ein. Jede Anfrage wird innerhalb der Anwendung als zeitkritisch angesehen und m¨ogliche Verz¨ogerungen in der Verarbeitung wirken sich h¨aufig negativ auf das Gesamtsystem aus. Trotz einer hohen Anfragedichte liegen Ergebnisse typischerweise in wenigen Sekunden bis Minuten vor. Weniger kritisch aber dennoch wichtig wird das Antwortzeitverhalten innerhalb einer OLAP-Anwendung angesehen. Typischerweise operieren diese Anwendungen auf einem deutlich gr¨oßeren Datenvolumen und die Nutzer setzen eine gewisse Bearbeitungszeit voraus. Doch auch wenn durch Verz¨ogerungen im Ablauf keine negativen Auswirkungen auf das Gesamtsystem zu bef¨ urchten sind, ist das Antwortzeitverhalten keine unbedeutende Gr¨oße. ¨ Uberschreitet die Antwortzeit bspw. einen vom Nutzer erwarteten Rahmen oder handelt es sich eventuell um einen gesch¨aftskritischen Auswertungsbericht, so sinkt erfahrungsgem¨aß die Toleranz f¨ ur eventuell auftretende Verarbeitungsverz¨ogerungen. Ebenso verh¨alt es sich mit Verz¨ogerungen w¨ahrend des ETL-Prozesses. Liegen gewisse Datenbest¨ande f¨ ur das Berichtswesen eines Fachbereichs nicht rechtzeitig vor, leidet die Vollst¨andigkeit und Aussagekraft der generierten Berichte. Analyse der Datenverteilung von Antwortzeiten Die geschilderten Verarbeitungsverz¨ogerungen stellen Abweichungen im Antwortzeitverhalten eines Systems dar. Um diese Abweichungen e↵ektiv erkennen zu k¨onnen, muss die zu Grunde liegende Datenverteilung n¨aher untersucht werden. Eine grunds¨atzliche Eigenschaft der Antwortzeit besteht darin, dass ihre jeweiligen Auspr¨agungen keine negativen Werte annehmen k¨onnen. Unter ihnen herrscht jedoch eine große Varianz, wodurch es zu keiner gleichm¨aßigen Datenverteilung kommt. Abbildung 2.5 veranschaulicht exemplarisch die Antwortzeitverteilung eines realen Webservices anhand eines Histogramms. Die entsprechenden Werte f¨ ur die Antwortzeiten entstammen einem ¨o↵entlich verf¨ ugbaren Datenextrakt, der von Zheng und Lyu (2010) bereitgestellt wurde. Aus dem Histogramm l¨asst sich bereits sehr gut die Unregelm¨aßigkeit der Datenverteilung erkennen. W¨ahrend der gr¨oßte Anteil der Antwortzeiten im Wertebereich zwischen 0 und 500 Millisekunden liegt, nehmen die Langl¨aufer einen vergleichsweise geringen Bereich ein. Dieser Umstand spiegelt sich auch in der Dichtefunktion (schwarze Linie) wider, welche im unteren Antwortzeitbereich ausschl¨agt und mit zunehmender Wertauspr¨agung rapide abflacht. Die einseitige Schieflage im unteren Wertebereich ist darin begr¨ undet, dass die Antwortzeit nur in ihrer minimalen Auspr¨agung (kleinster Wert entspricht 0) beschr¨ankt ist. Theoretisch existiert somit f¨ ur die Antwortzeit kein oberer Grenzwert, jedoch nimmt die Wahrscheinlichkeit f¨ ur die Beobachtung von Extremwerten bei ansteigender Laufzeit stetig ab.
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Abbildung 2.5: Histogramm eines Datensatzes f¨ ur Webservice-Antwortzeiten Durch eine Analyse der Datenverteilung des Antwortzeitverhaltens kann die Auspr¨agung der gemessenen Werte charakterisiert werden. Doch bei einer PerformanceAnalyse geht es auch darum, die Qualit¨at einer Servicekomponente zu quantifizieren, sofern diese korrekt bereitgestellt wurde. In Bezug auf das obige Beispiel stellt sich also die Frage, wie gut oder schlecht der implementierte Webservice, die an ihn gestellten Anforderungen bez¨ uglich der Antwortzeit erf¨ ullt. Aus diesem Grund wird im n¨achsten Unterabschnitt eine Reihe an statistischen Parametern eingef¨ uhrt, welche die Eigenschaften von zufallsverteilten Gr¨oßen wie die Antwortzeit in Bezug auf deren Lage und Streuung aggregieren.



2.1.3



Lageparameter



Mit Hilfe von statistischen Lageparametern kann innerhalb einer Menge von zufallsverteilten Messwerten ein zusammengefasster Wert berechnet werden, der in Bezug auf die Lage, die Grundgesamtheit m¨oglicher Auspr¨agungen am besten repr¨asentiert. Im Kontext von Performance-Analysen kann es f¨ ur Endnutzer eines Systems von großer Bedeutung sein, die Gesamt-Performance auf einen einzelnen Wert zu reduzieren. Dieser soll im Anschluss f¨ ur einen Vergleich von verschiedenen Alternativen eingesetzt werden k¨onnen. Daher ist es wichtig, einzelne Lageparameter zu erl¨autern und Vor- und Nachteile in Bezug auf Robustheit und Eignung f¨ ur Antwortzeitmessreihen aufzuzeigen. Arithmetisches Mittel Innerhalb der deskriptiven Statistik kennzeichnet das arithmetische Mittel (siehe Formel 2.1) eines der am h¨aufigsten verwendeten Maße f¨ ur die zentrale Tendenz einer Datenverteilung. Dabei werden s¨amtliche Elemente innerhalb einer Messreihe gleichbedeutend gewichtet und in Bezug zur Gesamtanzahl gesetzt. Das Problem hierbei ist der Einfluss von signifikanten Abweichungen (auch Ausreißer genannt), welche die zentrale Tendenz verzerren. Die Bedeutung dieses Einflusses auf ein statistisches Maß wird auch als Robustheit bezeichnet. Wie bereits dem Histogramm
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in Abbildung 2.5 zu entnehmen war, weist die Antwortzeit eine hohe Varianz in ihren Auspr¨agungen auf. Die Anwendung des arithmetischen Mittels auf derartige Messreihen w¨ urde demnach Werte ermitteln, die mitunter nicht der eigentlichen Verteilung entsprechen. n 1ÿ x¯ = xi n i=1



(2.1)



Median Eine statistische Kenngr¨oße, die den verzerrenden E↵ekt von Ausreißern auf die zentrale Tendenz verringert, stellt der Median (siehe Formel 2.2) dar. F¨ ur dessen Berechnung werden zun¨achst alle n Werte innerhalb der Messreihe ihrer Gr¨oße nach geordnet. Wenn die Anzahl der Werte gerade ist, errechnet sich der Median aus dem arithmetischen Mittel der zwei mittleren Werte innerhalb der sortierten Messreihe. F¨ ur den ungeraden Fall ist der Median durch die Auswahl des mittleren Wertes definiert. mediani =



Y ]x n+1 12 [1 xn 2



2



+ x n2 +1



2



n ungerade n gerade



(2.2)



Tabelle 2.2 enth¨alt die protokollierten Werte aus sieben unabh¨angigen Antwortzeitmessungen. Um den Median f¨ ur die Messreihe AZreal zu bestimmen, wird diese in einem ersten Schritt sortiert (vgl. auch AZsortiert ). Da die Gesamtanzahl der Messungen ungerade ist, entspricht der Median f¨ ur AZreal laut Definition dem 7+1 ten 2 Indexelement in AZsortiert , also 100. Was geschieht aber, wenn sich ein Ausreißer unter den gemessenen Werten befindet? Angenommen in einer achten Antwortzeitmessung w¨ urde der Wert 500 protokolliert werden. Nun findet die Definition des Medians f¨ ur eine gerade Anzahl an Messwerten Anwendung. Diese sieht eine Berechnung des arithmetischen Mittels aus den Werten 100 bzw. 102 vor, welche den Indexstellen 82 und 8+1 der Messreihe AZsortiert entspre2 chen. Somit ergibt sich ein neuer Wert f¨ ur den Median von 101, was darauf schließen l¨asst, dass der Einfluss des Ausreißerwerts zu keiner signifikanten Verzerrung f¨ uhrte. Im Gegensatz zum arithmetischen Mittel bezieht die Medianberechnung nicht jeden einzelnen Messwert mit ein. Je nach Gesamtanzahl werden wahlweise nur ein bzw. zwei Elemente betrachtet, was einen erheblichen Informationsverlust darstellt. Daf¨ ur zeichnet sich der Median durch eine hohe Robustheit gegen¨ uber Extremwerten aus, was besonders bei zufallsverteilten Gr¨oßen mit hoher Varianz in den Auspr¨agungen, wie dem Antwortzeitverhalten, von Vorteil ist.
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Tabelle 2.2: Beispielmessreihe f¨ ur Antwortzeiten Modalwert Ein Lageparameter, der sich besonders f¨ ur nominalskalierte Werte eignet, wird durch den Modalwert ausgedr¨ uckt. Dieser stellt den am h¨aufigsten vorkommenden Wert innerhalb einer empirischen H¨aufigkeitsverteilung dar. Herrscht allerdings eine Gleichverteilung der Werte derart, dass jede Auspr¨agung gleich oft vorkommt, existiert in der Regel auch kein Modalwert. Ein Beispiel f¨ ur nominalskalierte Gr¨oßen w¨are die Einteilung der Antwortzeiten in disjunkte Laufzeitklassen, wobei jedem Wert genau ein zeitliches Intervall (Kategorie) zugeordnet wird. Zusammenhang der Lageparameter Die vorgestellten Lageparameter weisen unterschiedliche Eigenschaften bez¨ uglich der Einbeziehung der urspr¨ unglichen Ausgangswerte und der Anf¨alligkeit gegen¨ uber Extremwerten auf. Dennoch lassen sich f¨ ur alle drei Kennzahlen Faustregeln u ber deren ¨ Zusammenh¨ange aufstellen.



Abbildung 2.6: Unterschiede in den Lageparametern Moore et al. (2009, S. 34) zeigen bspw. auf, dass bei symmetrischen Datenverteilungen der Median ann¨ahernd identisch mit dem arithmetischen Mittel ist. F¨ ur rechtsschiefe Verteilungen, wie sie bei der Betrachtung des Antwortzeitverhaltens auftreten, ist der Median generell kleiner als das arithmetische Mittel. F¨ ur den Fall der linksschiefen Verteilungen verh¨alt es sich umgekehrt, sodass der Median in der Regel gr¨oßere Werte als das arithmetische Mittel annimmt.
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In Gravetter und Wallnau (2012, S. 95-96) befindet sich zudem eine weitere Erg¨anzung der Zusammenh¨ange um den Modalwert, welcher in rechtsschiefen Verteilungen die kleinste Gr¨oße repr¨asentiert. Zur Orientierung veranschaulicht Abbildung 2.6 die Lageparameter bez¨ uglich einer Antwortzeitverteilung. Die dargestellte Dichtefunktion wurde aus den gleichen Daten generiert, die bereits in Abbildung 2.5 Anwendung fanden. Auch hier lassen sich die Gr¨oßenverh¨altnisse der Lageparameter klar erkennen. W¨ahrend der Modalwert entsprechend seiner Definition den maximalen Wert der stetigen Dichtefunktion beschreibt, grenzt sich der Median deutlich vom arithmetischen Mittel ab. Was in der Literatur bereits als Faustregel festgelegt wurde, tri↵t auch f¨ ur das gezeigte Beispiel zu. Der Median liegt u ¨ber dem Modalwert und ist gleichzeitig geringer als das arithmetische Mittel. Es sei allerdings angemerkt, dass die hier diskutierten Faustregeln keinen Anspruch auf Generalit¨at besitzen. In seiner Studie pr¨asentierte von Hippel (2005) bereits einige Gegenbeispiele, welche die aufgestellten Regeln verletzen. Insbesondere bei der Analyse von diskreten Verteilungen ist Vorsicht geboten, da dort ein großer Anteil der Auspr¨agungen vor bzw. hinter dem Median liegen kann. Dieser Umstand verletzt bereits die Annahme, die hinter den Faustregeln gemacht wird. Bei einer rechtsschiefen Verteilung k¨onnte unter diesen Voraussetzungen der ermittelte Median geringer als der entsprechende Modalwert und auch deutlich unter dem arithmetischen Mittel liegen. Bevor also generelle Annahmen u ¨ber die Zusammenh¨ange zwischen Lageparametern getro↵en werden, sollte eine vorherige Validit¨atspr¨ ufung erfolgen.



2.1.4



Streuungsparameter



Neben der Ermittlung der zentralen Tendenz, muss f¨ ur die vollst¨andige Untersuchung einer Datenverteilung auch die Streuung um den Mittelwert analysiert werden. Ein allgemein anerkanntes und zuverl¨assiges Maß f¨ ur die Erfassung der Di↵erenzen bzw. Abweichungen einzelner Elemente zu ihrem Mittelwert stellt die Varianz dar. Wie bereits aus vorangegangenen Abbildungen ersichtlich, ist die Verteilung des Antwortzeitverhalten durch eine hohe Streuung gekennzeichnet. Die folgenden Ab¨ schnitte geben daher einen Uberblick u ¨ber m¨ogliche Streuungsparameter innerhalb der deskriptiven Statistik. Varianz F¨ ur eine Reihe von unabh¨angigen Messwerten wird typischerweise die Stichprobenvarianz berechnet (vgl. Formel 2.3), um die tats¨achliche Streuung der zu Grunde liegenden Datenverteilung abzusch¨atzen. Sollten alle Elemente innerhalb dieser Stichprobe den gleichen Wert besitzen, so w¨are die Stichprobenvarianz gleich Null. Existiert allerdings eine hohe Abweichung der Wertauspr¨agungen bez¨ uglich ihres Mittelwerts, w¨ urde dies auch in einer h¨oreren Varianz resultieren.
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n 1 ÿ (xi ≠ x¯)2 n ≠ 1 i=1



n 1 ÿ (x2 ≠ 2¯ xxi + x¯2 ) n ≠ 1 i=1 i



n



qn



(2.3)



q



2 i=1 (xi )



≠ ( ni=1 (xi ))2 n(n ≠ 1)



Ein Problem f¨ ur den Einsatz der Varianz als Kennzahl f¨ ur die Streuung ist, dass diese nicht die gleiche Einheit wie das arithmetische Mittel besitzt. Durch das Quadrieren in Formel 2.3 w¨ urde zum Beispiel die Varianz der Antwortzeit in ms2 angeben werden. Das arithmetische Mittel hingegen erh¨alt die Urspungseinheit Millisekunden aus den einzelnen Messwerten. Um diesem Umstand entgegenwirken zu k¨onnen, wird daher die Standardabweichung berechnet. Standardabweichung und Variationskoeffizient Um die Gr¨oßenordnung der Streuung mit der eines Lageparameters in eine logische Beziehung setzen zu k¨onnen, wird mit Hilfe von Formel 2.4 die Standardabweichung einer Datenverteilung berechnet. Hierbei kann durch Anwendung der Quadratwurzel die Divergenz der Varianzeinheiten aufgehoben werden und erm¨oglicht somit einen direkten Vergleich mit verschiedenen Lageparametern. ‡=



Ò



s2x



(2.4)



Die Standardabweichung besitzt nun zwar die gleiche Einheit wie das arithmetische Mittel, allerdings existiert noch ein weiterer Zusammenhang zwischen diesen beiden Kenngr¨oßen. Da die Standardabweichung aus der Varianzberechnung hervorgeht, hat die Gr¨oßenordnung des Mittelwerts auch hier einen direkten Einfluss. F¨ ur die genaue Quantifizerung der Streuung muss demnach eine Normierung durchgef¨ uhrt werden. Diese Normierung wird durch den Variationskoeffizienten ausgedr¨ uckt, dessen Berechnung in Formel 2.5 dargestellt wird. Dieser kann auch als relative Gr¨oße der Stichprobenvarianz einer Messreihe gegen¨ uber ihrem empirischen Mittelwert angesehen werden. Cov =



‡ x¯



(2.5)



Interquartilsabstand Bei einer Streuungsanalyse der Datenverteilung stellt sich oft die Frage, in welchem Bereich ein Großteil der Messwerte liegt. Ein bekanntes Maß, welches die Di↵erenz zwischen dem oberen und unteren Quartil (IQR = x˜0.75 ≠ x˜0.25 ) beschreibt, ist der Interquartilsabstand (engl. Interquartile Range (IQR)). Der Begri↵ des empirischen Quartils bezeichnet dabei einen Wert x˜p , wobei 0 < p < 1 und p den prozentualen Anteil aller Messwerte beschreibt, die unterhalb von x˜p liegen.
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n·p



(2.6)



mit xÁiË = min {k œ Z | k Ø i}



Das obere empirisches Quartil x˜0.75 f¨ ur die Messreihe AZsortiert aus Tabelle 2.2 w¨are ¨ demnach 102. Aquivalent dazu entspricht das untere Quartil 92. AZsortiert Á7·0.75Ë = AZsortiert Á5.25Ë = AZsortiert [6] = 102 AZsortiert Á7·0.25Ë = AZsortiert Á1.75Ë = AZsortiert [2] = 92



(2.7)



Aus der oberen Definition ergibt sich folglich ein Interquartilsabstand von 102≠92 = 10. Dieser repr¨asentiert allgemein die Streuung von 50 Prozent der Messwerte um ihren Median und stellt gleichzeitig, durch Ausschluss von Ausreißern, eine robustes Streuungsmaß dar. Median der absoluten Abweichungen Ein noch robusteres Streuungsmaß als der Interquartilsabstand berechnet sich durch Anwendung des Medians auf den absoluten Betrag der Messwertabweichungen von ebendiesem. Dieses auch als Median der absoluten Abweichungen bezeichnete Maß kann in Formel 2.8 nachvollzogen werden. Unter der Annahme, dass die absoluten Abweichungen der Messwerte von ihrem Median normalverteilt sind, wird in einem weiteren Schritt die Kontante b = 1.4826 multipliziert. Sollte keine Normalverteilung 1 vorliegen, kann die Kontante b mit x˜0.75 abgesch¨atzt werden. MAD = b(mediani ( |Xi ≠ medianj (Xj )| )), wobei b =



Y ]1.4826, [



1



x ˜0.75



wenn X ≥ N (¯ x, ‡ 2 ) sonst



(2.8)



F¨ ur die Beispielmessreihe AZsortiert mit Median = 100 ergeben sich absolute Abweichungen von X = {10, 8, 2, 0, 2, 2, 10}. Da X einer Normalverteilung folgt, ergibt sich durch Anwendung von Formel 2.8 ein MAD = b · mediani = 1.4826 · 2 = 2.9652.



2.1.5



Charakterisierung von Unterschieden



Nachdem im vorherigen Unterabschnitt statistische Parameter f¨ ur die Lage und Streuung n¨aher erl¨autert wurden, folgt nun eine Auflistung von Methoden, die Unterschiede innerhalb von Datenverteilungen charakterisieren k¨onnen. Diese stellen eine essentielle Komponente f¨ ur die sp¨atere Quantifizierung von Antwortzeitabweichungen infolge von durchgeg¨ uhrten Optimierungsmaßnahmen dar. Ein wichtiges Kriterium dabei ist die m¨oglichst verlustfreie Einbeziehung der Ursprungswerte, damit deren origin¨arer Informationsgehalt erhalten bleibt.
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Grafische Methoden In einem ersten Schritt kommen bei der Analyse verschiedener Datenverteilungen typischerweise grafische Methoden zum Einsatz. Diese haben den praktischen Vor¨ teil, dass sie einen einfachen Uberblick u ¨ber Lage und Streuung bereitstellen, ohne dabei bestimmte Ausgangswerte auszuschließen, sondern diese bei der Verarbeitung vollst¨andig zu Grunde zu legen. Des Weiteren lassen sich dabei Aussagen u ¨ber Verteilungseigenschaften wie Symmetrie und Schieflage tre↵en, was bei der alleinigen Betrachtung von Lage- und Streuungsparametern nicht m¨oglich ist. Eine der am h¨aufigsten verwendeten Formen der grafischen Verteilungsanalyse stellt das Histogramm dar. Dieses teilt die Ursprungswerte der Verteilung in so genannte disjunkte Buckets ein, welche f¨ ur sich genommen, abgeschlossene Intervalle innerhalb der Ausgangseinheit repr¨asentieren. Dadurch entsteht eine H¨aufigkeitsverteilung, die jedem Bucket eine Anzahl an Messwerten zuordnet, wenn diese innerhalb des jeweiligen Bucket-Intervalls fallen. Abbildung 2.7 stellt exemplarisch Histogramme f¨ ur zwei Beispielverteilungen A und B dar. Bei n¨aherer Betrachtung f¨allt auf, dass es leichte Unterschiede zwischen A und B gibt. Zum einen scheint Verteilung B seine Werte deutlich breiter zu streuen als Verteilung A, was sich in der h¨oheren Anzahl pro Bucket in den ¨außeren Messwertregionen niederschl¨agt. Auch eine Verschiebung der Lage f¨ ur Verteilung B kann festgestellt werden, da dessen maximale Bucketbelegung oberhalb derer von Verteilung A liegen. Dar¨ uber hinaus repr¨asentieren A und B ann¨ahernd normalverteilte Gr¨oßen, deren Auspr¨agungen nahezu symmetrisch sind und sich nicht signifikant in eine bestimmte Richtung (links- oder rechtsschief) entwickeln.



Abbildung 2.7: Vergleich anhand eines Histogramms Die Anwendung eines Histogramms ist f¨ ur die erste Verteilungsanalyse ein hilfreicher Indikator, um bestimmte Eigenschaften absch¨atzen zu k¨onnen. Allerdings enthalten diese relativ wenig Informationen u ¨ber die genaue Lage der statistischen Parameter. Aus diesem Grund kommen alternativ Box-Whisker-Plots zum Einsatz. Diese stellen neben der grundlegenden Verteilung auch robuste Lage- und Streuungsmaße,
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wie dem Median oder dem Interquartilsabstand, dar. Auf der linken Darstellung in Abbildung 2.8 ist der grundlegende Aufbau von Box-Whisker-Plots zu sehen.



Abbildung 2.8: Vergleich anhand eines Box-Whisker-Plots Dabei repr¨asentiert die eigentliche Box den Interquartilsabstand der Verteilung, deren Median durch eine entsprechende Linie gekennzeichnet wird. Am oberen und unteren Ende der Box befinden sich die Whiskers, welche Grenzwerte beschreiben, die innerhalb eines Abstandes von ca. 1.5 ◊ IQR einzuordnen sind. Alle Werte, die diese Bedingung nicht erf¨ ullen, werden als Extremwerte angesehen und innerhalb des Plots durch Punkte ober- und unterhalb der Whiskers dargestellt. F¨ ur die Unterscheidung von Datenverteilungen eignen sich Box-Whisker-Plots im besonderen Maße, wie das Beispiel in Abbildung 2.8 zeigt. Auch hier werden die gleichen Verteilungen A und B dargestellt, wie sie zuvor schon f¨ ur das HistogrammBeispiel verwendet wurden. An der Gr¨oße der Boxen und der Whiskerl¨ange l¨asst sich bereits gut erkennen, dass Verteilung B eine gr¨oßere Varianz als Verteilung A besitzt. Zudem verf¨ ugt Verteilung B u ¨ber einen h¨oheren Median, was auf eine Lageverschiebung hindeutet. In beiden Verteilungen existieren nur oberhalb Ausreißer, welche allerdings bei Verteilung A verh¨altnism¨aßig weiter vom Interquartilsabstand streuen als in Verteilung B, daf¨ ur aber seltener auftreten. Auch die Symmetrie l¨asst sich mit Box-WhiskerPlots anhand der Position der Medianlinie bestimmen. Liegt diese in der Mitte der Box und verf¨ ugt ober und unterhalb u ¨ber einen ann¨ahernd gleichen Abstand zu den Whiskers, kann von einer symmetrischen Verteilung ausgegangen werden. Wie bereits eingangs erw¨ahnt, dienen grafische Methoden zur ersten Orientierung bei der Analyse und Unterscheidung von Verteilungseigenschaften. Innerhalb der Performance-Analyse stellt sich jedoch die Frage, wie dieser Unterschied zu quantifizieren ist. Eine M¨oglichkeit w¨are die Gegen¨ uberstellung von Lage und Streuungsparametern mit Hilfe der von Hoaglin et al. (1983) eingef¨ uhrten Five-Number ” Summary“-Statistik. Diese umfasst die f¨ unf Kennzahlen Minimum, x˜0.25 , Median, x˜0.75 und Maximum. Nach der Berechnung dieser Statistik f¨ ur mehrere Datenverteilungen k¨onnen Unterschiede anhand von Einzelvergleichen identifiziert werden. F¨ ur die Beispielverteilungen A und B ergeben sich nach Anwendung der Five” Number Summary“ die Werte in Tabelle 2.3. W¨ahrend die minimalen Auspr¨agungen
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in beiden Verteilungen ann¨ahernd gleich sind, verzeichnet die maximale Auspr¨agung in Verteilung B einen Anstieg von ca. 15%. Bei der Betrachtung der Mediane kann in Verteilung B eine Verlagerung um einen Faktor von fast 30% festgestellt werden. Ebenso verh¨alt es sich beim Vergleich der unteren und oberen Quartile, die innerhalb von Verteilung B eine Verschiebung um 25% bzw. 27% aufweisen. x˜0.25



Median



x˜0.75



Kennzahl



Min



Verteilung A



10.44 56.24 82.37



110.83 219.11



Verteilung B



10.97



137.46 253.49



71.62 106.82



Max



Tabelle 2.3: Beispiel – Five-Number Summary Kullback-Leibler Divergenz Alle Methoden, die bisher aufgezeigt wurden, besitzen einen entscheidenden Nachteil. F¨ ur die Analyse von Unterschieden m¨ ussen mehrere Kriterien betrachtet und miteinander verglichen werden. Daher entsteht ein Bedarf nach einer einzelnen Kennzahl, mit der sich Unterschiede in Verteilungen ausdr¨ ucken lassen. Aus dieser Motivation heraus stellten Kullback und Leibler (1951), im Forschungsgebiet der Informationstheorie, die Kullback-Leibler Divergenz (KLD) vor. Werden zwei diskrete Wahrscheinlichkeitsverteilungen P und Q betrachtet, so gibt der Ausdruck KL(P, Q) aus Formel 2.9 den Informationsgehalt an, der aufgebracht werden muss, um ausgehend von der empirischen Verteilung Q auf die wahre Verteilung P zu approximieren. Dieser Informationsgehalt wird je nach verwendeter Basis der Logarithmusfunktion in Bits (log2 ) oder Nats (logexp ) angegeben. Die KLD ist generell positiv und nimmt ausschließlich bei der Betrachtung von zwei identischen Verteilungen den Wert 0 an. Dar¨ uber hinaus stellt KL(P, Q) ein asymmetrisches Maß dar, sodass bei nicht identischen Verteilungen KL(P, Q) ”= KL(Q, P ) gilt. KL(P, Q) =



ÿ



xœX



P (x) · log



P (x) Q(x)



(2.9)



Tabelle 2.4 zeigt exemplarisch die berechneten Kullback-Leibler Divergenzen f¨ ur die Beispielverteilungen A und B. Dazu wurden zun¨achst die kontinuierlichen Messwerte entsprechend ihrer relativen H¨aufigkeit diskretisiert, bevor Formel 2.9 angewendet werden kann. Aus den Ergebnissen l¨asst sich die Asymmetrie der KLD und die Auspr¨agung f¨ ur identische Verteilungen erkennen. Dar¨ uber hinaus ist f¨ ur die Approximation von Verteilung A zu Verteilung B ein geringerer Informationsgehalt zu verzeichnen als im umgekehrten Fall. Im Gegensatz zu grafischen Methoden dr¨ uckt nun eine Kennzahl die Unterschiede zwischen zwei Wahrscheinlichkeitsverteilungen aus. Jedoch besitzt die KLD den Nachteil der Asymmetrie, weshalb diese nicht als Metrik im eigentichen Sinn bezeichnet werden kann.
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Verteilung A



Verteilung B



Verteilung A



0



0.21



Verteilung B



0.34



0



Tabelle 2.4: Kullback-Leibler Divergenzen f¨ ur Beispielverteilungen Jensen–Shannon Divergenz Ein symmetrisches Maß, welches Unterschiede zwischen zwei Wahrscheinlichkeitsverteilungen berechnet und auf der Kullback-Leibler Divergenz basiert, wird durch die Jensen-Shannon Divergenz (JSD) (Lin, 1991) ausgedr¨ uckt. Dabei stellen ⁄p und ⁄q in Formel 2.10 Gewichtungsparameter f¨ ur die Verteilungen P und Q dar, deren Auspr¨agung durch ⁄p + ⁄q = 1 gekennzeichnet ist. Im allgemeinen Fall sind die Eingangsverteilungen gleich gewichtet und es gilt ⁄p = ⁄q = 0.5. JSD(P, Q) = ⁄p KL(P, M ) + ⁄q KL(Q, M ), (P + Q) wobei M = 2



(2.10)



JSD(P, R) ⇥ JSD(P, Q) + JSD(Q, R)



(2.11)



Zwar besitzt die JSD, abgesehen von der Symmetrie, die gleichen Eigenschaften wie die KLD, jedoch erf¨ ullt sie nicht die Dreiecksungleichung (siehe Formel 2.11), welche eine Voraussetzung f¨ ur die Definition einer Distanzmetrik darstellt. Endres und Schindelin (2003) konnten in ihrer Forschungsarbeit allerdings zeigen, dass nach abschließender Anwendung der Quadratwurzel auf Formel 2.10 alle Bedingungen f¨ ur eine Distanzmetrik (Definitheit, Symmetrie, Nichtnegativit¨at und Erf¨ ullung der Dreiecksungleichung) vorliegen. Im Folgenden wird diese Definition der JensenShannon Divergenz als Distanzmetrik mit JSDdist abgek¨ urzt.



JSDdist (A, B) =



Ò Û



JSD(P, Q)



KL(A, A+B ) + KL(B, A+B ) 2 2 2 Û 0.069 + 0.049 = ¥ 0.24 2 =



(2.12)



Formel 2.12 zeigt exemplarisch die Berechnung der JSDdist f¨ ur die Wahrscheinlichkeitsverteilungen A und B unter der Annahme, dass diese gleich gewichtet (⁄a = ⁄b = 0.5) sind. Da sich sich die Kullback-Leibler Divergenzen KL(A, A+B ) und 2 A+B KL(B, 2 ) bei einer Vertauschung der Eingabeverteilungen nicht ¨andern, ist die Symmetrie der JSDdist sichergestellt.
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Statistische Inferenz



Das vorherige Unterkapitel besch¨aftigte sich mit der Performance-Analyse und der Charakterisierung des Antwortzeitverhaltens. Dar¨ uber hinaus wurden Lage- und Streuungsparameter eingef¨ uhrt und erste Ans¨atze f¨ ur die Erkennung von Unterschieden innerhalb von Wahrscheinlichkeitsverteilungen vorgestellt. Das vorliegende Unterkapitel setzt sich mit dem Thema der statistischen Inferenz bzw. Schlussfolgerung auseinander, welche eine Reihe an Methoden bereitstellt, um festzustellen, ob ¨ Anderungen im Antwortzeitverhalten nur in der Folge von Ausreißern bzw. Messfehlern entstanden sind oder diese einer statistischen Signifikanz zu Grunde liegen. F¨ ur derartige Entscheidungen u ¨ber den systematischen Unterschied zwischen zwei alternativen Ergebnisauspr¨agungen kann h¨aufig ein statistischer Hypothesentest zu Rate gezogen werden (Cohen, 1995, S. 106-109). Dabei wird zun¨achst eine Nullhypothese H0 formuliert, die bestimmte Annahmen u ¨ber Eigenschaften oder Parameter einer Verteilung tri↵t. Das Ziel eines Hypothesentests besteht in der Folge darin, diese Nullhypothese mit einer gewissen Wahrscheinlichkeit zu widerlegen. Ausschlaggebend f¨ ur die Ablehnung einer Nullhypothese ist das Signifikanzniveau –, welches auch als Irrtumswahrscheinlichkeit bekannt ist. Nach der Durchf¨ uhrung eines Hypothesentests liegt als Ergebnis ein Wahrscheinlichkeitswert p vor, der im Anschluss mit – verglichen wird. Wenn p Æ – ist, kann in der Regel die Nullhypothese verworfen werden. Das Ablehnen der Nullhypothese hat gleichzeitig eine Annahme der Alternativhypothese H1 zur Folge, welche als komplement¨are Formulierung zu H0 vorliegt. Bei der Entwicklung eines Hypothestests sollte daher immer darauf geachtet werden, dass H0 und H1 disjunkt zueinander sind. In Bezug auf den Anwendungsfall des Antwortzeitverhaltens k¨onnte H1 bspw. von statistisch signifikanten Abweichungen innerhalb zweier Messerwertverteilungen ausgehen, wohingegen H0 eine identische Verteilungsannahme tre↵en w¨ urde. Bei einer Best¨atigung der Nullhypothese H0 , also im Fall von (p > –), kann jedoch nicht gleichzeitig geschlussfolgert werden, dass die daraus getro↵enen Annahmen tats¨achlich der Wahrheit entsprechen. Lediglich die durch die betrachtete Stichprobe abgeleiteten Informationen geben Hinweise darauf, dass eine gewisse Tendenz f¨ ur eine Annahme vorliegt. Anders sieht es im umgekehrten Fall (p Æ –) aus, bei dem das Signifikanzniveau – die Wahrscheinlichkeit f¨ ur einen Irrtum angibt. Betr¨agt bspw. – = 0, 05%, so besteht bei Annahme der Alternativhypothese H1 lediglich eine Chance von 5%, dass diese Entscheidung falsch ist. Bei der Verwendung von statistischen Hypothesentests besteht h¨aufig die Gefahr, dass getro↵ene Annahmen sich im Nachhinein als falsch herausstellen k¨onnen, respektive existieren allgemein zwei Arten von Fehlerklassen. Die Ablehnung einer Nullhypothese, welche eigentlich wahr ist, charakterisiert einen Fehler der ersten Art. Demgegen¨ uber kennzeichnet ein Fehler der zweiten Art die Aufrechterhaltung einer Nullhypothese, welche aber eigentlich h¨atte verworfen werden m¨ ussen. Fehler erster Art k¨onnen durch die Auswahl eines niedrigeren Werts f¨ ur – reduziert werden. F¨ ur Fehler der zweiten Art kann eine ausreichend große Stichprobenmenge Abhilfe scha↵en, da diese eine geringere Varianz aufweist und damit die Aussagekraft des jeweiligen Hypothesentests erh¨oht (Gravetter und Wallnau, 2012, S. 244-247).
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Typischerweise setzt ein Großteil der statistischen Hypothesentests gewisse Verteilungseigenschaften voraus. Die dabei aufgestellten Hypothesen formulieren Annahmen, die bestimmte Lage- und Streuungsparameter (Mittelwert, Varianz, etc.) betre↵en. Ein zweiseitiger t-Test erfordert zum Beispiel, dass die zu verarbeitenden Daten einer Normalverteilung folgen. Untersuchungsgegenstand ist in diesem Fall die Di↵erenz der Mittelwerte (¯ xdi↵ = x¯1 ≠ x¯2 ), mit H0 : x¯di↵ = 0 (identisch) und H1 : x¯di↵ ”= 0 (unterschiedlich). In der Fachliteratur (Gravetter und Wallnau, 2012, S. 593) werden diese Tests allgemein als parametrische Verfahren definiert. Das zus¨atzliche Vorwissen aus den eingehenden Parametern hat meist eine h¨ohere statistische Aussagekraft zur Folge. Wie jedoch bereits in Abschnitt 2.1.2 erl¨autert, charakterisiert sich das zu analysierende Antwortzeitverhalten als eine schief-verteilte Gr¨oße. Innerhalb der Statistik existieren daher Verfahren, die unabh¨angig von der zu Grunde liegenden Verteilung arbeiten und kein Wissen u ¨ber Lage- und Streuungsparameter voraussetzen. Diese werden auch als nichtparametrische Verfahren bezeichnet und werden im Folgenden n¨aher beschrieben.



2.2.1



Nichtparametrische Verfahren



Im Gegensatz zu ihrem parametrischen Pendant setzen nichtparametrische Verfahren keinerlei Wissen u ¨ber die zu Grunde liegende Datenverteilung voraus. Aus diesem Grund eignen sie sich insbesondere f¨ ur den praktischen Anwendungsfall, dessen Kenngr¨oßen u ¨blicherweise keiner Normalverteilung folgen (Moore et al., 2009, S. 772). Diese verteilungsunabh¨angige Betrachtung bringt allerdings gewisse Einschr¨ankungen mit sich. Betrachtungsgegenstand sind nicht mehr die reinen Messwerte, sondern z.B. geordnete R¨ange, die aus den Ursprungswerten generiert werden. Formel 2.13 zeigt die Berechnung eines Rangs f¨ ur den Messwert Xi zum Zeitpunkt t mit der Indikatorfunktion I. (Ross et al., 2011). Es erfolgt zun¨achst eine der Gr¨oße nach aufsteigende Sortierung der Ausgangswerte, wobei je nach Vorkommen jedes Element einen Rang zugewiesen bekommt. Sollten zwei oder mehr Elemente den gleichen Ausgangswert besitzen, wird von einer Bindung ausgegangen. In diesem Fall definiert sich der Rang f¨ ur diese Werte aus dem arithmetischen Mittel der eigentlich vorgesehenen R¨ange im ungebundenen Fall. r(Xi ) =



t ÿ i”=j



I(Xi Ø Xj )



(2.13)



Tabelle 2.6 zeigt die geordneten R¨ange der Messwerte f¨ ur die Beispielverteilungen A und B aus Tabelle 2.5. Die hervorgehobenen Eintr¨age stammen aus Verteilung B und die restlichen entsprechend aus Verteilung A. Analog zu Formel 2.13 erh¨alt jedes Element aus A und B einen korrespondierenden Rang. In diesem Beispiel kommt es zu keiner Bindung zwischen den Messwerten. H¨atte aber beispielsweise das f¨ unfte Element innerhalb der geordneten Reihe in Tabelle 2.6 den Wert 100 anstelle von 99 w¨ urde eine Bindung zwischen diesem und dem darau↵olgenden Element entstehen. Nach obiger Definition erhalten beide Werte nun den Rang 5.5, der sich aus dem arithmetischen Mittel der R¨ange 5 und 6 ergibt ( 5+6 ). 2
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23 x1



x2



Verteilung A



100



Verteilung B



91



x3



x4



x5



90 102



98



110



95



107 104



99



Tabelle 2.5: Beispielmessreihe f¨ ur die Rangzuordnung Mit Hilfe einer solchen Rangtransformation bleibt die urspr¨ ungliche Ordnung der Werte erhalten, ohne dabei jedoch konkrete Eigenschaften u ¨ber Lage und Streuung zu ber¨ ucksichtigen. Zwei nichtparametrische Verfahren, die auf Grundlage dieser Transformation eigene Statistiken f¨ ur einen Hypothesentest definieren, sind der Mann-Whitney-Test und der Mood-Test. Beide Verfahren zielen auf die Erkennung von Abweichungen innerhalb von zwei Datenverteilungen ab und k¨onnen in Change Point Detection Modellen (siehe Abschnitt 2.3) eingesetzt werden. Rang r(Xi )



1



Antwortzeit



90 91



2



3



4



5



6



7



8



95



98



99



100 102



9



104 107



10 110



Tabelle 2.6: Umsetzung der Rangzuordnung 2.2.1.1



Mann-Whitney-U-Test



Der Mann-Whitney-Test stellt das parameterfreie Gegenst¨ uck zum klassischen TTest-Verfahren dar, bei dem signifikante Lageunterschiede identifiziert werden sollen. Voraussetzung f¨ ur die Anwendung ist eine unabh¨angige, ordinalskalierte, und identisch verteilte Stichprobe {X1 , ..., Xn }. F¨ ur die Berechnung der U-Statistik des Mann-Whitney-Tests erfolgt eine Rangzuweisung (analog zu Formel 2.13) der Ursprungswerte aus den Verteilungen F (X) und G(Y ) mit den jeweils identisch verteilten Stichproben {X1 , ..., Xm } bzw. {Y1 , ..., Yn }, welche unabh¨angig voneinander erhoben wurden. Nach einer Aufsummierung der einzelnen R¨ange kann die Ermittlung der Pr¨ ufgr¨oßen UX und UY aus Formel 2.14 beginnen. Diese geben an, ob innerhalb einer Stichprobe zugleich sehr niedrige und hohe R¨ange zugewiesen wurden, sodass sich f¨ ur die Werte der alternativen Stichprobe nur mittlere R¨ange ergeben. F¨ ur diesen Fall w¨aren die Rangsummen RX und RY nahezu identisch, was zu der falschen Annahme einer identischen Verteilung f¨ uhren kann.



UX = mn



m(m + 1) ≠ RX 2



UY = mn



n(n + 1) ≠ RY 2



(2.14)



Im letzten Schritt wird die Teststatistik U durch den minimalen Wert aus den Pr¨ ufgr¨oßen UX und UY repr¨asentiert. Diese n¨ahert sich bei einer hinreichend großen Stichprobe (n Ø 4 und m Ø 4 sowie n + m Ø 10) einer Normalverteilung U ≥ N (µU , ‡U ) an (vgl. auch Formel 2.15).
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U = min(UX , UY )



µU =



mn 2



‡U2 =



mn(N + 1) 12



(2.15)



Soll nun gepr¨ uft werden, ob die beiden Beispielverteilungen A und B bez¨ uglich ihrer Lage unterschiedlich sind, entspricht H0 : F (A) = F (B) bzw. H1 : F (A) ”= F (B). F¨ ur die berechneten R¨ange aus Tabelle 2.3 ergeben sich die beiden Rangsummen RA = 28 und RB = 27. Nach Einsetzung in Formel 2.14 nehmen die Pr¨ ufgr¨oßen UA = 12 und UB = 13 an. Aus Formel 2.15 folgt der resultierende Wert der Teststatistik U = 12. Da es sich um kleine Stichproben handelt, kann der kritische U-Wert (Ucrit ) f¨ ur die Pr¨ ufung von H0 aus einer Tabelle abgelesen werden (Mann und Whitney, 1947). Die Nullhypothese H0 wird genau dann abgelehnt, wenn U > Ucrit gilt. Der kritische Wert Ucrit = 22 kann f¨ ur die U-Statistik bei einem Signifikanzniveau von – = 0.05 und m = n = 5 bestimmt werden. Da U < Ucrit gilt, kann die Gleichverteilungsannahme der Nullhypothese best¨atigt werden. 2.2.1.2



Mood-Test



W¨ahrend der Mann-Whitney-U-Test vorwiegend versucht, Lage¨anderungen zu erkennen, fokussiert sich der Test von Mood (1954) auf m¨ogliche Streuungsabweichungen. Dabei wird die Summe der quadrierten Abweichungen einzelner Sample-R¨ange von ihrem Erwartungswert ( N 2+1 ) als Teststatistik betrachtet.



MÕ =



n 3 ÿ i=1



3



N +1 r(Xi ) ≠ 2



442



M=



- (M Õ ≠ µ Õ ) M ‡M Õ



(2.16)



Wie auch der Mann-Whitney-Test setzt das Verfahren von Mood ordinalskalierte Stichproben voraus, die unabh¨angig voneinander erhoben wurden. Es seien F (X) und G(Y ) die beiden Eingangsverteilungen mit den Stichproben {X1 , ..., Xm } bzw. {Y1 , ..., Yn }. Des Weiteren ist N = m + n, sodass sich f¨ ur die Mood-Statistik der Ausdruck in Formel 2.16 ergibt.



µM Õ =



m(N 2 ≠ 1) 12



2 ‡M Õ =



mn(N + 1)(N 2 ≠ 4) 180



(2.17)



Ausgehend von den Beispielverteilungen A und B bilden die ermittelten R¨ange aus Tabelle 2.6 erneut die Basis f¨ ur die Berechnung der Mood Statistik M . Wie dem linken Ausdruck in Formel 2.16 zu entnehmen ist, wird zun¨achst die Summe der quadrierten Abweichungen aller R¨ange aus Beispielverteilung B zum Mittelwert N +1 ermittelt. Dabei ist N = m + n, wobei m und n die Anzahl der Elemente 2 in Verteilung A bzw. B repr¨asentieren. Die komplette Beispielberechnung der Mood Statistik kann in Formel 2.18 nachvollzogen werden. Generell kennzeichnen gr¨oßere Werte f¨ ur M eine Streuungsabweichung zwischen den Eingangsverteilungenm,
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wohingegen kleineren Wertauspr¨agungen von einer Gleichverteilung ausgehen. Wie auch schon bei der Berechnung f¨ ur die Mann-Whitney-U-Teststatistik l¨asst sich f¨ ur die Beispielverteilungen A und B keine signifikante Abweichung feststellen. M Õ = (2 ≠ 5.5)2 + (3 ≠ 5.5)2 + (5 ≠ 5.5)2 + (8 ≠ 5.5)2 + (9 ≠ 5.5)2 = 37.25



µM Õ



5(102 ≠ 1) = = 41.25 12



M= 2.2.1.3



- (37.25 ≠ 41.25) 12.1106



‡M Õ =



Û



25(10 + 1)(102 ≠ 4) = 12.1106 180



(2.18)



= 0.3302892



Lepage-Test



F¨ ur reale Anwendungsszenarien reicht die einseitige Betrachtung von Lage- und ¨ Streuungs¨anderungen nicht aus, da Messwerte Anderungen in beiden Verteilungseigenschaften aufweisen k¨onnen (Sawilowsky und Blair, 1992). Eine Herangehensweise w¨are der parallele Einsatz des Mann-Whitney- und Mood-Tests, was allerdings eine ¨ genaue Identifizierung des Zeitpunktes einer Anderung deutlich erschwert. Aus diesem Grund wird eine Teststatistik ben¨otigt, die sowohl Lage- als auch Streuungs¨anderungen innerhalb einer Verteilung erkennt. In der Forschungsarbeit von Lepage (1971) wurde ein Verfahren vorgestellt, was die Kenngr¨oßen von MannWhitney und Mood kombiniert. Die Lepage-Statistik L ist demnach die Summe der quadrierten genormten Teststatistiken U und M . L = U2 + M2



(2.19)



Basierend auf den Ergebnissen der Mood- und Mann-Whitney-U-Statistik f¨ ur die Beispielverteilungen A und B wird nun exemplarisch die Lepage-Statistik in Formel 2.20 ermittelt. In Vorbereitung darauf muss eine Normierung der berechneten U -Statistik erfolgen, indem der Mittelwert µU abgezogen und durch die Standardabweichung ‡U dividiert wird. Der kritische Wert f¨ ur die Lepage-Statistik bei m = n = 5 und einem Signifikanzniveau von – = 0.05 betr¨agt Lcrit = 0.09818182. Da der berechnete Wert f¨ ur L = 0.01090909 annimmt, wird die Nullhypothese best¨atigt (L < Lcrit ) und es wird weder von einer Lage- noch Streuungsabweichung in A und B ausgegangen. µU =



UÕ =



25 = 12.5 2 -U -



-



‡U2 = -



25(10 + 1) = 22.9166 12 -



≠ µU -- -- 12 ≠ 12.5 -= -Ô - = 0.1044466 ‡U - - 22.9166 -



L = (0.1044466)2 + (0.3302892)2 = 0.01090909



(2.20)
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Change Point Detection Modelle



Nachdem im vorherigen Abschnitt Teststatistiken f¨ ur die Erkennung von Lage- und Streuungsabweichungen vorgestellt wurden, folgt nun eine Einf¨ uhrung des Problems der sogenannten Change Point Detection (CPD). Hierbei handelt es sich um die ¨ Uberwachung eines fortlaufenden Datenstroms, dessen Verteilungseigenschaften sich im Laufe der Zeit ¨andern k¨onnen. Das Hauptziel von CPD-Modellen ist die Iden¨ tifizierung dieser Anderungen auf Basis durchg¨angiger Hypothesentests. Die Entscheidung u ¨ber die Annahme oder Ablehnung einer Nullhypothese erfolgt anhand von Grenzwertvergleichen, die f¨ ur jedes ankommende Element innerhalb des Datenstroms durchgef¨ uhrt werden. Sobald eine Grenzwert¨ uberschreitung f¨ ur eine zu Grunde liegende Teststatistik eintritt, wird die Nullhypothese (Annahme von gleichen Verteilungseigenschaften) abgelehnt. Die Motivation f¨ ur den Einsatz von CPDModellen liegt in der Ungewissheit begr¨ undet, wann eine Abweichung tats¨achlich als signifikant einzustufen ist. Dabei entscheidet das gew¨ahlte Signifikanzniveau u ¨ber die jeweilige Sensitivit¨at gegen¨ uber Aureißerwerten. Je stringenter das Signifikanzniveau gew¨ahlt wird, desto geringer ist die Chance, dass eine fluktuative Abweichung als ¨ realer Anderungspunkt identifiziert wird.



2.3.1



Problemformulierung



Gegeben sei ein univariater Datenstrom Xi mit x1 , ..., xn Elementen, die zum Zeitpunkt xt beobachtet werden. Des Weiteren enth¨alt der Datenstrom, bedingt durch ¨ m¨ogliche Verteilungsabweichungen, ·1 , ..., ·n Anderungspunkte (engl. Change Points), die Xi in F0 , ..., Fn Unterverteilungen aufspaltet (Hawkins et al., 2003; Ross, 2013a).



Xi ≥



Y _ _F0 _ _ _ ]F 1



_ _ F3 _ _ _ [



Fn



i Æ ·1 ·1 < i Æ · 2 ·2 < i Æ · 3 ·n≠1 < i Æ ·n



(2.21)



In Abbildung 2.9 wird exemplarisch die Lage- und Streuungs¨anderung innerhalb eines Datenstroms dargestellt. Zum Zeitpunkt x· = 100 ¨andert sich links der Mittelwert und rechts die Varianz. Aufgabe von CPD-Modellen ist die Identifizierung ¨ solcher Anderungspunkte zum Zeitpunkt · .



2.3.2



¨ Identizierung von Anderungspunkten



¨ F¨ ur die Identifizierung von Anderungspunkten werden auf Basis von fortlaufenden Hypothesentests Grenzwertvergleiche durchgef¨ uhrt. Diese richten sich nach dem gew¨ahlten Modell bzw. der zu Grunde liegenden Teststatistik. In Abschnitt 2.2.1 wurden bereits einige nichtparametrische Teststatistiken vorgestellt, die f¨ ur nicht normalverteilte Daten anwendbar sind. Das CPD-Modell kann diese Teststatistiken ¨ integrieren, sodass sich auf dieser Basis Anderungspunkte kennzeichnen lassen. Der allgemeine Ablauf eines CPD-Modells sieht f¨ ur die Anwendung zwei Szenarien vor. Entweder liegt der zu untersuchende Datenstrom als Block fester L¨ange bereits vollst¨andig vor oder es erfolgt eine sequentielle Abarbeitung (unbekannte L¨ange). Im
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(a) Mittelwert¨ anderung



(b) Varianz¨anderung



¨ Abbildung 2.9: Anderung der Verteilungseigenschaften ¨ ersten Fall k¨onnen unter der Annahme, dass maximal ein Anderungspunkt vorliegt, folgende Hypothesen aufgestellt werden: H0 : Xi ≥ F0 (x; H1 : Xi ≥



Y ]F



0 (x;



[F1 (x;



0 ), 0 ), 1 ),



i = i, ..., n



(2.22)



i = 1, 2, ..., k i = k + 1, k + 2, ..., n



(2.23)



F¨ ur jede abgeleitete Verteilung Fi ergeben sich in der Folge die unbekannten Parameter i . Das soeben aufgezeigte Hypothesenproblem l¨asst sich mit einem zweiseitigen Hypothesentest l¨osen, indem Annahmen u ¨ber gemacht werden. Liegt der Datenstrom als normalverteilte Gr¨oße vor, w¨ urde als Teststatistik bspw. ein klassischer t-Test gew¨ahlt werden. K¨onnen hingegen keine Annahmen u ¨ber den Datenstrom gemacht werden, so empfiehlt sich die Verwendung von nichtparametrischen Verfahren, wie sie in Abschnitt 2.2.1 beschrieben wurden. Auf diese Art und Weise kann das Problem auch f¨ ur den sequentiellen Fall generalisiert werden. Dn =



-max - k



-



Dk,n ≠ µDk,n -‡Dk,n



1 hk,t ) = – gilt. Daraus er¨ gibt sich die Zeit zwischen zwei fehlerhaften Erkennungen eines Anderungspunktes als mittlere Zahl der Stichproben (engl. Average Run Length - ARL0 ), die zwischen diesen beiden Ereignissen beobachtet werden m¨ ussen. ARL0 =



1 –



(2.25)
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Wird bspw. ein Signifikanzniveau von – = 0.05 gew¨ahlt, so ist maximal eine Grenz1 wert¨ uberschreitung Dt > hk,t in insgesamt 20 ( 0.05 ) Beobachtungen erlaubt, sodass diese noch als fehlerhafte Erkennung eingestuft wird. Wie bereits erw¨ahnt, ergeben sich die Grenzwerte hk,t aus der Verteilung Dt f¨ ur alle Werte t. Typischerweise ist diese Verteilung aber unbekannt, weshalb sie mit Hilfe von aufwendigen Simulationstechniken wie der Monte Carlo Simulation f¨ ur diverse –-Werte abgesch¨atzt werden muss. Eine ausf¨ uhrliche Beschreibung dieses Prozesses ist der entsprechenden Fachliteratur (Hawkins und Deng, 2010; Ross et al., 2011) zu entnehmen.
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Abbildung 2.10: CPD-Modell Erkennung Zur Veranschaulichung des CPD-Ablaufs stellt Abbildung 2.10 die sequentielle Er¨ kennung eines Anderungspunktes dar. Das Beispielmodell analysiert einen Datenstrom der L¨ange n = 200 auf Basis der Mann-Whitney-Teststatistik (siehe Formel 2.14). Die zu Grunde liegenden Daten wurden bereits im Beispiel f¨ ur die Mittelwertabweichung in Abbildung 2.9(a) verwendet. Zu sehen ist der Zustand des ¨ CPD-Modells, bei dem nach 106 Beobachtungen ein Anderungspunkt bei t = 99 erkannt wurde. Dieser ist mit einer durchgezogenen Linie markiert und stellt gleichzeitig den maximalen Wert Dn innerhalb der Menge der berechneten Teststatistiken dar. Ebenfalls hervorgehoben ist der Grenzwert hk,n (gestrichelte Linie), welcher zum Zeitpunkt t = 99 u ¨berschritten wurde und somit eine Ablehnung der Nullhypothese zur Folge hatte.
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Konfigurationsoptimierung



¨ In den letzten Unterkapiteln wurde dargelegt, wie sich signifikante Anderungen innerhalb einer Datenverteilung nachweisen lassen. Mit Hilfe dieser Methoden k¨onnen auch Abweichungen im Antwortzeitverhalten eines DWH-Systems identifiziert werden. Es ist allerdings noch zu kl¨aren, welche Einflussfaktoren diese Abweichungen ¨ beg¨ unstigen. Aus diesem Grund gibt der folgende Abschnitt einen Uberblick der verschiedenen Anwendungsbereiche einer Konfigurationsoptimierung und listet exemplarisch signifikante Schl¨ usselfaktoren auf. Die Performance eines DWH-Systems gilt allgemein nur dann als akzeptabel, wenn alle Gesch¨aftsanforderungen innerhalb eines angeforderten Einsatzzeitraumes erf¨ ullt werden (Holdsworth und Shores, 1996). Diese Anforderungen ¨andern sich allerdings mit zunehmender Zeit, sodass es einer Anpassung der bestehenden Konfigurationen bedarf. Generell kann die Optimierung von DWH-Konfigurationen in zwei unterschiedliche Klassen eingeteilt werden. Die erste Klasse besch¨aftigt sich mit der softwareseitigen Einstellung von ausgew¨ahlten Konfigurationsparametern, um die vorhandenen Ressourcen des Systems m¨oglichst optimal auszunutzen. Demgegenu ¨ber charakterisiert die zweite Klasse hardwareseitige Optimierungen, welche die Systemressourcen an die jeweiligen Kapazit¨atsanforderungen anpassen.



2.4.1



Hardware-Optimierung



Die Aufstockung von Hardware-Ressourcen dient der allgemeinen Steigerung der System-Performance, sodass entweder gegenw¨artige Engp¨asse ausgeglichen oder zuk¨ unftige Gesch¨aftsanforderungen erf¨ ullt werden. Dabei k¨onnen s¨amtliche Komponenten, wie die Anzahl der CPUs, Arbeitsspeicher- bzw. Festplattenkapazit¨at, Netzwerkadapter, etc., von der Maßnahme betro↵en sein. Bei der Beseitigung von Kapazit¨atsengp¨assen gilt es zun¨achst, den sogenannten Performance-Flaschenhals zu identifizieren. Der Ankauf weiterer CPU-Leistung k¨onnte bspw. keine positiven Auswirkungen auf die Performance haben, wenn das eigentliche Problem durch einen ¨ geringen I/O-Durchsatz verursacht wird. F¨ ur die genaue Uberwachung der einzelnen Hardware-Komponenten und deren m¨ogliche Engp¨asse k¨onnen Monitoring-Tools auf Betriebssystemebene herangezogen werden. Bei Problemen mit dem I/O-Durchsatz kann sich bspw. der Einsatz von Solid-State-Disks (SSDs) lohnen, die besonders f¨ ur zuf¨allige Lese- und Schreiboperationen einen immensen Leistungsgewinn erzielen k¨onnen. Allgemein empfehlen sich Hardware-Optimierungen besonders f¨ ur Gesch¨aftsanforderungen, die eine hohe Skalierbarkeit (z.B. eine Verdopplung der parallel ausgef¨ uhrten Berichte) voraussetzen (Ponniah, 2001, S. 149).



2.4.2



Software-Optimierung



Neben der hardwareseitigen Betrachtung stellt die Konfigurationsoptimierung auf Software-Ebene einen bedeutenden Faktor dar. Hierbei wird zwischen speziellen Parametern f¨ ur das Datenbank-Management-System (DBMS) und der eigentlichen Datenbank-Instanz unterschieden. Dar¨ uber hinaus existieren noch weitere Methoden f¨ ur die gezielte Optimierung einzelner Applikationen (Anfragen oder Berichte),
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was allerdings nicht Untersuchungsgegenstand dieser Arbeit ist. Es folgt nun eine ¨ kurze Ubersicht (Alur, 2004, S. 198-302) der wichtigsten Schl¨ usselfaktoren, welche die Gesamt-Performance eines DWH-Systems beeinflussen k¨onnen. Protokollierung ¨ Jedes DBMS verwendet Protokolldateien, um s¨amtliche Anderungsoperationen und Systemaktivit¨aten innerhalb der Datenbank zu erfassen. Insbesondere f¨ ur den Fehlerfall kann mit Hilfe dieser Protokolle der urspr¨ ungliche Zustand des Datenbanksystems wiederhergestellt werden. M¨ogliche Parameter f¨ ur die Protokollierung sind zum Beispiel die Gr¨oße der anzulegenden Dateien und die Art und Weise ihrer Speicherung. Verbindungseigenschaften Bevor Anfragen einer Anwendung innerhalb der Datenbank verarbeitet werden k¨onnen, muss diese zun¨achst eine Verbindung zum jeweiligen System herstellen. W¨ahrend der Ausf¨ uhrung stellt jede Verbindung dann einen eigenen Prozess dar, dem ¨ eine begrenzte Menge an Systemressourcen zugeteilt werden. Uber die Festlegung der DBMS-Parameter l¨asst sich die Anzahl der maximal zugelassenen Verbindungen begrenzen. Besonders im Kontext des Antwortzeitverhaltens spielt dieser Parameter eine wichtige Rolle, da es bei einer gr¨oßeren Anzahl an parallelen Verbindungen zu immensen Performance-Einbr¨ uchen kommen kann. Zwischenspeicher Ein wichtiger Indikator f¨ ur die Performance eines Datenbanksystems ist die Anzahl der ben¨otigten I/O-Operationen. Um diese zu reduzieren, stellt das DBMS einen Zwischenspeicher (engl. Bu↵er Pool) zur Verf¨ ugung, der h¨aufig verwendete Daten im Arbeitsspeicher vorh¨alt. Auf diese Art und Weise k¨onnen Lese- und Schreiboperationen schneller ausgef¨ uhrt werden, ohne dabei auf die deutlich langsameren Festplatten zur¨ uckgreifen zu m¨ ussen. Innerhalb der Konfigurationsparameter l¨asst sich bspw. die Gr¨oße des Zwischenspeichers festlegen, sowie die unterst¨ utze Seitengr¨oße. Kleinere Zwischenspeicher eignen sich bei bei Anwendungen, deren Zugri↵ zuf¨allig erfolgt. Je h¨aufiger auf bestimmte Daten zugegri↵en werden muss, desto h¨oher sollte entsprechend der Zwischenspeicher gew¨ahlt werden. Sperren Innerhalb eines DWH-Systems erfolgt meist ein paralleler Zugri↵ auf die vorhandene Datenbasis. F¨ ur gewisse Operationen k¨onnen einige Anwendungen exklusiven Zugri↵ auf eine Ressource erhalten, sodass diese w¨ahrend der Ausf¨ uhrung f¨ ur andere Prozesse nicht zug¨anglich ist. Entweder wird diese Sperre auf Datensatz- oder Tabel¨ lenebene gesetzt, wobei der Ubergang eine Sperreskalation (engl. Lock Escalation) kennzeichnet. Diese tritt genau dann auf, wenn die Anzahl der maximal gehaltenen Sperren im System einen Grenzwert u ¨berschreitet. Sperren auf Tabellenebene haben dazu den Nachteil, dass der allgemeine Datendurchsatz deutlich verringert wird. Die Parameter der DWH-Konfiguration erlauben bspw. eine Festlegung der maximal zu haltenden Sperren und k¨onnen die Wartezeit spezifizieren, die eine Applikation f¨ ur die Zuweisung einer Sperre aufbringen muss.
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Workload-Management Der Zweck des Workload-Managements ist die Sicherstellung einer anwendungsspezifischen Priorisierung von begrenzt vorhandenen Systemressourcen, sodass diese im Einklang mit den jeweiligen Gesch¨aftsanforderungen stehen (Chen et al., 2014, S. 145). Somit erhalten gesch¨aftskritische Anwendungen einen h¨oheren Stellenwert bei der Zuweisung von Systemressourcen und die Nutzer k¨onnen mit einem akzeptablen Antwortzeitverhalten rechnen. Bei der Konfiguration des Workload-Managements kann die angesprochene Priorisierung auf Basis einer Klasseneinteilung vorgenommen werden. Administratoren haben die M¨oglichkeit, diese Klassen anhand von verschiedenen Kriterien zu definieren. Damit lassen sich u.a. Anfragen eines bestimmten Nutzerkontos oder einer spezifischen Anwendungskennung zu einer h¨oher priorisierten Klasse zusammenfassen. Anwendungen, die nicht direkt gesch¨aftskritischer Natur sind, erhalten bei gleichzeitiger Ausf¨ uhrung mit h¨oher priorisierten Prozessen entweder deutlich weniger Systemressourcen oder werden gar zu einer Warteschlange hinzugef¨ ugt.



2.5



Relevante Forschungsarbeiten



Innerhalb der Datenbankforschung existiert eine Vielzahl an Ver¨o↵entlichungen, die sich mit dem Monitoring von Datenbanksystemen und der Erkennung von Abweichungen in Verteilungseigenschaften auseinandersetzen. Relevant f¨ ur die vorliegende Arbeit sind im Speziellen die Forschungsgebiete Workload-Charakterisierung, Change Point Detection und Performance-Evaluation. F¨ ur die erfolgreiche Durchf¨ uhrung einer Performance-Analyse ist zun¨achst von Bedeutung, dass der Workload des Zielsystems charakterisiert wird. Nach Hu und Gorton (1997) sollte diese Charakterisierung m¨oglichst repr¨asentativ erfolgen und reale Workload-Szenarien widerspiegeln. Zum Beispiel haben Duan et al. (2009) im Kontext von Konfigurationsoptimierungen ein Online-Tool entwickelt, welches auf Basis des eingehenden Workloads automatisch jene Konfigurationsparameter ausw¨ahlt, die den gr¨oßten positiven Einfluss auf die System-Performance haben. Untersuchungsgegenstand der vorliegenden Arbeit ist das reale Antwortzeitverhalten eines produktiven DWH-Systems. Besonders repr¨asentativ aus Nutzersicht ist dabei das allgemeine Berichtswesen, welches zugleich den Hauptanteil am GesamtWorkload darstellt. Ziel ist die Identifizierung von Abweichungen im Antwortzeitverhalten, die durch Konfigurations¨anderungen hervorgerufen wurden. Damit l¨asst sich ¨ zum einen der Einfluss dieser Anderungen n¨aher quantifizieren und zum anderen ein Indikator f¨ ur m¨ogliche Kapazit¨atsengp¨asse ableiten. Die soeben angesprochene Identifizierung von Abweichungen kann allgemein durch die Anwendung von CPD-Modellen erfolgen. Kawahara und Sugiyama (2012) formalisieren bspw. ein Modell f¨ ur zeitbezogene Daten, sodass Abweichungen in der Datenverteilung zweier Bezugszeitr¨aume mit Hilfe des Verh¨altnisses der abgesch¨atzten Wahrscheinlichkeitsdichten erkannt werden k¨onnen. Einen alternativen Ansatz stellt die Implementierung von CPD-Modellen auf Basis von Teststatistiken dar, deren Ursprung in klassischen Hypothesentests liegt (Ross et al., 2011; Ross, 2013a; Hawkins und Deng, 2010; Hawkins et al., 2003; Pettitt, 1979).
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Neben der Verwendung von CPD-Modellen existieren zudem Divergenzmaße wie die Kullback-Leibler-Divergenz zur Quantifizierung von Unterschieden zweier Verteilungen. Sebasti˜ao und Gama (2007) evaluieren in ihren Ausf¨ uhrungen verschiedene Divergenzmaße, um deren Eignung in einem fenster-basierten Verfahren zur Abweichungserkennung festzustellen. Weitere Ans¨atze zu dieser Thematik in Bezug auf multivariate Datenstr¨ome finden sich bspw. in den Publikationen von Dasu et al. (2009) und Kifer et al. (2004). Der L¨osungsansatz der vorliegenden Arbeit behandelt zun¨achst eine Eignungspr¨ ufung von Divergenzmaßen f¨ ur die Erkennung von Abweichungen in simulierten Datenstr¨omen. Dar¨ uber hinaus erfolgt eine Untersuchung der zu Grunde liegenden Datenverteilung des realen Antwortzeitverhaltens innerhalb des betrachteten Zielsystems. Die reinen Messwerte des Antwortzeitverhaltens m¨ ussen f¨ ur die Divergenzberechnung diskretisiert werden. Das jeweilige Ergebnis wird anschließend mit einem Grenzwert verglichen, der mit Hilfe einer eigenen Heuristik ermittelt wurde. Kommt es zu ¨ einer Uberschreitung dieses Grenzwertes, so wird von einer signifikanten Abweichung im Antwortzeitverhalten ausgegangen. Als zus¨atzlicher Beitrag stellt die vorliegende Arbeit einen Vergleich mit CPD-Modellen bereit. Dieser basiert auf einer Evaluation beider Verfahren beim Einsatz in realen Workload-Szenarien.



3. Lo ¨sungskonzept Das folgende Kapitel setzt sich mit dem Konzept f¨ ur die Implementierung einer workload-basierten heuristischen Optimierung von DWH-Konfigurationen auseinander. Dabei erfolgt zun¨achst eine Beschreibung der Ausgangslage am konkreten Anwendungsbeispiel des Berichtswesens der REWE Informations-Systeme GmbH (RIS). In diesem Kontext wird auch die Motivation verdeutlicht und aufgezeigt, weshalb vorherige Ans¨atze lediglich unzureichende Ergebnisse erzielen. Im weiteren Verlauf definiert das Kapitel funktionale und nichtfunktionale Anforderungen, die bei der Umsetzung des neuen L¨osungskonzepts beachtet werden m¨ ussen. Zur n¨aheren Abgrenzung des eigenen Beitrags zu bisherigen Forschungsarbeiten schließt das Kapitel mit einer Auflistung von wichtigen Unterscheidungsfaktoren.



3.1



Ausgangslage



Innerhalb der Data-Warehouse-Abteilung der RIS wird nach einer L¨osung f¨ ur die Erkennung von Abweichungen im Antwortzeitverhalten des produktiven DWH-Systems gesucht. Bisher eingesetzte Monitoring-Strategien konnten nur ungen¨ ugende Infor¨ mationen u ¨ber systematische Performance-Anderungen ableiten, sodass es einer neuen L¨osung bedarf. Gesucht wird im Speziellen ein Verfahren f¨ ur die Identifizierung von Performance-Engp¨assen und der Messung des jeweiligen Einflusses von durchgef¨ uhrten Optimierungsmaßnahmen. In Abschnitt 2.1.1 wurde bereits der allgemeine Workload eines DWH-Systems ausf¨ uhrlich beschrieben. Die wichtigste Teilkomponente des Workloads stellen dabei die Anfragen und Berichte dar, die zur Unterst¨ utzung von gesch¨aftskritischen Entscheidungen eingesetzt werden. Nutzer k¨onnen u ¨ber eine Analyse-Software Berichte erstellen, Informationen abrufen oder in geeigneter Form aufbereiten lassen. Die Zeit, die ein Bericht von der Anfrage bis zur R¨ uckgabe des Ergebnisses ben¨otigt, ist Untersuchungsgegenstand der vorliegenden Arbeit. Um diese Kenngr¨oße genauer analysieren zu k¨onnen, werden die Protokolltabellen der BI Infrastruktur (siehe Abbildung 3.1) herangezogen. Diese Protokolltabellen nehmen dabei einen eigenen Bereich innerhalb des DWHSystems ein und umfassen neben allgemeinen Performance-Kennzahlen, wie CPUZeit, Anzahl der Tabellenzugri↵e und Ausf¨ uhrungszeit auch Statusinformationen einzelner Ausf¨ uhrungsschritte. Mit Hilfe von Aggregationsfunktionen l¨asst sich anschließend das Antwortzeitverhalten einzelner Berichte aus den Start- und Endzeitpunkten der Protokolleintr¨age
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Abbildung 3.1: Business Intelligence Infrastruktur ableiten. Die damit gescha↵ene Datenbasis repr¨asentiert dabei ein m¨oglichst reales Abbild der wahrgenommenen Antwortzeit durch die Endnutzer. Die Motivation f¨ ur die Erkennung von Abweichungen im Antwortzeitverhalten liegt gleich in mehreren Sachverhalten begr¨ undet. Zum einen soll eine M¨oglichkeit gescha↵en werden, Performance-Engp¨asse fr¨ uhzeitig zu identifizieren. Zum anderen k¨onnen die Mitarbeiter innerhalb der DWH-Abteilung den Einfluss von durchgef¨ uhrten Optimierungsmaßnahmen quantifizieren. Dar¨ uber hinaus lassen sich qualitative Aussagen u ber die Systematik von Performance-Abweichungen tre↵en, sodass eine ¨ zielgerichtete Kapazit¨atsplanung erm¨oglicht wird.



3.2



Zielstellung



Die Antwortzeit der einzelnen BI-Berichte ist durch eine hohe Varianz gekennzeichnet. Begr¨ undet ist dies durch eine unterschiedliche Anfragekomplexit¨at und der damit verbundenen Anzahl an Tabellenzugri↵en. Auswertungen u ¨ber l¨angere Zeitr¨aume, wie Jahres- oder Quartalsberichte, k¨onnen bspw. Antwortzeiten von mehreren Stunden aufweisen. Demgegen¨ uber stehen simple Analysen, wie zum Beispiel die Abverkaufsdaten einer Warengruppe pro Tag, deren Ausf¨ uhrungszeit nur wenige Sekunden bis Minuten in Anspruch nimmt. Durch diesen hohen Streuungsfaktor liegen die auszuwertenden Antwortzeiten als schief-verteilte Gr¨oße vor, sodass nichtparametrische Verfahren f¨ ur die Verteilungsanalyse herangezogen werden m¨ ussen. Innerhalb der Implementierung ist daher die Anwendbarkeit dieser Verfahren im Kontext der Abweichungserkennung zu untersuchen. Mit der KLD existiert ein m¨ogliches Maß, welches die Unterschiede von zwei Datenverteilungen charakterisieren kann. Zun¨achst sollte allerdings gepr¨ uft werden, wie empfindlich diese Kenngr¨oße allgemein auf Lage- und Streuungs¨anderungen reagiert. ¨ Ein denkbarer Ansatz w¨are die Simulation eines Datenstroms mit festgelegten Anderungspunkten, welche jeweils unterschiedliche Verteilungseigenschaften beeinflussen.
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Daraufhin k¨onnen zwei Zeitfenster fester Gr¨oße definiert werden, die entlang des Datenstroms fortlaufende Momentaufnahmen der Messewerte repr¨asentieren. Auf dieser Basis l¨asst sich anschließend die KLD zwischen den Zeitfenstern berechnen. Die jeweilige Berechnungsformel setzt allerdings die Dichtefunktionen der zufallsverteilten Eingangsgr¨oßen voraus. In der Implementierung muss daher eine geeignete Grundlage f¨ ur die Absch¨atzung der jeweiligen Wahrscheinlichkeitsdichten gefunden werden. Abweichungen im Antwortzeitverhalten k¨onnen neben gezielten Lage- und Streuungs¨anderungen auch durch Messfehler oder einzelne Ausreißer entstehen. Damit die Erkennungsrate in einem vern¨ unftigen Verh¨altnis zur realen Messsituation steht, m¨ ussen innerhalb des Erkennungsverfahrens geeignete Grenzwerte definiert werden. Diese entscheiden w¨ahrend der Verarbeitung, ob eine erkannte Abweichung im Antwortzeitverhalten fluktuativer oder systematischer Natur ist. Im Zuge von Optimierungsmaßnahmen kommt es - wie bereits angesprochen - h¨aufig ¨ zu Anderungen an der Konfiguration des Produktivsystems. Eine o↵ene Problemstellung ist hierbei die Quantifizierung des Einflusses dieser Handlungen auf die Gesamtperformance des DWH-Systems. Das zu implementierende Verfahren soll daher eine L¨osung bereitstellen, womit sich qualitative Aussagen u ¨ber diesen Einfluss ableiten lassen.



3.3



Konzeptbeschreibung



Bevor auf diverse Implementierungsanforderungen innerhalb des Konzepts eingegangen wird, gilt es zun¨achst den allgemeinen Anwendungsablauf (siehe Abbildung 3.2) des Frameworks f¨ ur die Identifizierung von Abweichungen im Antwortzeitverhalten zu beschreiben. Ein potenzieller Nutzer des Frameworks ist bspw. ein Mitarbeiter der DWH-Abteilung, welcher die Auswirkung einer von ihm durchgef¨ uhrten Optimierungsmaßnahme auf das Peformance-Verhalten des DWH-Systems pr¨ ufen m¨ochte. Dazu soll das Framework die Auswahl eines Referenzzeitraums bereitstellen, bei dem der Nutzer eine Abweichung erwartet. Zudem muss die M¨oglichkeit bestehen, bestimmte Intervalle f¨ ur den Vorher-Nachher-Vergleich festzulegen. Diese Intervalle beziehen sich auf die jeweiligen Betrachtungszeitr¨aume f¨ ur die Berechnung des Divergenzmaßes. Nach der Festlegung der Eingangsparameter beginnt der eigentliche Verarbeitungsprozess. Dabei liest das Framework zun¨achst die ben¨otigten Antwortzeitdaten ein und berechnet das entsprechende Divergenzmaß auf Basis der abgeleiteten Dichtefunktionen aus den Vorher-Nachher-Intervallen. Die Zusammensetzung dieser Intervalle kann u ¨ber verschiedene Wege erfolgen. Ein simpler Ansatz k¨onnte die Daten des Zeitraums sequentiell einlesen und per Sliding-Window-Verfahren auswerten. Alternativ w¨are eine paarweise Betrachtung m¨oglich, bei der nur bestimmte Referenztage in die Berechnung einfließen. Das Resultat ist eine Sequenz von ermittelten Auspr¨agungen des Divergenzmaßes, wobei jedes Element einen Tag im eingangs definierten Betrachtungszeitraum repr¨asentiert. Diese Sequenz soll im Anschluss von zwei verschiedenen Modellen auf Abweichungen untersucht werden. Das erste Modell realisiert ein CPD-Modell, welches wahlweise auf Basis der Mann-Whitney bzw. Mood-Statistik arbeitet. F¨ ur das
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Abbildung 3.2: Anwendungsablauf des Erkennungsverfahrens zweite Modell kommt ein eigens entwickeltes Grenzwertmodell zum Einsatz, welches auf Basis einer Heuristik f¨ ur jeden Referenztag Schwellwerte ermittelt. Die Ausgabe des Frameworks soll neben der einfachen Darstellung der Divergenzmaße auch die erkannten Abweichungen visualisieren. Diese geben dem jeweiligen Nutzer Aufschluss u ¨ber systematische Ver¨anderungen im Antwortzeitverhalten des DWH-Systems. Um festzustellen, ob die erkannten Abweichungen positiv oder negativ sind, muss das Framework zus¨atzlich in der Lage sein, geeignete deskriptive Statistiken bereitzustellen.



3.4



Anforderungsanalyse



Nachdem der generelle Arbeitsablauf des Frameworks beschrieben wurde, folgt nun die Definition von Anforderungskriterien, die an die jeweilige Implementierung gestellt werden. Laut Rupp (2013) k¨onnen systemanalytische Anforderungen in funktionale und nichtfunktionale Anforderungen eingeteilt werden. Dabei repr¨asentieren funktionale Anforderungen s¨amtliche Aufgaben, die das System konkret erf¨ ullen soll. Demgegen¨ uber erg¨anzen nichtfunktionale Anforderungen die funktionalen Anforderungen um weitere Qualit¨atseigenschaften und zu beachtende Rahmenbedingungen. W¨ahrend funktionale Anforderungen f¨ ur jedes zu entwickelnde Produkt bzw. Ver¨ fahren neu formuliert werden, lassen sich nichtfunktionale Anderungen auch u ¨ber mehrere Anwendungen hinweg u bertragen. Auch wenn die Definitionen den Unter¨ schied deutlich herausstellen, so d¨ urfen die Anforderungsarten nicht isoliert voneinander betrachtet werden. Eine Implementierung, die zwar alle funktionalen Anforderungen erf¨ ullt, jedoch nichtfunktionale Anforderungen außer Acht l¨asst, senkt im Allgemeinen die Nutzerakzeptanz deutlich herab.
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Abbildung 3.3: Klassifizierung von Anforderungen (Rupp, 2013, S. 22)



3.4.1



Funktionale Anforderungen



In diesem Unterabschnitt werden die funktionalen Anforderungen f¨ ur die Implementierung des weiter oben beschriebenen Frameworks definiert. Dazu erfolgt eine Auflistung der einzelnen Funktionalit¨at, sowie eine kurze inhaltliche Erkl¨arung. Identifizierung von Abweichungen Die wichtigste funktionale Anforderung an das umzusetzende Framework stellt die Erkennung von Abweichungen innerhalb des DWH-Antwortzeitverhaltens dar. Dabei soll das Verfahren, sofern m¨oglich, nur jene Abweichungen erkennen, die auch statistisch signifikant sind. Diese Abweichungen lassen sich bspw. mit nichtparametrischen Verfahren ermitteln. Eine Anforderung w¨are also die Implementierung von diesen Verfahren innerhalb des Frameworks. Schnittstelle zum DWH-System Bevor der eigentliche Erkennungsprozess beginnt, m¨ ussen die Daten f¨ ur das Antwortzeitverhalten entsprechend eingelesen werden. Daher ist es notwendig, dass zwischen dem Framework und dem Zielsystem eine Schnittstelle f¨ ur den Datenaustausch gescha↵en wird. Wichtig hierbei ist zudem, dass die an das DWH-System gestellten Anfragen keine Zusatzbelastung darstellen. Berechnung von Divergenzmaßen Eine Kernkomponente des Frameworks stellen die Divergenzmaße zur Quantifizierung der Abweichungen zwischen zwei Datenverteilungen dar. Neben der KullbackLeibler Divergenz sollen auch Funktionen f¨ ur die Jensen-Shannon Divergenz (JSD) und JSDDist implementiert werden. Grenzwertberechnung Nach der Ermittlung der Divergenzmaße zwischen zuvor festgelegten Vorher-NachherIntervallen soll das Framework die jeweiligen Auspr¨agungen interpretieren. Grenzwerte sollen jene Wertauspr¨agungen markieren, deren Abweichung systematisch ist. Diese Anforderung bezieht sich lediglich auf das Grenzwertmodell, da das CPDModell eigene Grenzwerte definiert.
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Filterfunktionen Bei der Betrachtung des allgemeinen DWH-Workloads lassen sich bestimmte Charakteristika in den einzelnen Wochentagen feststellen. Dies soll sich auch das zu implementierende Framework zunutze machen. So soll es m¨oglich sein, dass die Abweichungserkennung neben einer sequentiellen Bearbeitung auch die Betrachtung von Referenztagen einschließt. Genauer gesagt soll eine Unterscheidung zwischen Werktagen, Wochenenden und Feiertagen m¨oglich sein.



3.4.2



Nichtfunktionale Anforderungen



Wie bereits am Anfang des Abschnitts erw¨ahnt wurde, stellen nichtfunktionale Anforderungen eine Erg¨anzung bez¨ uglich der funktionalen Anforderungen dar. In diesem Unterabschnitt werden daher wichtige Faktoren beschrieben, die die soeben dargelegten Funktionalit¨aten sinnvoll erweitern. Benutzbarkeit Damit das zu implementierende Framework eine m¨oglichst hohe Nutzerakzeptanz erzielt, soll eine leicht bedienbare und schnell zu erlernende Benutzeroberfl¨ache realisiert werden. Diese erleichtert nicht nur die Eingabe der verschieden Parameter, sondern kann den Performance-Verlauf u ¨ber den ausgew¨ahlten Referenzzeitraum visualisieren. Portierbarkeit Aktuell ist das Framework speziell f¨ ur die Auswertung der Protokolltabellen der BI-Infrastruktur konzipiert. Bei der Implementierung soll allerdings ein m¨oglicher Wechsel der Zielplattform bedacht werden, sodass das Framework auch mit anderen Antwortzeitdaten zusammenwirken kann. Zus¨atzlich ist auch eine Unabh¨angigkeit gegen¨ uber dem jeweiligen DBMS anzustreben, da heterogene Systemumgebungen keine Seltenheit darstellen. Effizienz Das Antwortzeitverhalten spielt nicht nur f¨ ur die Nutzer von BI-Anwendungen eine wichtige Rolle. Auch im Zuge der Framework-Implementierung ist auf eine effiziente Berechnung der Zielkenngr¨oßen wert zu legen. Zwar stellt der konkrete Anwendungsfall keinen zeitkritischen Prozess dar, dennoch sollten unverh¨altnism¨aßig hohe Ausf¨ uhrungszeiten unbedingt vermieden werden. Wartbarkeit ¨ Der Aufwand f¨ ur etwaige Anderungen an der Framework-Implementierung soll minimal gehalten werden. Daher muss eine geeignete modulare Programmstruktur umgesetzt werden, die genau diesen Umstand beg¨ unstigt. Diese Anforderung spielt vor allem bei der Auswahl der Programmiersprache und der zu Grunde liegenden Paradigmen eine wichtige Rolle.



3.5. Abgrenzung



3.5



39



Abgrenzung



Zum Abschluss des vorgestellten L¨osungskonzepts erfolgt nach der Definition von funktionalen und nichtfunktionalen Anforderungen eine Abgrenzung des eigenen Themas zu den bisher dargelegten Forschungsarbeiten. Zus¨atzlich behandelt dieser Abschnitt auch g¨angige Praxisl¨osungen, um den Mehrwert des zu implementierenden Konzepts herauszustellen. F¨ ur eine gezielte Analyse des Antwortzeitverhaltens m¨ ussen die Workload-Zusammenh¨ange beachtet werden. Innerhalb eines DWH-Systems ist die allgemeine Last an Werktagen bspw. deutlich h¨oher als am Wochenende. Zudem weisen Feiertage sowie Jahres- und Quartalsanf¨ange ein besonderes Performance-Verhalten auf. Diese Faktoren fließen als Vorwissen in das Erkennungsverfahren mit ein und erlauben so eine di↵erenziertere Betrachtung f¨ ur den Vorher-Nachher-Vergleich der zu Grunde liegenden Antwortzeiten. Typische Monitoring-Strategien u ¨berwachen sequentiell eingehende Messerwerte der Antwortzeit, um m¨ogliche Performance-Engp¨asse zu identifizieren. Da die reinen Antwortzeiten gelegentlich durch Ausreißer und eventuell auftretende Fehler verzerrt werden, wird eine Identifizierung erschwert. Das zu implementierende Konzept sieht hierf¨ ur spezielle Vorher-Nachher-Zeitr¨aume vor, die gegeneinander abgeglichen werden sollen. Zum Beispiel w¨are eine m¨ogliche Betrachtung, den aktuellen Tag mit den letzten sieben Tagen zu vergleichen. Allerdings werden hier nicht die reinen Antwortzeiten verglichen, sondern Divergenzmaße berechnet. Auch hier l¨asst sich entsprechendes Vorwissen u ¨ber die Workload-Zusammenh¨ange anwenden. So k¨onnten die VorherNachher-Zeitr¨aume immer nur einen speziellen Tag betrachten. Zum Beispiel der Vergleich der letzten sieben Montage mit dem aktuellen Montag usw. ¨ Eine weitere Neuerung stellt die Uberf¨ uhrung der reinen Antwortzeitdaten in spezielle H¨aufigkeitsverteilungen dar. Diese k¨onnen anschließend direkt f¨ ur die Berechnung von Divergenzmaßen wie der Kullback-Leibler Divergenz (KLD) eingesetzt werden und der daraus resultierende Datenstrom weist in seinen jeweiligen Wertauspr¨agungen eine robustere Struktur auf. M¨ogliche Wege f¨ ur die Transformation w¨aren bspw. die Zuordnung einzelner Antwortzeiten zu speziellen Laufzeitklassen. Neben der geeigneteren Betrachtung der Zusammenh¨ange zwischen einzelnen Tagen und der Umwandlung der reinen Antwortzeiten in einen Datenstrom aus Divergenzmaßen soll innerhalb der Implementierung ein eigenes Grenzwertmodell realisiert werden. Dieses kann auf Basis der Eingangsdaten Grenzwerte f¨ ur die Divergenz¨ maße berechnen, bei deren Uberschreitung signifikante Abweichungen identifiziert werden. Die Untersuchung von Abweichungen im Antwortzeitverhalten ist ein bekanntes Problem der Datenbankforschung (siehe Abschnitt 2.5). Es existieren bspw. Change ¨ Point Detection (CPD)-Modelle f¨ ur die Identifizierung von Anderungspunkten innerhalb der Verteilung einer Zufallsvariable. In der vorliegenden Arbeit werden diese Modelle auf einen Datenstrom aus ermittelten Divergenzmaßen angewendet und die jeweiligen Erkennungsraten evaluiert. Ein weiterer Beitrag stellt der Vergleich von CPD-Modellen mit dem selbst entwickelten Grenzwertmodell dar.



3.5. Abgrenzung



40



Der Einsatz von einfachen Monitoring-Tools findet innerhalb der Administration von Datenbanksystemen weite Verbreitung. Dabei kommen entweder herstellerspezifische L¨osungen des verwendeten DBMS zum Einsatz oder es wird auf externe L¨osungen zur¨ uckgegri↵en. Meist beruhen diese Werkzeuge auf simplen deskriptiven Statistiken, deren Informationsgehalt nur bedingt brauchbar ist. Aussagen u ¨ber eine systematische Abweichung im Antwortzeitverhalten lassen sich nicht zentral ableiten, sondern m¨ ussen u ¨ber mehrere Kennzahlen und Aufbereitungsschritte aufwendig extrahiert werden. Dar¨ uber hinaus bieten diese L¨osungen keine einheitliche Sicht auf die zur Verf¨ ugung stehenden Daten. Da die angebotenen Funktionalit¨aten herstellerabh¨angig sind, ist der Anpassungsaufwand f¨ ur alternative Ans¨atze meist unverh¨altnism¨aßig hoch. Der in dieser Arbeit vorgestellte L¨osungsansatz kann unabh¨angig vom zu Grunde liegenden DBMS arbeiten. Zudem soll der Einsatz f¨ ur alle Arten von Antwortzeitdaten erm¨oglicht werden, ohne dabei spezielle Annahmen u ¨ber die jeweilige Verteilung zu tre↵en. Die Kombination aus statistischen Verfahren in Zusammenarbeit mit Divergenzmaßen bringt gleich mehrere Vorteile mit sich. Zum einen existiert nur noch eine Kenngr¨oße, die es bei der Abweichungserkennung zu analysieren gilt. Zum anderen ist diese auch noch universell f¨ ur s¨amtliche Arten von ordinalen Daten einsetzbar, ¨ was die Ubertragbarkeit auf weitere Anwendungsf¨alle garantiert.



4. Implementierung Das folgende Kapitel setzt sich mit der Implementierung einer workload-basierten heuristischen Optimierung von Data-Warehouse-Konfigurationen auseinander. Dabei werden die einzelnen Implementierungsschritte aufgezeigt, die zur Erf¨ ullung der in Abschnitt 3.4 definierten Anforderungen dienen. Im ersten Abschnitt erfolgt zun¨achst eine Analyse des realen Antwortzeitverhaltens des produktiven DataWarehouse (DWH)-Systems der REWE Informations-Systeme GmbH (RIS) und es wird aufgezeigt, weshalb diese Daten in ihrer reinen Form eine Abweichungserkennung erschweren. Anschließend wird die Eignung von Divergenzmaßen als Kenngr¨oße f¨ ur die zielgerichtetere Erkennung von Abweichungen festgestellt. Zudem erfolgt eine detaillierte Beschreibung eines Grenzwertmodells, welches in einer sp¨ateren Gegenu ¨berstellung mit Change Point Detection (CPD)-Modellen evaluiert wird. Das Kapitel schließt mit einer Erl¨auterung des implementierten Software-Prototyps, wobei auf spezielle Teilkomponenten n¨aher eingegangen wird.



4.1



Analyse des Antwortzeitverhaltens



F¨ ur die Analyse des Antwortzeitverhaltens des produktiven DWH-Systems erfolgt zun¨achst eine Aggregation der einzelnen Eintr¨age innerhalb der Protokolltabellen der lokalen Business Intelligence-Infrastruktur. Dieser Vorgang dient zur Erfassung der Gesamtlaufzeit eines Berichts, indem die Start- und Endzeitpunkte eines Berichts pro Nutzersitzung identifiziert werden und deren Di↵erenz die jeweilige Antwortzeit darstellt. Die resultierenden Datens¨atze bestehen anschließend aus der Identifikationsnummer eines Berichts, dem Berichtsnamen, einer Identnummer f¨ ur die Nutzersitzung, dem Start- bzw. Endzeitpunkt und der ermittelten Antwortzeit. Diese aufbereitete Antwortzeit stellt den Untersuchungsgegenstand der folgenden Analyse dar. In einem ersten Schritt werden die Verteilungseigenschaften der einzelnen Antwortzeiten charakterisiert. Dazu zeigt Abbildung 4.1 einen Ausschnitt der beobachteten Antwortzeiten u ¨ber einen fest definierten Zeitraum. Dabei werden links die reinen Antwortzeitdaten u ¨ber den zeitlichen Verlauf abgetragen und rechts das Histogramm mit zugeh¨origer Dichtefunktion dargestellt. Auch hier ist die Schieflage innerhalb der Verteilung klar zu erkennen. W¨ahrend der Großteil der Berichte binnen relativ kurzer Zeit ein Ergebnis zur¨ uckliefert, existiert im Verh¨altnis eine deutlich geringere Anzahl an Langl¨aufern. Das ganze Spektrum der beobachteten Antwortzeiten liegt sehr weit auseinander, was die hohe Varianz der Verteilung belegt.
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Abbildung 4.1: Exemplarisches Antwortzeitverhalten der BI-Berichte
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Die gleiche Feststellung l¨asst sich bei der Betrachtung des entsprechenden Box¨ Whisker-Plots machen (siehe Abbildung 4.2). In dieser Darstellung wird aus Ubersichtsgr¨ unden explizit auf die Einbeziehung von Ausreißern verzichtet. Mit Hilfe der ¨ bereinigten Ubersicht l¨asst sich der Bereich, in dem sich die meisten Antwortzeiten befinden, leichter eingrenzen. Der Großteil der Werte liegt im Bereich zwischen 3 und 90 Sekunden. Demgegen¨ uber kennzeichnet der obere Whisker“ alle Antwortzei” ten, die sich u ¨ber dem oberen Quartil befinden und daher kleinere Abweichungen repr¨asentieren. Im dargestellten Beispielauszug liegen diese im Wertebereich zwischen 91 und 220 Sekunden. Alle Antwortzeiten, deren Wertauspr¨agung gr¨oßer als 220 Sekunden ist, stellt somit einen Ausreißerwert dar.



Abbildung 4.2: Box-Whisker-Plot der Antwortzeiten (ohne Ausreißer) Durch die hohe Varianz in den Antwortzeiten des produktiven DWH-Systems erh¨oht sich die Schwierigkeit bei der Erkennung von signifikanten Abweichungen. Wird die obige Antwortzeitsequenz bspw. einem CPD-Modell zugef¨ uhrt, w¨ urde dieses unver¨ h¨altnism¨aßig viele Anderungspunkte identifizieren. Zum besseren Verst¨andnis zeigt
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¨ Abbildung 4.3 die erkannten Anderungspunkte eines CPD-Modells auf Basis der Mann-Whitney Teststatistik. Innerhalb der Sequenz bestehend aus 1000 Beobach¨ tungen wurden insgesamt 15 Anderungspunkte erkannt.
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¨ Jeder Anderungspunkt trennt dabei den Datenstrom in mehrere Unterverteilungen auf. Obwohl f¨ ur die betrachtete Sequenz repr¨asentative Abweichungen erkannt wurden, ist diese Herangehensweise f¨ ur den realen Anwendungsfall zu sensitiv. Zielstel¨ lung bei der Uberwachung des Performance-Verhaltens liegt prim¨ar in der Erkennung von signifikanten Abweichungen begr¨ undet. Daher k¨onnen die Antwortzeitdaten in ihrer rohen Form nicht direkt f¨ ur die Implementierung des Software-Prototyps verwendet werden.
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¨ Abbildung 4.3: Erkannte Anderungspunkte mittels CPD-Modell Eine weitere M¨oglichkeit der Repr¨asentation des Antwortzeitverhaltens kann mit ¨ Hilfe von Laufzeitklassen realisiert werden. Ahnlich eines Buckets in einem Histogramm wird jede beobachtete Antwortzeit einer Klasse zugeordnet. Bei dieser Art der kategoriellen Einteilung wird die relative H¨aufigkeit der einzelnen Klassen gegen¨ uber der Gesamtanzahl betrachtet. Grafisch kann diese Form der Verteilung mit Hilfe eines Balkendiagramms (siehe Abbildung 4.4) dargestellt werden, wobei jeder Balken die H¨aufigkeiten innerhalb einer Laufzeitklasse entspricht. Durch Verwendung der relativen H¨aufigkeit werden die absoluten H¨aufigkeiten normiert, sodass die Verteilung unabh¨angig von der Gesamtanzahl der betrachteten Antwortzeiten analysiert werden kann. Gleichzeitig stellen die prozentualen Wertauspr¨agungen eine Absch¨atzung der jeweiligen Klassenwahrscheinlichkeiten dar (Rao, 1957). Damit k¨onnen die ermittelten Werte direkt f¨ ur die Berechnung von Divergenzmaßen wie der Kullback-Leibler Divergenz verwendet werden. Der Vorteil dieser Betrachtung liegt vor allem in der allgemeinen Nachvollziehbarkeit der Antwortzeitverteilung. So lassen sich im Gegensatz zum Histogramm sehr einfach hohe Wertauspr¨agungen charakterisieren, die sonst in der grafischen Repr¨asentation nur eine minimale Fl¨ache einnehmen w¨ urden. Auch gegen¨ uber Box-Whisker-Plots erh¨alt diese Darstellungsform den Vorzug, da eventuelle Ausreißer ohne Verzerrung mit einbezogen werden k¨onnen. Allerdings ist die Auswahl der verwendeten Laufzeitklassen kein automatischer Prozess. Diese werden durch vorherige Analyse der
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Abbildung 4.4: Relative H¨aufigkeitsverteilungen u ¨ber Laufzeitklassen jeweiligen Antwortzeiten und unter Ber¨ ucksichtigung der pers¨onlichen Anforderungen festgelegt. Innerhalb der Business Intelligence-Infrastruktur der REWE Informations-Systeme GmbH sind zwei Auswertungsprojekte von besonderem Interesse. Das erste Projekt kennzeichnet Analysen f¨ ur Warenwirtschaftsprozesse (kurz WAWI), wohingegen das zweite Projekt s¨amtliche Scannerdaten (kurz BON) auswertet. Die jeweiligen Antwortzeitdaten fallen sehr unterschiedlich aus, sodass bei WAWI-Auswertungen generell h¨ohere Laufzeiten anfallen als bei BON-Analysen. Daher bedarf es f¨ ur beide Projekte einer di↵erenzierten Laufzeitklasseneinteilung. In Abbildung 4.4 sind die empirisch ermittelten Laufzeitklassen f¨ ur BON und WAWI dargestellt. Unter Beachtung der m¨oglichen Wertauspr¨agungen erh¨alt das WAWI-Projekt zwei zus¨atzliche Laufzeitklassen f¨ ur die h¨oheren Antwortzeitbereiche, die im BON-Projekt nur selten auftreten. Im weiteren Verlauf der Arbeit dienen die definierten Laufzeitklassen als Ausgangsbasis f¨ ur die Berechnung von Divergenzmaßen. F¨ ur den jeweiligen Projektbezug wird das entsprechende K¨ urzel (WAWI oder BON) verwendet.
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Eignungsfeststellung von Divergenzmaßen



Ausgehend von den Erkenntnissen aus dem vorherigen Abschnitt folgt nun eine Auseinandersetzung mit Divergenzmaßen f¨ ur die Abweichungserkennung innerhalb einer Antwortzeitverteilung. Im Gegensatz zu Lagestatistiken, wie dem arithmetischen Mittel oder dem Median, sind Divergenzmaße weniger verlustbehaftet. Dies liegt in der vollst¨andigen Einbeziehung der Verteilungseigenschaften begr¨ undet. Das Ergebnis ist ein abstrahierter Wert, der sowohl auf Streuungs- als auch auf Lageabweichungen reagieren kann. Um die Sensitivit¨at von Divergenzmaßen zu pr¨ ufen, wird zun¨achst ein Datenstrom ¨ von 400 Beobachtungen mit insgesamt drei Anderungspunkten simuliert. Diese kennzeichnen sich durch eine Lage¨anderung, einer Streuungs¨anderung und einer gleich¨ zeitigen Anderung von Streuung und Lage. Der zugeh¨orige Datenstrom ist im linken ¨ Diagramm in Abbildung 4.5 visualisiert, wobei die Anderungspunkte mit einer gestrichelten Linie markiert wurden.
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(a) Simulierter Datenstrom
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(b) Anwendung der KLD



Abbildung 4.5: Pr¨ ufung der KLD auf Basis simulierter Werte Auf diesem Datenstrom erfolgt nun die Berechnung der Kullback-Leibler Divergenz (KLD) per Sliding-Window-Verfahren. Genau zehn Beobachtungen repr¨asentieren ein Fenster, wobei in jedem Berechnungsschritt die KLD zwischen zwei aufeinanderfolgenden Fenstern ermittelt wird. Dabei u ¨berlappen sich die Fenster vollst¨andig, sodass insgesamt 390 Ergebniswerte vorliegen. Im rechten Diagramm in Abbildung 4.5 sind diese Werte dargestellt. Innerhalb des Diagramms l¨asst sich die Sensitivit¨at der ¨ KLD sehr gut erkennen. Alle drei Anderungspunkte verzeichnen einen Ausschlag innerhalb der Wertauspr¨agungen des Divergenzmaßes. Auch ein vierter Ausschlag ist zu erkennen, der durch eine Unregelm¨aßigkeit bei Beobachtung 366 des Eingangsdatenstroms zu erkl¨aren ist. Nachdem die allgemeine Eignung der KLD zur Erkennung von Lage- und Streuungsabweichungen gepr¨ uft wurde, gilt es nun den Nachweis auch an realen Antwortzeitdaten zu f¨ uhren. Dazu bilden die im oberen Abschnitt erl¨auterten Laufzeitklassen des WAWI-Projekts die Grundlage f¨ ur die Absch¨atzung der jeweiligen Wahrscheinlichkeitsdichten. Bei der exemplarischen Anwendung der Kullback-Leibler Divergenz auf einen Antwortzeitdatensatz des produktiven DWH-Systems wird zun¨achst ein Extrakt aus den Protokolltabellen entnommen. Die resultierenden Werte sind im oberen Diagramm in Abbildung 4.6 aufgef¨ uhrt und stellen einen Zeitraum von neun aufeinanderfolgenden Referenztagen dar. Im verwendeten Extrakt wurde der Fokus auf einen speziellen Werktag (Mittwoch) gesetzt. Zum einen soll damit gezeigt werden, dass sich im Allgemeinen das Antwortzeitverhalten zwischen gleichen Referenztagen a¨hnelt, zum anderen werden gezielt Abweichungen umgangen, die durch Betrachtung unterschiedlicher Referenztage auftreten k¨onnen (z.B. Unterschiede zwischen Werktagen und Wochenende). Des Weiteren wurde innerhalb des Datenstroms ein Bereich grau hervorgehoben, der sich vom Antwortzeitverhalten der u ¨brigen Werte signifikant unterscheidet. Neben sporadisch auftretenden Lastspitzen verzeichnet dieses Intervall eine B¨ undelung von h¨oheren Antwortzeiten, welche u ¨ber eine fluktuative Abweichung hinausgehen. Die Erkennung von solchen Abweichungen ist eine funktionale Anforderung, die an das zu implementierende Verfahren gestellt wird. Daher muss nun gepr¨ uft werden, ob die KLD diese Anforderung erf¨ ullt.
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¨ Ahnlich des Ansatzes bei der Anwendung der KLD auf den simulierten Datenstrom findet auch hier eine fensterbasierte Verarbeitung der einzelnen Wertauspr¨agungen statt. Allerdings unterscheidet sich die Absch¨atzung der Wahrscheinlichkeitsdichten durch die Verwendung von Laufzeitklassen. F¨ ur jedes Fenster wird eine H¨aufigkeitsverteilung wie in Abbildung 4.4 (rechts) gebildet, die eine Absch¨atzung der Wahrscheinlichkeitsdichte repr¨asentiert. Anschließend errechnet sich die KLD aus den Wahrscheinlichkeitsdichten von zwei aufeinanderfolgenden Fenstern. In diesem ¨ Versuch wird eine Fenstergr¨oße von 1000 Werten mit einem Uberlappungsgrad von 90% gew¨ahlt. Das Resultat dieses Vorgangs ist im unteren Diagramm in Abbildung 4.6 zu sehen. Entsprechend der neuen Skalierung markiert der graue Bereich jene KLD-Werte, die aus den stark abweichenden Antwortzeiten im oberen Diagramm berechnet wurden.



Abbildung 4.6: Kullback-Leibler Divergenz aus realen Antwortzeitdaten
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W¨ahrend f¨ ur die Kullback-Leibler Divergenz mehrere kleinere Ausschl¨age zu verzeichnen sind, erreicht sie im kritischen Abweichungsbereich ihren H¨ochststand. Ebenfalls au↵¨allig ist die Robustheit dieses Maßes gegen¨ uber Ausreißern, die u.U. zu einer fehlerhaften Abweichungserkennung f¨ uhren w¨ urden. Aufgrund der Tatsache, dass die KLD die n¨otige Sensitivit¨at f¨ ur eine Identifizierung von Abweichungen in realen Workload-Szenarien besitzt und sich zudem robust gegen¨ uber hohen Varianzen verh¨alt, kann sie als geeignete Statistik f¨ ur die Implementierung des Software-Prototyps angesehen werden. Allerdings bleibt die Frage o↵en, ab welchem KLD-Wert eine signifikante Abweichung festgemacht wird. Aus der Definition in Abschnitt 2.1.5 kann nur geschlussfolgert werden, dass die KLD bei identischer Verteilungsannahme den Wert 0 annimmt. Jeder Wert dar¨ uber ist relativ zu betrachten und h¨angt immer von den jeweiligen Eingangsdaten ab. Zwar deutet eine gr¨oßere Kullback-Leibler Divergenz auf pr¨agnantere Unterschiede hin aber eine Aussage u ¨ber die jeweilige Signifikanz l¨asst sich so nicht tre↵en. Allein bei der Begutachtung der vorangegangenen Berechnungen ist dieses Verhalten zu erkennen. W¨ahrend in Abbildung 4.5(b) die Wertauspr¨agungen der KLD im Allgemeinen deutlich h¨oher als in Abbildung 4.6 ausfallen, k¨onnen in beiden Diagrammen pr¨agnante Abweichungen abgelesen werden. Doch auch hier stellt sich die Frage, wann ein KLD-Wert tats¨achlich repr¨asentativ ist. Durch die hohe Abh¨angigkeit von den jeweiligen Eingangsdaten variieren die Wertauspr¨agungen zum Teil sehr stark. Daher bedarf es Verfahren, welche signifikante KLD-Unterschiede identifizieren k¨onnen.



4.3



Identifizierung signifikanter Abweichungen



Nachdem im vorherigen Abschnitt die Eignung der Kullback-Leibler Divergenz f¨ ur die allgemeine Erkennung von Abweichungen innerhalb eines Datenstroms nachgewiesen wurde, gilt es nun die Frage zu beantworten, wann diese signifikant sind. Eine Herangehensweise f¨ ur dieses Problem w¨are der Einsatz von CPD-Modellen, ¨ die auf Basis von fortlaufenden Hypothesentests Anderungspunkte identifizieren. Dabei kommen nichtparametrische Verfahren wie die Mood- oder Mann-WhitneyU-Statistik zum Einsatz, deren ermittelte Werte mit vordefinierten Grenzwerten ¨ verglichen werden. Uberschreitet der Statistikwert dabei den jeweils vorherrschen¨ den Grenzwert, markiert das Verfahren einen Anderungspunkt. Ein großer Vorteil dieser Vorgehensweise ist, dass bei der Erkennung lediglich der Datenstrom aus KLDWerten benutzt werden muss, ohne zus¨atzlichen Rechenaufwand f¨ ur die Generierung der Grenzwerte aufzuwenden. Ein weiterer Ansatz w¨are die Realisierung eines eigenen Berechnungsmodells, welches auf Basis der Eingangsdaten m¨ogliche Grenzwerte f¨ ur die Kullback-Leibler Divergenz direkt ermittelt. Da bereits per Definition der KLD eine Abh¨angigkeit zu den Ausgangswerten besteht, sollten die daraus abgeleiteten Grenzwerte gute Indikatoren f¨ ur m¨ogliche Abweichungen darstellen. Der eigentliche Erkennungsprozess arbeitet anschließend auf einem einfachen Grenzwertvergleich, der an das CPD-Modell angelehnt ist.
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Zur Vorbereitung auf den Identifizierungsprozess muss zun¨achst die Verteilung des KLD-Datenstroms untersucht werden. Dabei stellt sich die Frage, ob sich durch die Transformation der Rohdaten grundlegende Verteilungseigenschaften ge¨andert haben. Dies spielt vor allem f¨ ur die Wahl der Teststatistik des CPD-Modells eine wichtige Rolle. Zur genauen Verteilungsanalyse wird der in Abbildung 4.6 (unten) dargestellte KLD-Datenstrom in ein Histogramm u uhrt und die zugeh¨orige ¨berf¨ ¨ Dichtefunktion abgetragen (siehe Abbildung 4.7). Ahnlich der Verteilung der reinen Antwortzeitdaten ist auch hier eine deutliche Schieflage auszumachen, was auf keine Normalverteilung innerhalb der Daten hindeutet. In der Arbeit von Belov und Armstrong (2011) wurde bspw. f¨ ur verschiedene Annahmen gezeigt, dass die KullbackLeibler Divergenz einer Chi-Quadrat-Verteilung mit einem Freiheitsgrad folgt. Auf Basis dieser Erkenntnisse legitimiert sich somit der Einsatz von nichtparametrischen Verfahren innerhalb des CPD-Modells.



Abbildung 4.7: Exemplarische Verteilung eines KLD-Datenstroms
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Change Point Modell



Die grundlegende Arbeitsweise von CPD-Modellen wurde bereits in Abschnitt 2.3 dargelegt und es folgt nun eine Anwendung dieses Verfahrens auf einen KLD-Da¨ tenstrom, um aus diesem signifikante Anderungspunkte abzuleiten. Aus dem vorangegangenen Beispiel in Abbildung 4.6 (unten) konnten bereits gewisse Ausschl¨age der Kullback-Leibler Divergenz zu kritischen Abweichungsszenarien aufgezeigt werden. Dieses gilt es nun zu verfeinern, um f¨ ur den zu implementierenden SoftwarePrototypen die Erkennung von Antwortzeitabweichungen vorzubereiten. F¨ ur den Versuch wird ein CPD-Modell auf Basis der Mann-Whitney-U-Statistik erstellt, welches keine Annahmen u ¨ber die Verteilung der jeweiligen Eingangsdaten ¨ tri↵t. Um m¨oglichst nur jene Anderungspunkte zu identifizieren, die tats¨achlich relevant sind, wird der Sensitivit¨atsfaktor (ARL0 ) auf 3000 gesetzt. Damit erwartet das Modell durchschnittlich alle 3000 Beobachtungen eine Erkennung eines vermeint¨ lichen Anderungspunktes. Zudem m¨ ussen mindestens 20 Beobachtungen vorliegen, bevor der Erkennungsprozess beginnen kann, da dieser sonst keine hohe Aussagekraft besitzt.
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Abbildung 4.8 zeigt den KLD-Datenstrom aus dem vorangegangenen Beispiel. Zu¨ s¨atzlich wurden die Zeitpunkte markiert, bei denen eine Anderung identifiziert (durchgezogene Linien) und wann sie durch das CPD-Modell erkannt wurde (gestrichelte ¨ Linien). Zwischen der Erkennung und dem eigentlichen Anderungspunkt liegt eine gewisse Verz¨ogerung vor, da das Modell zun¨achst eine gewisse Anzahl an Beobach¨ tungen ausgewertet haben muss, bevor es von einer signifikanten Anderung ausgeht. Aus der Abbildung geht hervor, dass das CPD-Modell zum Zeitpunkt t = 272 eine ¨ erste Abweichung innerhalb des Datenstroms erkannt hat. Der ermittelte Anderungspunkt liegt jedoch schon zum Zeitpunkt t = 265 vor. Zwischen Erkennungs¨ und Anderungszeitpunkt liegen damit genau sieben Beobachtungen. Daraus folgt, dass der zeitver¨anderliche Grenzwert f¨ ur die Mann-Whitney-U-Teststatistik erst zum Zeitpunkt t = 272 u ¨berschritten wurde.



Abbildung 4.8: Abweichungserkennung mit CPD-Modell Bei der Betrachtung des KLD-Datenstroms f¨allt auf, dass genau zu diesem Zeitpunkt ein erster markanter Ausschlag zu verzeichnen ist. Intern berechnet das CPD-Modell - nach Auftreten einer Grenzwert¨ uberschreitung - jenes Element der bereits verarbeiteten Beobachtungen, welches den maximalen Wert der Teststatistik annimmt. ¨ Dieses Element stellt anschließend den identifizierten Anderungspunkt dar, der die Grenze zwischen alten und neuen Verteilungseigenschaften repr¨asentiert. Bis zum Zeitpunkt t = 265 liegt laut berechneter Teststatistik demnach keine si¨ gnifikante Anderung in den Verteilungseigenschaften vor. Erst ab dem Zeitpunkt t = 266 beginnen sich die Wertauspr¨agungen der KLD zu ver¨andern. F¨ ur die weitere Abarbeitung des Datenstroms muss das CPD-Modell zur¨ uckgesetzt werden, damit die nun vorherrschenden Verteilungseigenschaften den neuen Normalzustand“ ” kennzeichnen. Die interne Bearbeitung wird anschließend zum Zeitpunkt t = 266 fortgesetzt, wobei alle zuvor behandelten Beobachtungen verworfen werden. Aus Abbildung 4.8 kann weiterhin entnommen werden, dass das CPD-Modell im weiteren Arbeitsablauf zum Zeitpunkt t = 300 eine erneute Grenzwert¨ uberschreitung signalisiert. Dieser stellt eine klar erkennbare Abflachung innerhalb des KLD¨ Datenstroms dar. Der genaue Anderungszeitpunkt wird bei t = 285 ermittelt, was
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einer Erkennungsverz¨ogerung von 15 Beobachtungen entspricht. Laut des Modells tritt demnach ab Zeitpunkt t = 286 eine weitere Abweichung in den Verteilungseigenschaften auf. Bei erneuter Betrachtung des KLD-Datenstroms kann zum Zeitpunkt t = 285 der zweith¨ochste Ausschlag ausgemacht werden. Nach diesem tritt zwar zus¨atzlich ein weiterer Ausschlag auf, der allerdings f¨ ur das Modell nicht signifikant zu sein scheint. Als m¨oglichen Grund kann die Anlaufzeit des CPD-Modells angef¨ uhrt werden, die mindestens 20 Beobachtungen f¨ ur den Erkennungsprozess voraussetzt. Da sich der Datenstrom allerdings nach dieser Anzahl aber bereits deutlich abgeflacht hat, konnte es zu keiner erneuten Grenzwert¨ uberschreitung kommen. Der durchgef¨ uhrte Versuch zeigt, dass ein CPD-Modell in der Lage ist, signifikan¨ te Anderungen innerhalb eines Datenstroms aus Divergenzmaßen zu identifizieren. Ein großer Vorteil bei dieser Art der Verarbeitung ist die verteilungsunabh¨angige Betrachtung, welche zudem vordefinierte Grenzwerte der jeweiligen Teststatistik bereitstellt. Nachteilig hingegen ist die Verz¨ogerungszeit zwischen der eigentlichen Verteilungs¨anderung und deren Erkennungszeitpunkt. Auch die Tatsache, dass mindestens 20 Beobachtungen f¨ ur eine e↵ektive Erkennung vorliegen m¨ ussen, erschwert vor allem die Identifizierung von kurz aufeinanderfolgenden Abweichungen.



4.3.2



Grenzwertmodell



Mit dem Einsatz von CPD-Modellen konnten bereits gute Ergebnisse f¨ ur die Identifizierung von signifikanten Wertauspr¨agungen der Kullback-Leibler Divergenz erzielt werden. Ein wichtiger Kritikpunkt dabei stellt allerdings die Verz¨ogerung innerhalb des Erkennungsprozesses dar. Um diese Verz¨ogerung zu umgehen, soll ein eigenes Grenzwertmodell realisiert werden. Im Gegensatz zu CPD-Modellen soll das zu entwickelnde Verfahren m¨ogliche Grenzwerte direkt aus den Eingangsdaten ableiten. Dazu wird die grundlegende Verteilung der theoretisch m¨oglichen Divergenzmaßauspr¨agungen f¨ ur den jeweiligen VorherNachher-Vergleich mit Hilfe von Bootstrap-Stichproben abgesch¨atzt (Efron, 1979). Aus dieser Verteilung lassen sich dann obere Grenzwerte ableiten, die bspw. durch Anwendung der Quantilfunktion bestimmt werden k¨onnen. Berechnung von Grenzwerten Zum besseren Verst¨andnis des oben genannten Sachverhalts, erfolgt nun eine exemplarische Berechnung eines Grenzwerts auf Basis einer abgesch¨atzten KLD-Verteilung. Bei der fensterbasierten Ermittlung des KLD-Datenstroms aus Abbildung 4.6 (unten) werden nun zus¨atzlich f¨ ur jedes Antwortzeitfenster zwei Stichprobenziehungen mit Zur¨ ucklegen durchgef¨ uhrt. Auf Grundlage dieser Stichproben kann anschließend die Einteilung in Laufzeitklassen (siehe Abbildung 4.1) vorgenommen werden, um daraus wiederum die Kullback-Leibler Divergenz (KLD) abzuleiten. Wird dieser Prozess N -mal wiederholt, liegen f¨ ur jedes ausgewertete Antwortzeitfenster N KLD-Werte vor. Diese KLD-Werte repr¨asentieren dabei eine Absch¨atzung aller m¨oglichen Wertauspr¨agungen, die die Kullback-Leibler Divergenz f¨ ur das jeweilige Antwortzeitfenster h¨atte
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annehmen k¨onnen. In Abbildung 4.9 ist exemplarisch eine dieser Absch¨atzungen dargestellt. F¨ ur dieses Beispiel wurden innerhalb eines Antwortzeitfensters N = 1000 mal zwei Stichproben mit Zur¨ ucklegen gezogen, daraus jeweils relative H¨aufigkeitsverteilungen gebildet und zwischen diesen abschließend die Kullback-Leibler Divergenz berechnet. Daraus ergeben sich insgesamt 1000 KLD-Werte, deren Histogramm und Dichtefunktion in Abbildung 4.9 zu sehen sind. Um nun einen Grenzwert aus dieser Verteilung zu ermitteln, wird die Quantilfunktion x˜1≠– angewendet. Im dargestellten Beispiel wurde – = 0.05, sodass x˜0.95 = 0.01343173 den ermittelten KLD-Grenzwert darstellt. Alle Werte dar¨ uber kennzeichnen laut Absch¨atzung eher selten auftretende Wertauspr¨agungen (vgl. auch grau markierter Bereich). Sollte also der f¨ ur das entsprechende Antwortzeitfenster berechnete KLD-Wert u ¨ber diesem Grenzwert liegen, signalisiert das Modell eine Abweichung.



Abbildung 4.9: Ermittlung eines Grenzwerts aus abgesch¨atzter KLD-Verteilung Praxisanwendung Nachdem die Funktionsweise des Grenzwertmodells n¨aher erl¨autert wurde, folgt nun die praktische Anwendung auf den KLD-Datenstrom aus Abbildung 4.6 (unten). Interessant hierbei ist vor allem der Vergleich zum CPD-Modell. F¨ ur den Versuch wurde ein Grenzwertmodell mit N = 1000 und – = 0.995 initialisiert, welches parallel neben der eigentlichen KLD-Datenstromgenerierung agiert. Das Ergebnis des Erkennungsprozesses ist in Abbildung 4.10 dargestellt. Insgesamt ¨ hat das Grenzwertmodell f¨ unf Anderungspunkte identifiziert, wobei im Gegensatz ¨ zum CPD-Modell nicht zwischen Anderungsund Erkennungszeitpunkt unterschieden wird. Eine Abweichung liegt genau dann vor, wenn der zu Grunde liegende Grenzwert f¨ ur die jeweilige Beobachtung u ¨berschritten wird. Da sich dieser Grenzwert aus dem oberen Quantil (˜ x0.995 ) der abgesch¨atzten (m¨oglichen) KLD-Werte ableitet, kann von einer hinreichenden statistischen Signifikanz ausgegangen werden.



4.4. Framework f¨ ur die Abweichungserkennung



52



Abbildung 4.10: Abweichungserkennung mit Grenzwertmodell ¨ Von den erkannten f¨ unf Anderungspunkten stellen vier markante Ausschl¨age im Ursprungsdatenstrom dar. Selbst die kurz aufeinanderfolgenden Abweichungen erkennt das Verfahren zuverl¨assig. Ein weiterer Vorteil dieses Vorgehens ist, dass keine Vor¨ laufzeit ben¨otigt wird, um signifikante Anderungspunkte identifizieren zu k¨onnen. Nachteilig hingegen ist die teilweise sehr aufwendige Berechnung der Grenzwerte, die allerdings durch kleinere Werte f¨ ur den Parameter N beschleunigt werden kann.



4.4



Framework fu ¨ r die Abweichungserkennung



Nachdem im letzten Abschnitt die allgemeine Funktionsweise der beiden Erkennungsmodelle vorgestellt wurde, folgt nun eine Erl¨auterung des implementierten Software-Frameworks. Als Basis dient dabei die plattformunabh¨angige Programmiersprache R, welche vor allem im Statistikumfeld eine weite Verbreitung findet. Des Weiteren existieren eine Reihe an Erweiterungsmodulen, mit denen sich umfangreiche Funktionalit¨aten leicht in bestehende Anwendungen integrieren lassen (Wollschl¨ager, 2013, S. 2-4). Darunter f¨allt bspw. das Shiny-Framework, womit R Programme u ugung gestellt werden k¨onnen. Da¨ber eine Web-Schnittstelle zur Verf¨ mit lassen sich ansprechende Benutzeroberfl¨achen gestalten, wobei im Hintergrund Zugri↵ auf die volle Bandbreite an R-Funktionen besteht. Ein weiterer Vorteil dieser Programmiersprache ist, dass selbst komplexe Aufgaben mit einem sehr geringen Programmieraufwand gel¨ost werden k¨onnen. Dies erleichtert nicht nur die Wartbarkeit der jeweiligen Anwendung, sondern erlaubt auch eine zeiteffiziente Umsetzung. Generell bietet R eine gute Ausf¨ uhrungs-Performance, da die meisten Basisfunktionen in C geschrieben wurden. Sollte es dennoch zu Engp¨assen kommen, stehen u ugbaren ¨ber ein o¨↵entliches Repository eine Vielzahl an frei verf¨ Paketen bereit, die nahezu f¨ ur jeden Anwendungsfall performante Implementierungen bereitstellen. Zudem besteht die M¨oglichkeit eigene Pakete zu entwickeln oder nativen C/C++ Code in bestehende Anwendungen zu integrieren (Eddelbuettel und Francois, 2011).
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¨ Abbildung 4.11: Framework-Ubersicht F¨ ur die Umsetzung der Abweichungserkennung wird das Framework in einzelne Module aufgeteilt (siehe Abbildung 4.11). Kernkomponente stellt eine zentrale R Instanz dar, die gleichzeitig als Koordinationsknoten zwischen den einzelnen Bestandteilen fungiert. In dieser werden auch die Antwortzeitdaten aus dem Data-Warehouse eingelesen und lokal zwischengespeichert. Eine web-basierte Nutzeroberfl¨ache wird u ¨ber das Shiny-Framework bereitgestellt, das als Schnittstelle zwischen R Instanz und eigentlicher Anwendung dient. Der Nutzer kann alle Eingaben und Parametereinstellungen u ¨ber einen Web-Browser vornehmen, die dann intern von R verarbeitet werden. Dazu geh¨ort auch die Fil¨ terung der Daten und die anschließende Uberf¨ uhrung in Laufzeitklassen. Dar¨ uber hinaus bietet das Software-Framwork eigene Module f¨ ur das Change Point Detectionund Grenzwertmodell, auf deren Basis die Auswertung von Divergenzdatenstr¨omen erfolgen kann. Abschließend werden die aufbereiteten Ergebnisse dem Nutzer gra¨ fisch visualisiert und er erh¨alt somit eine Ubersicht der Antwortzeit-Performance des produktiven Data-Warehouse-Systems.



4.4.1



Modul: Change Point Detection Modell



In diesem Unterabschnitt wird der genaue Prozessablauf (siehe Abbildung 4.12) des implementierten CPD-Modells f¨ ur die Abweichungserkennung geschildert. Nachdem der Nutzer einen Betrachtungszeitraum festgelegt und die n¨otigen Einstellungen (Filter, Signifikanzniveau, Teststatistik) vorgenommen hat, folgt die Angabe der Fenstergr¨oßen. Diese repr¨asentieren die Anzahl der Antwortzeitmesswerte, die durch Anwendung eines Sliding-Window-Verfahrens einer Abweichungspr¨ ufung unterzogen werden sollen. Zudem legt der Nutzer die genaue Aufteilung der Vorher-Nachher-Zeitr¨aume fest, welche die Grundlage f¨ ur den sp¨ateren Abweichungsvergleich repr¨asentieren. Zum Beispiel k¨onnte jeder Tag im gew¨ahlten Referenzzeitraum mit seinen letzten sieben Referenzvorg¨angern verglichen werden (aktueller Montag mit den letzten sieben Montagen, usw.). Jeder Referenztag erh¨alt somit ein eigenes CPD-Modell, das einen Datenstrom aus Divergenzmaßen auswertet. Dieser wird generiert durch zwei fortlau-
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fende Antwortzeitfenster (Vorher, Nachher), deren Wertauspr¨agungen entsprechend einer Laufzeitklassenzuordnung in relative H¨aufigkeiten u uhrt wurden. ¨berf¨ Zwischen diesen Fenstern erfolgt die Berechnung des Divergenzmaßes (z.B. KullbackLeibler Divergenz), dessen ermittelter Wert im neu entstandenen Datenstrom abgelegt wird. Dieser Vorgang wird so lange wiederholt, bis der Ausgangsdatenstrom im gew¨ahlten Referenzzeitraum keine Antwortzeitmesswerte mehr zur¨ uckliefert. Abschließend pr¨ uft das CPD-Modell mit Hilfe der gew¨ahlten Teststatistik den generier¨ ten Datenstrom aus Divergenzmaßen auf signifikante Anderungspunkte (bei gegebenem –) und gibt diese, sofern identifiziert, an den Nutzer zur¨ uck.



Abbildung 4.12: Programmablaufplan - Change Point Detection Modell
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Modul: Grenzwertmodell



Das implementierte Grenzwertmodell arbeitet im Gegensatz zum Change Point Detection-Modell nicht fensterbasiert, sondern wertet die Antwortzeitdaten auf Tagesebene aus (siehe Abbildung 4.13). Dabei legt der Nutzer zun¨achst einen Referenzzeitraum fest und nimmt die Filtereinstellungen vor. Dar¨ uber hinaus setzt er die f¨ ur die Grenzwertberechnung ben¨otigte Stichprobenanzahl und den Parameter der Quantilfunktion auf den gew¨ unschten Wert. Das Vorher-Nachher-Intervall agiert nach dem gleichen Prinzip wie schon beim CPD-Modell. Jeder Referenztag wird somit mit einer festzulegenden Anzahl an Referenzvorg¨angern verglichen. Nachdem die Antwortzeitdaten f¨ ur den Betrachtungszeitraum eingelesen wurden, folgt die Einteilung in Vorher-Nachher-Mengen. Der jeweilige Referenztag stellt den Nachher-Zeitraum dar, wohingegen seine n Vorg¨anger den Vorher-Zeitraum repr¨asentieren. Beide Antwortzeitmengen werden entsprechend ihrer Laufzeitklassen in relative H¨aufigkeitsverteilungen u uhrt und das zugeh¨orige Divergenzmaß ermit¨berf¨ telt. Parallel zu diesem Prozess findet die Grenzwertberechnung statt, die alleinig auf der Antwortzeitmenge im Vorher-Zeitraum basiert. Diese wird dabei erneut in zwei Mengen aufgeteilt, sodass ein Tag aus der Grundmenge entnommen wird und den Vergleichstag f¨ ur die restlichen Elemente darstellt. Aus diesen beiden Antwortzeitmengen werden nun N Stichproben mit Zur¨ ucklegen gezogen. F¨ ur jede gezogene ¨ Stichprobe erfolgt auch hier die Uberf¨ uhrung in relative H¨aufigkeitsverteilungen, deren Unterschiede mit Hilfe des Divergenzmaßes bestimmt wird. Dieser Vorgang wiederholt sich f¨ ur die restlichen Elemente im Restzeitraum, sodass jeder Tag ein mal den Referenztag repr¨asentiert und mit den u ¨brigen Elementen verglichen wurde. Daraus resultiert eine abgesch¨atzte theoretische Verteilung des berechneten Divergenzmaßes. Diese charakterisiert die Unterschiede aller Tage im Vorher-Zeitraum untereinander und dient der jeweiligen Grenzwertberechnung. Im n¨achsten Schritt wird die Quantilfunktion mit Parameter (1 ≠ –) auf die abgesch¨atzte Verteilung der Divergenzmaße angewendet. Der daraus resultierende Grenzwert kennzeichnet daher die obere Grenze der eher selten vorkommenden Divergenzmaßauspr¨agungen. Dieser wird anschließend mit dem initial berechneten Divergenzwert verglichen. Kommt es zu einer Grenzwert¨ uberschreitung signalisiert das Grenzwertmodell eine Abweichung f¨ ur den entsprechenden Referenztag. Der ganze Prozess wiederholt sich sequentiell f¨ ur alle Tage im eingangs definierten Referenzzeitraum. Wurde der komplette Zeitraum abgearbeitet, erfolgt die Ergebnisr¨ uckgabe an den Nutzer. Hierbei werden nicht nur die Abweichungstage markiert, sondern auch die zugeh¨origen Grenzwerte abgetragen. Somit ist der Nutzer zus¨atzlich in der Lage bestimmte Tage zu identifizieren, die evtl. nur knapp unter dem ermittelten Grenzwert liegen.
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5. Evaluation Das vorliegende Kapitel schildert den Evaluierungsprozess f¨ ur das implementierte Software-Framework. Dabei werden das Change Point Detection (CPD)- und Grenzwertmodell auf reale Optimierungsszenarien angewendet, die in der Vergangenheit am produktiven Data-Warehouse-System durchgef¨ uhrt wurden. Neben des einfachen Vergleichs der Modelle erfolgt zudem eine Plausibilit¨atspr¨ ufung, welche die jeweiligen Ergebnisse interpretiert. F¨ ur jeden durchzuf¨ uhrenden Versuch werden zun¨achst gewisse Erwartungen formuliert. Diese ¨außern sich durch eine Beschreibung der durchgef¨ uhrten Optimierungsmaßnahme und der jeweils ermittelten Laufzeitklassenverteilung. Anhand dieser Faktoren ergeben sich signifikante Abweichungskandidaten, die von den beiden Erkennungsmodellen identifiziert werden sollen. Die Ergebnisdiagramme der beiden Modelle unterscheiden sich aufgrund der unterschiedlichen Verarbeitung in ihrer Darstellung. W¨ahrend f¨ ur das CPD-Modell der generierte Datenstrom aus der fensterbasierten Auswertung als Verlauf abgetragen wird, stellt das Grenzwertmodell lediglich ein Balkendiagramm der berechneten Divergenzmaße bereit. Die ermittelten Abweichungen im CPD-Modell werden als vertikale Linien abgebildet. Dabei wird jede Teststatistik (Mood, Mann-Whitney und Lepage) durch einen unterschiedlichen Linientyp repr¨asentiert. Demgegen¨ uber markiert das Grenzwertmodell Abweichungen durch eine dunkle Einf¨arbung des entsprechenden Balkens, wobei die ermittelten Grenzwerte durch horizontale Trennlinien innerhalb des jeweiligen Intervalls gekennzeichnet sind. Bei der Auswertung der beiden Modelle werden genau f¨ unf Folgewerktage gepr¨ uft, welche die Auswirkungen der Optimierungsmaßnahme zeigen sollen. Wochenenden und Feiertage werden gefiltert, da diese einen ungewollten Bias in den Ergebnissen erzeugen k¨onnen. Als Vergleichszeitraum werden die letzten sieben Wochen herangezogen, um ein m¨oglichst großes Spektrum an Vorwissen bereitzustellen. W¨ urde bspw. nur die jeweilige Vorwoche betrachtet werden, k¨onnten die beobachteten Abweichungen unverh¨altnism¨aßig hoch ausfallen. Zudem ben¨otigt das CPD-Modell erfahrungsgem¨aß eine gr¨oßere Menge an Ausgangsdaten, um die Aussagekraft der internen Teststatistiken zu f¨ordern (Ross, 2013b). Neben der Identifizierung von Abweichungen muss zudem eine Einsch¨atzung u ¨ber die zu Grunde liegende Systematik erfolgen. Da Unterschiede auch fluktuativ auftreten bzw. durch einzelne Lastspitzen beg¨ unstigt werden, kann ein abweichender
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Referenztag nicht als Maßstab dienen. F¨ ur die Versuchsreihe wird daher eine systematische Abweichung nur dann angenommen, wenn aus den f¨ unf untersuchten Werktagen mindestens drei signifikante Abweichungen zu ihrem Vergleichszeitraum aufweisen. Nach der Durchf¨ uhrung jedes Versuchs erfolgt abschließend eine Gegen¨ uberstellung und Diskussion der erzielten Ergebnisse, wobei auf etwaige Unterschiede n¨aher eingegangen wird.



5.1



Versuchsaufbau



Bevor die Antwortzeitdaten im Software-Framework verarbeitet werden k¨onnen, erfolgt initial eine Analyse f¨ ur die Laufzeitklassenverteilungen der Referenztage. Diese soll f¨ ur den jeweiligen Versuch m¨ogliche Abweichungskandidaten charakterisieren, anhand derer die Funktionalit¨at der Erkennungsmodelle abgeleitet wird. Ohne dieses Vorwissen k¨onnten andernfalls nur Mutmaßungen u ¨ber die eigentliche Erkennungsqualit¨at der implementierten Verfahren getro↵en werden. Die durchzuf¨ uhrende Evaluierung soll daher einen Nachweis dar¨ uber erbringen, ob die Modelle die an sie gestellte Anforderung einer signifikanten Abweichungserkennung erf¨ ullen k¨onnen. F¨ ur die nachfolgenden Versuchsreihe erfolgt die Festlegung des Signifikanzniveaus auf – = 0.05, was der u uhrung von statistischen Hy¨blichen Praxis bei der Durchf¨ pothesentests entspricht. Als Divergenzmaß wird die KLD ausgew¨ahlt, da diese in vorherigen Abweichungsuntersuchungen (vgl. Abschnitt 4.2) eine geeignete Sensitivit¨at gegen¨ uber Lage- und Streuungsabweichungen aufweisen konnte.



5.1.1



Parameter fu ¨ r das CPD-Modell



Die Generierung des KLD-Datenstroms, der die Eingangsgr¨oße f¨ ur das CPD-Modell darstellt, bedarf der Festlegung von mehreren Parametern. Dabei spielt f¨ ur eine fensterbasierte Verarbeitung z.B. die jeweilige Fenstergr¨oße n eine entscheidende Rolle. In jedem Fenster werden demnach n Antwortzeiten in eine relative H¨aufigkeitsverteilung (Laufzeitklassen) u uhrt. Sollte n zu klein gew¨ahlt sein, kann dies zu einer ¨berf¨ nicht repr¨asentativen H¨aufigkeitsverteilung f¨ uhren. F¨ ur die Antwortzeitdaten im Warenwirtschaftsprojekt (WAWI-Projekt) fallen circa 6000 Messwerte pro Tag an. Als geeigneten Maßstab konnte durch empirische Ermittlung eine Fenstergr¨oße von n = 1000 festgestellt werden. Diese findet jedoch keine Anwendung f¨ ur das im Vergleich deutlich geringere Volumen des Bondatenprojekts (BON-Projekts), bei dem durchschnittlich nur 100 Werte pro Tag protokolliert werden. In diesem Fall empfiehlt die Wahl sich einer kleineren Fenstergr¨oße von n = 25. ¨ Dar¨ uber hinaus muss noch ein geeigneter Uberlappungsgrad der Fenster gefunden werden. Die Auswirkungen dieses Parameters sind nicht entscheidend, jedoch arbeiten CPD-Modelle e↵ektive je mehr Beobachtungen ausgewertet wurden. Daher ¨ gilt ein Uberlappungsgrad von 90% f¨ ur das WAWI-Projekt und 99% f¨ ur das BONProjekt. Diese Spezifikation erlaubt eine feingranulare Betrachtung der vorhandenen Eingangswerte. Zudem erh¨alt das jeweilige Modell auf diese Weise gen¨ ugend
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Wertauspr¨agungen, was die statistische Aussagekraft des zu Grunde liegenden Hypothesentests erh¨oht. Die Auswertung jedes Referenztages zu seinem Vergleichszeitraum erfolgt dabei jeweils in einem separaten CPD-Modell, damit der resultierende KLD-Datenstrom keine ¨außere Beeinflussung erf¨ahrt. Dieser Vorgang wird genau drei mal wiederholt, um jeweils die Mood-, Mann-Whitney und Lepage-Teststatistik auf den resultierenden KLD-Datenstrom anwenden zu k¨onnen. Dabei sind die einzelnen Modelle so konfiguriert, dass sie f¨ ur das angegebene Signifikanzniveau – maximal einen ¨ ¨ Anderungspunkt markieren. F¨allt dieser Anderungspunkt dabei in das Zeitfenster des betrachteten Referenztages, wird dieser als signifikante Abweichung identifiziert. ¨ S¨amtliche Anderungspunkte, die nicht in diesem Bereich liegen, bewerten somit die beobachteten KLD-Werte des Referenztages als nicht ausschlaggebend.



5.1.2



Parameter fu ¨ r das Grenzwertmodell



F¨ ur die Auswertung des Grenzwertmodells erfolgt die Festlegung von zwei Parametern. Der erste kennzeichnet die Anzahl der Bootstrap-Samples N (deutsch: Stichproben mit Zur¨ ucklegen), die zur Absch¨atzung der theoretischen KLD-Verteilung eingesetzt werden. Wie Efron (1987) in seiner Forschungsarbeit zeigte, sollten mindestens 1000 Stichproben generiert werden, um einen valide Verteilungsabsch¨atzung zu erzielen. F¨ ur die Versuchsreihe wird N = 150 gesetzt, da innerhalb des Vergleichszeitraums sieben Vorg¨angerwochen betrachtet werden. Damit ergeben sich f¨ ur jeden Referenztag sieben Vergleichstage, auf deren Basis die theoretische KLD-Verteilung abgesch¨atzt wird. Der Bootstrapping-Vorgang wird also insgesamt sieben mal wiederholt, was einer Gesamtanzahl von 7 ◊ 150 = 1050 Stichproben entspricht. Der zweite festzulegende Parameter wird f¨ ur die Anwendung der Quantilfunktion Q1≠– ben¨otigt. Um die Auswertungsergebnisse mit denen des CPD-Modells vergleichen zu k¨onnen, muss somit bei gegebenem Signifikanzniveau von – = 0.05 das obere Quantil Q0.95 gew¨ahlt werden.



5.2



Einflusspru ¨ fung: Workload Management



Das produktive DWH-System der REWE Informations-Systeme GmbH (RIS) verzeichnete am Anfang des vierten Quartals 2013 eine deutliche Zunahme der gleichzeitig ausgef¨ uhrten Business Intelligence-Berichte innerhalb des Warenwirtschaftsprojekts. Diese Laststeigerung ging u ¨ber die u ¨blichen Abweichungen hinaus, welche erfahrungsgem¨aß durch komplexe Quartalsauswertungen in diesem Zeitraum verursacht werden. Um den aufgetretenen Engpass in der Tagesverarbeitung zu beheben, entschied sich die DWH-Abteilung die Anzahl der gleichzeitigen BI-Sitzungen im produktiven DWH-System auf 40 zu beschr¨anken. Der entsprechende Parameter wurde infolgedessen am 25. Oktober 2013 in den Workload-Management (WLM)-Einstellungen durch die Datenbankadministratoren ver¨andert. Mit dieser Optimierungsmaßnahme sollte die einwirkende Gesamtlast auf das System sinken und so der Datendurchsatz erh¨oht werden. Welchen Einfluss dieser Vorgang
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auf das Antwortzeitverhalten der entsprechenden BI-Berichte hatte und ob dieser eine Systematik entwickelt hat, soll nun im folgenden Versuch ermittelt werden.



5.2.1



Voranalyse



In Tabelle 5.1 sind die relativen Laufzeitklassen f¨ ur den zu untersuchenden Referenzzeitraum aufgelistet. Diese umfassen das Antwortzeitverhalten der f¨ unf Folgewerk¨ tage nach Anderung der WLM-Einstellungen am 25.10.2013. Da diese Optimierung speziell f¨ ur das Warenwirtschaftsprojekt (WAWI-Projekt) durchgef¨ uhrt wurde, werden auch nur die hierf¨ ur definierten Laufzeitklassen (vgl. Abbildung 4.4) aufgef¨ uhrt. Wie bereits eingangs erw¨ahnt, stellt der Vergleichszeitraum die letzten sieben Wo¨ chen vor der Optimierungsmaßnahme dar. Die jeweilige prozentuale Anderung innerhalb einer Laufzeitklasse steht in Klammern jeweils hinter der ermittelten H¨aufigkeit des Referenztages. Die erste Au↵¨alligkeit bei der Betrachtung der Tabelle ist, dass - mit Ausnahme des 30. Oktobers - bei allen Referenztagen in den h¨oheren Laufzeitklassen eine Reduzierung der Anteile zu verzeichnen ist. Damit hat sich das Antwortzeitverhalten gegen¨ uber den sieben Vorg¨angerwochen insgesamt positiv ver¨andert. Besonders hohe Abweichungen im zweistelligen Prozentbereich traten dabei am 28. und 31. Oktober auf. TagRef



Æ5 Sek



28.10.2013



44.08% (+16.45) 45.73% (≠8.96)



6.00% (≠0.91) 2.98% (≠3.26) 1.10% (≠1.17) 0.06% (≠1.04) 0.04% (≠1.12)



29.10.2013



33.57% (+9.41)



53.47% (≠1.91)



5.75% (≠3.85) 5.30% (≠1.66) 1.50% (≠1.36) 0.34% (≠0.52) 0.07% (≠0.38)



30.10.2013



24.83% (≠7.19)



59.66% (+9.18)



7.28% (≠0.66) 6.37% (+0.54)



31.10.2013



48.96% (+22.86) 42.70% (≠13.81) 3.22% (≠4.39) 3.84% (≠2.65) 0.96% (≠1.12) 0.15% (≠0.59) 0.17% (≠0.31)



08.11.2013



25.11% (≠0.39)



Æ5 Min



61.35% (+4.40)



Æ20 Min



Æ60 Min



Æ2 Std



Æ3 Std



>3 Std



1.62% (≠1.07) 0.14% (≠0.47) 0.10% (≠0.33)



6.38% (≠1.37) 5.66% (≠0.85) 1.37% (≠0.83) 0.12% (≠0.64) 0.00% (≠0.32)



¨ Tabelle 5.1: Relative Laufzeitklassenverteilung mit Anderungsangaben F¨ ur den nachfolgenden Versuch wird auf Basis dieser Erkenntnisse erwartet, dass die implementierten Verfahren in der Lage sein m¨ ussten, gr¨oßere Abweichungen zuverl¨assig zu erkennen. Interessant sind zudem die Ergebnisse f¨ ur den 30. Oktober, der gegen¨ uber den restlichen Referenztagen eine Zunahme in der Laufzeitklasse bis 60 Minuten aufweist. Die geringsten Abweichungen lassen sich allgemein f¨ ur den 8. November beobachten, der anstelle des Feiertags am 1. November (Allerheiligen) in die Auswertung mit einbezogen wird. Durch die eher geringf¨ ugigen Unterschiede zum Vergleichszeitraum ¨ sollten die Erkennungsmodelle f¨ ur diesen Tag somit keine signifikanten Anderungspunkte identifizieren.



5.2.2



Ergebnisse des Change Point Detection Modells



In Abbildung 5.1 sind die Ergebnisdiagramme des durchgef¨ uhrten Versuchs aufgelistet. Dabei kennzeichnet das grau hinterlegte Intervall den untersuchten Referenztag aus der jeweiligen Diagramm¨ uberschrift. Wie der Abbildung entnommen werden kann, konnte das CPD-Modell auf Basis der Mood-Statistik f¨ ur jeden untersuchten
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Referenztag eine signifikante Abweichung feststellen (siehe Tabelle 5.2). Dies l¨asst sich damit begr¨ unden, dass die fortlaufenden KLD-Ausschl¨age einer Streuungs¨anderung gleichen und die Mood-Statistik genau auf diesen Abweichungstyp spezialisiert ist. Wie bereits in der vorangestellten Analyse gezeigt, stellt der 28. Oktober einen der beiden Referenztage mit deutlichen Abweichungen dar. Trotzdem konnte von den ¨ drei CPD-Modellen nur die Mood-Statistik einen Anderungspunkt in den zugeh¨origen KLD-Werten identifizieren. Wird der Verlauf des Datenstroms n¨aher betrachtet, so ist der h¨ochste Ausschlag im Referenzintervall (grauer Bereich) auszumachen. Da sich die Lageeigenschaften jedoch schon weit vorher signifikant ¨andern, signalisieren ¨ Mann-Whitney und Lepage bereits bei Beobachtung 97 einen Anderungspunkt. Ein ¨ahnliches Szenario l¨asst sich f¨ ur den 29. Oktober beobachten. Wieder erkennt lediglich das auf der Mood-Statistik basierende CPD-Modell eine Abweichung im Referenzintervall des KLD-Datenstroms bei Beobachtung 337. Auch wenn sich der h¨ochste Ausschlag der Kullback-Leibler Divergenz in diesem Bereich befindet, ist er nicht ausschlaggebend f¨ ur die Identifizierung. Vielmehr spielt hier die nachfolgende Abflachung in den Wertauspr¨agungen eine entscheidende Rolle, da sich erst dort eine gewisse Regelm¨aßigkeit in der Streuung einpendelt. Die Mann-Whitney- und Lepage-Statistik reagieren hingegen erneut auf eine vorherige Lage¨anderung, die sich ab Beobachtung 116 ereignet. Einer der eher weniger pr¨agnanten Referenztage stellt der 30 Oktober dar. Die Erwartungen im Vorfeld gingen daher eher von einer geringen Erkennungswahrschein¨ lichkeit f¨ ur Anderungspunkte im Referenzintervall aus. Dennoch zeigen die Ergebnisse des Versuchs ein anderes Bild. Erneut erkennt das CPD-Modell unter Nutzung der ¨ Mood-Statistik einen Anderungspunkt bei Beobachtung 212. Dieser wird in diesem Fall durch die hohen Ausschl¨age kurz vor dem Intervall¨ ubergang beg¨ unstigt. Interessant sind zudem die Ergebnisse f¨ ur den 31. Oktober. Die initiale Analyse ¨ der prozentualen Anderungen der Laufzeitklassen in Tabelle 5.1 hat diesen Referenztag bereits als markanten Kandidaten identifiziert. Zu dem gleichen Ergebnis kommen u ¨bereinstimmend auch die eingesetzten CPD-Modelle. Der zu Grunde liegende Datenstrom weist zwei gr¨oßere Ausschl¨age auf, wobei sich der Extremere von beiden im grau hinterlegten Referenzintervall befindet. Da sich diese Abweichung u ¨ber mehrere Beobachtungen best¨andig fortsetzt, gleicht dies einer Lage¨anderung. Daher identifiziert sowohl die Mann-Whitney- als auch die Lepage-Statistik bereits ¨ einen Anderungspunkt bei Beobachtung 180. Auch das CPD-Modell, welches auf der Mood-Statistik basiert, kann nach leichter ¨ Verz¨ogerung bei Beobachtung 182 eine signifikante Anderung erkennen. Durch die sonst eher geringen Abweichungen im Datenstrom scheinen die pr¨agnanten Ausschl¨age somit auch einen E↵ekt auf die Streuung zu haben. Abschließend folgt die Betrachtung des letzten Referenztages des aktuellen Versuchs. Wie im oberen Abschnitt bereits dargelegt, stellt der 08. November einen Betrachtungsersatz f¨ ur den Feiertag am 1. November (Allerheiligen) dar. Au↵¨allig bei der Betrachtung des zugeh¨origen KLD-Datenstroms ist eine enorme Lage¨anderung bei Beobachtung 110. Daher ist es auch plausibel, dass die Mann-Whitney- und Lepage¨ Statistik auch genau dort eine signifikante Anderung markieren. Die Mood-Statistik



5.2. Einflusspr¨ ufung: Workload Management



62



¨ hingegen kann erneut im Referenzintervall einen Anderungspunkt bei Beobachtung 235 identifizieren. Des Weiteren zeichnet sich schon jetzt ein Trend f¨ ur das Erkennungsverhalten der Mann-Whitney- und Lepage-Statistik ab. Beide Modelle scheinen in ihren Entscheidungen fast durchg¨angig u ¨bereinzustimmen. Zum einen liegt dies an der direkten Abh¨angigkeit der Lepage- von der Mann-Whitney-Statistik (vgl. auch Formel 2.19), zum anderen weisen die generierten KLD-Datenstr¨ome h¨aufiger best¨andige Lage¨anderungen auf.



Abbildung 5.1: Ergebnisdiagramme der CPD-Auswertung
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IntervallRef



Mood



Mann-Whitney



Lepage



28.10.2013



216-283



273



97



97



29.10.2013



302-375



337



116



116



30.10.2013



193-234



212



120



120



31.10.2013



171-214



182



180



180



08.11.2013



211-242



235



110



109



¨ Tabelle 5.2: Ermittelte Anderungspunkte f¨ ur – = 0.05



5.2.3



Ergebnisse des Grenzwertmodells



Nachdem die Ergebnisse f¨ ur den CPD-Ansatz vorgestellt wurden, folgt nun die Betrachtung des neu entwickelten Grenzwertmodells. Bereits im Versuchsaufbau wurde erl¨autert, dass f¨ ur die Grenzwertgenerierung insgesamt N = 7 ◊ 150 = 1050 Stichproben mit Zur¨ ucklegen zuf¨allig aus dem siebenw¨ochigen Vergleichszeitraum gezogen werden und die jeweils berechneten KLD-Werte eine Absch¨atzung der theoretischen Verteilung entspricht. Damit sich die Ergebnisse mit denen vom CPD-Ansatz ann¨ahernd vergleichen lassen, betr¨agt die Quantilfunktion Q1≠– = Q1≠0.05 = Q0.95 . Somit repr¨asentiert der ermittelte Funktionswert eine obere Grenze, die 95% der abgesch¨atzten KLD-Werte einschließt. Alle Werte, die diese Grenze noch u ¨berschreiten machen somit nur die oberen 5% der Gesamtverteilung aus, was auf eher seltene Werte hindeutet.



¨ Abbildung 5.2: Ermittelte Anderungspunkte f¨ ur das Grenzwertmodell bei Q0.95 In Abbildung 5.2 sind die entsprechend ermittelten Ergebnisse des Grenzwertmodells ¨ aufgelistet. S¨amtliche Anderungspunkte sind als dunkel eingef¨arbte Balken dargestellt. Die zugeh¨origen Grenzwerte werden durch horizontale Striche innerhalb des jeweiligen Balkenintervalls repr¨asentiert. Somit wird genau dann ein Balken markiert, wenn der entsprechende KLD-Wert den zugeh¨origen Grenzwert u ¨berschreitet.
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Insgesamt hat das Verfahren drei signifikante Abweichungen erkannt. Darunter auch die in der initialen Analyse identifizierten pr¨agnanten Referenztage. Die deutlichste Grenzwert¨ uberschreitung kann f¨ ur den 31. Oktober ausgemacht werden. Dieser Tag ¨ weist auch bei Begutachtung der prozentualen Anderungen innerhalb der Laufzeitklassen (Tabelle 5.1)) die h¨ochsten Wertauspr¨agungen auf. Die deutlichsten prozentualen Ver¨anderungen in den oberen Laufzeitklassen treten am 28 Oktober auf, der auch gleichzeitig den zweith¨ochsten KLD-Wert im Ergebnisdiagramm annimmt. Eine letzte Abweichungen markiert das Grenzwertmodell f¨ ur den 29 Oktober, dessen Grenzwert zwar nicht im deutlichen Ausmaß u ¨berschritten wird, jedoch immer noch so signifkant, dass sich der beobachtete KLD im Bezug zum Vergleichszeitraum deutlich unterscheidet. Der 30. Oktober stellt f¨ ur das Grenzwertmodell keine pr¨agnante Abweichung dar. Auch der zugeh¨orige Grenzwert liegt weit oberhalb des entsprechenden KLD-Werts, was darauf hindeutet, dass die Unterschiede innerhalb des Vergleichszeitraums h¨oher ausgefallen sind. Auch der 8. November wird vom Grenzwertmodell nicht als Abweichung markiert, dennoch liegt der Grenzwert nur leicht u ¨berhalb des ermittelten KLD-Werts. Ein fast u ur eine Abweichung ¨berschrittener Grenzwert kann allerdings ein Indikator f¨ darstellen, da es auch innerhalb der Grenzwertabsch¨atzungen zu einer gewissen Fehlertoleranz kommen kann.



5.2.4



Diskussion



¨ Zun¨achst ist festzustellen, dass beide Verfahren signifikante Anderungspunkte identifizieren konnten. Dar¨ uber hinaus wurden aus den f¨ unf untersuchten Referenztagen jeweils mindestens drei Abweichungen identifiziert. Damit konnte ein systematischer Einfluss auf das Antwortzeitverhalten nachgewiesen werden. Auch bei erneuter Betrachtung der Laufzeitklassenverteilung l¨asst sich dieser Umstand verifizieren. Daraus folgt, dass die durchgef¨ uhrte Optmierung innerhalb der Workload-ManagementEinstellungen tats¨achlich einen signifikanten Einfluss auf das Antwortzeitverhalten der Business Intelligence-Berichte des Warenwirtschaftsprojekts hatte. Da zudem nahezu durchgehend eine niedrigere H¨aufigkeit in den oberen Laufzeitklassen (ab einer Stunde und mehr) zu verzeichnen ist, konnte die Optmierung einen positiven E↵ekt erzielen. Eine positive Bilanz kann ebenfalls f¨ ur das neu entwickelte Grenzwertmodell gezogen werden. Die pr¨agnanten Abweichungskandidaten, die in der Voranalyse identifiziert wurden, erkannte das Modell zuverl¨assig. Lediglich die kleineren Abweichungen f¨ uhrten intern nicht zu einer Grenzwert¨ uberschreitung. Dennoch stellte im Falle des 8. Novembers der geringe Abstand zum abgesch¨atzten Grenzwert einen Indikator f¨ ur m¨ogliche Abweichungen dar. Demgegen¨ uber verzeichnete der CPD-Ansatz nur auf Basis der Mood-Statistik zu¨ verl¨assige Anderungspunkte. Da Mann-Whitney- und Lepage-Statistiken sensitiv gegen¨ uber vorzeitigen Lage¨anderungen reagieren, konnten diese nur bei KLD-Datenstr¨omen mit geringen Ausschl¨agen die identifizierten Abweichungskandidaten erkennen.
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Auch der Zusammenhang zwischen Mann-Whitney- und Lepage-Statistik wurde in ¨ diesem Versuch deutlich. Nahezu alle erkannten Anderungspunkte waren f¨ ur beide Statistiken identisch. Dies k¨onnte ein Indikator daf¨ ur sein, dass die Lepage-Statistik, welche aus den quadrierten Mann-Whitney- und Mood-Auspr¨agungen berechnet wird, generell eine h¨ohere Empfindlichkeit gegen¨ uber Lage¨anderungen besitzt.



5.3



Einflusspru ¨ fung: Flash-Box fu ¨ r Temp-Bereich



F¨ ur den n¨achsten Versuch soll der Einfluss einer Hardware-Optimierung auf das Antwortzeitverhalten des produktiven DWH-Systems identifiziert werden. Durch die relative hohe Anzahl an t¨aglichen BI-Berichten innerhalb des WAWI-Projekts kann ¨ es zu einem Uberlauf der Temp-Bereiche kommen. Dieser Speicherbereich wird von den Berichten genau dann benutzt, wenn innerhalb der Anfragen eine Erstellung von tempor¨aren Tabellen erfolgt. W¨ahrend der kompletten Berichtslaufzeit bleiben diese bestehen und der ben¨otigte Speicherplatz wird erst nach erfolgreicher Ausf¨ uhrung wieder freigegeben. Da die Temp-Bereiche des DWH-Systems an ihre Kapazit¨atsgrenzen gestoßen sind, wurde innerhalb der DWH-Abteilung eine Speichererweiterung beschlossen, die den neuen Platzanforderungen gerecht werden sollte. Genauer wurde eine Flash-Box bescha↵t, die neben ausreichenden Speicherkapazit¨aten auch u ¨ber deutlich schnellere SSD-Festplatten verf¨ ugte. Nach dem Einbau und Umzug des Temp-Bereichs auf die neue Hardware erho↵te sich die Abteilung zus¨atzlich einen positiven E↵ekt auf das Antwortzeitverhalten der BI-Berichte, da diese Hauptabnehmer der Ressource darstellen.



5.3.1



Voranalyse



Die Umstellung des internen Temp-Bereichs auf die neu bescha↵te Flash-Box erfolgte am 3. Januar 2014. F¨ ur die Voranalyse werden erneut die relativen Laufzeitklassen der f¨ unf Folgewerktage mit einem Vergleichszeitraum von sieben Vorg¨angerwochen ¨ gebildet und die jeweiligen Anderung berechnet. Die zugeh¨origen Ergebnisse sind Tabelle 5.3 zu entnehmen. TagRef



Æ5 Sek



Æ3 Std



>3 Std



06.01.2014



21.55% (≠5.04) 50.24% (≠6.38) 12.65% (+4.02) 11.42% (+5.70) 2.76% (+0.99)



1.05% (+0.66)



0.32% (+0.05)



07.01.2014



24.14% (≠6.11) 52.57% (≠1.85) 11.59% (+4.29) 6.50% (+0.77)



3.79% (+1.95)



0.81% (+0.52)



0.60% (+0.44)



08.01.2014



25.65% (+3.06)



55.03% (≠5.02) 8.72% (≠0.19)



6.87% (+0.57)



2.04% (+0.45)



0.81% (+0.42)



0.87% (+0.70)



09.01.2014



24.69% (+0.40)



57.42% (≠0.69) 8.13% (≠0.34)



6.64% (≠0.05)



2.16% (+0.22)



0.81% (+0.41)



0.15% (+0.03)



10.01.2014



26.92% (+1.07)



56.43% (+1.77)



5.43% (≠2.38)



1.88% (≠0.60) 0.66% (≠0.01) 0.14% (≠0.09)



Æ5 Min



Æ20 Min



8.54% (+0.24)



Æ60 Min



Æ2 Std



¨ Tabelle 5.3: Relative Laufzeitklassenverteilung mit Anderungsangaben Bei der Betrachtung der relativen H¨aufigkeiten f¨allt besonders der 6. Januar auf, bei dem innerhalb der beiden Laufzeitklassen zwischen 20 und 60 Minuten eine nicht unerhebliche Zunahme wahrgenommen werden kann. Genauer erfolgt eine Verschiebung der prozentualen Anteile aus den beiden niedrigsten Klassen zwischen f¨ unf Sekunden und f¨ unf Minuten. Somit stellt der 6. Januar den ersten identifizierten Abweichungstag dar, der von den implementierten Verfahren erkannt werden sollte.
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Eine ¨ahnliche Negativentwicklung kann auch f¨ ur den 7. Januar beobachtet werden. Dort l¨asst sich neben einer Zunahme des prozentualen Anteils der Laufzeitklasse ¨ bis 20 Minuten auch eine pr¨agnante Anderung in einer der oberen Klassen (bis 2 Stunden) wahrnehmen. Aus diesem Grund kommt die Voranalyse zu dem Schluss, dass auch dieser Referenztag einen Abweichungskandidaten repr¨asentiert. Die letzte gr¨oßere Au↵¨alligkeit stellt die Abweichung der prozentualen H¨aufigkeit innerhalb der Laufzeitklasse bis 60 Minuten am 10. Januar dar. Diese verzeichnet eine ¨ Abnahme von 2.38%, was in Bezug auf diese Klasse eine pr¨agnante Anderung charakterisiert. Abschließend wird daher f¨ ur den nachfolgenden Versuch der 10. Januar als weiterer Abweichungskandidat festgelegt.



5.3.2



Ergebnisse des Change Point Detection Modells



¨ Wie bereits im vorherigen Versuchsablauf erfolgt zun¨achst eine Ubersicht (siehe Abbildung 5.3) der Ergebnisdiagramme des CPD-Modells auf Basis der Teststatistiken ¨ Mood, Mann-Whitney und Lepage. Die zugeh¨origen Anderungspunkte und Referen¨ zintervalle k¨onnen zur besseren Ubersicht Tabelle 5.4 entnommen werden. Entgegen der allgemeinen Erwartung konnte das auf der Mood-Statistik basierende ¨ CPD-Modell f¨ ur keinen Referenztag einen signifikanten Anderungspunkt innerhalb des entsprechenden Referenzintervalls identifizieren. Des Weiteren lieferte das Modell bei der Auswertung des 9. Januars keinen R¨ uckgabewert, was darauf hindeutet, dass sich f¨ ur das gew¨ahlte Signifikanzniveau – = 0.05 keine pr¨agnante Streuungsabweichung feststellen ließ. Auch die Mann-Whitney- und Lepage-Statistik signalisieren f¨ ur dieses Datum nur am Refrenzintervall¨ ubergang eine m¨ogliche Abweichung. Demgegen¨ uber erzielt das CPD-Modell unter Verwendung der Mann-Whitney-Teststatistik die besten Ergebnisse innerhalb des Versuchs. So konnte das Verfahren zum Beispiel mit dem 6. Januar einen signifikanten Abweichungskandidaten aus der Voranalyse identifizieren. Im Speziellen ergab sich eine best¨andige Lage¨anderung bei Beobachtung 139 des zu Grunde liegenden KLD-Datenstroms. Interessant hierbei ist auch das Ergebnis der Lepage-Statistik. Diese scheint f¨ ur den gegebenen Datenstrom vorzugsweise auf eine Streuungs¨anderung bei Beobachtung 16 zu reagieren. Das CPD-Modell auf Basis der Mood-Statistik bewertet die Wertauspr¨agungen wiederum unterschiedlich. Dieses markiert bei Beobachtung 27 eine Abweichung, da sich erst zu diesem Zeitpunkt eine gewisse Best¨andigkeit in den Streuungseigenschaften ergibt. Der letzte Abweichungskandidat aus der Voranalyse stellt der 10. Januar dar. Dieser wird allerdings nur vom CPD-Modell unter Verwendung der Mann-WhitneyTeststatistik als solcher erkannt. Gr¨oßere Streuungs¨anderungen im jeweiligen KLDDatenstrom, die sich vor dem Referenzintervall ereignen, zwingen sowohl die Mood¨ als auch Lepage-Statistik zu einer fr¨ uhen Identifizierung eines Anderungspunktes. Auch hier scheint die Lepage-Statistik erneut empfindlicher auf Streuungs¨anderungen zu reagieren. Dies ¨außerte sich im vorangegangen Versuch noch genau umgekehrt.
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Abbildung 5.3: Ergebnisse des CPD-Modells f¨ ur die Flash-Umstellung



TagRef



IntervallRef



Mood



Mann-Whitney



Lepage



06.01.2014



116-174



27



139



16



07.01.2014



118-186



38



49



39



08.01.2014



135-194



13



133



133



09.01.2014



126-182



-



125



125



10.01.2014



93-137



34



123



52



¨ Tabelle 5.4: Erkannte Anderungspunkte f¨ ur – = 0.05
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Ergebnisse des Grenzwertmodells



F¨ ur den zu untersuchenden Zeitraum konnte das Grenzwertmodell zwei signifikante Abweichungen identifizieren (siehe Abbildung 5.4). Allerdings stellt nur der 6. Januar einen vorher festgelegten Abweichungskandidaten dar. In der Ergebnis¨ ubersicht f¨allt besonders deutlich die Grenzwert¨ uberschreitung f¨ ur diesen Referenztag auf. Der berechnete KLD-Wert u ¨berschreitet den abgesch¨atzten Grenzwert beinahe um eine Faktor 2, was auf eine erhebliche Abweichung zum Vergleichszeitraum hin¨ deutet. Dies spiegelt auch die pr¨agnanten prozentualen Anderungen innerhalb der Laufzeitklassen in Tabelle 5.3 wider.



¨ Abbildung 5.4: Erkannte Anderungspunkte f¨ ur das Grenzwertmodell Eine eher knappe Grenzwert¨ uberschreitung kann f¨ ur den 8. Januar beobachtet werden. Allerdings spielte dieser Referenztag bei der Definition pr¨agnanter Abweichungskandidaten eher eine untergeordnete Rolle. Dennoch l¨asst sich anhand des vorliegenden Ergebnisses eine neue Erkenntnis ableiten. Im vorherigen Versuch wurde bereits die beinahe Grenzwert¨ uberschreitung als m¨oglicher Indikator f¨ ur die Erkennung von kleineren Abweichungen benannt. Dieser Zusammenhang l¨asst sich auch hier beobachten, denn der 8. Januar weist bspw. die h¨ochste Zunahme (+0.7%) in der gr¨oßten Laufzeitklasse (¨ uber 3 Stunden) auf (vgl. Tabelle 5.3). Das Ergebnisdiagramm weist abschließend noch eine geringe Grenzwertunterschreitung f¨ ur den 7. Januar auf. Dieser wurde innerhalb der Voranalyse als Abweichungskandidat definiert. Da allerdings die Quantilfunktion f¨ ur die Ableitung der jeweiligen Grenzwerte mit Q0.95 recht hohe Auspr¨agungen liefert, w¨are eine Erkennung nur dann m¨oglich, wenn es zu einer Erh¨ohung des Signifikanzniveaus – kommt. In diesem Fall w¨ urden die abgesch¨atzten Grenzwerte deutlich niedriger ausfallen.



5.3.4



Diskussion



Nach der Durchf¨ uhrung des zweiten Versuchs und der zugeh¨origen Interpretation der erzielten Ergebnisse muss festgestellt werden, dass zwar beide Verfahren einzelne Abweichungskandidaten erkannt haben, aber keines wirklich u ¨berzeugen konnte. Unter den drei Teststatistiken des CPD-Modells lieferte lediglich Mann-Whitney
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eine gute Erkennungsleistung. Diese konnte insgesamt zwei von drei Abweichungskandidaten erfolgreich identifizieren. Mood und Lepage waren hingegen nicht in der Lage, signifikante Abweichungen bei den Referenztagen auszumachen. Im Unterschied dazu konnte das Grenzwertmodell nur einen der drei urspr¨ unglich definierten Abweichungskandidaten zuverl¨assig identifizieren. Positiv hingegen war die Markierung des 8. Januars, da an diesem Tag die h¨ochste Abweichung in der obersten Laufzeitklasse zu verzeichnen war. Fast h¨atte das Verfahren mit dem 7. Januar auch noch einen zweiten Abweichungskandidaten erkannt, allerdings stellte der Abstand zwischen dem berechneten KLD-Wert und der abgesch¨atzten Grenze mehr als nur eine knappe Unterschreitung dar. Zwar konnten in der Voranalyse bereits drei Abweichungskandidaten lokalisiert werden, dennoch l¨asst sich f¨ ur die durchgef¨ uhrte Optimierungsmaßnahme kein systematischer Einfluss auf das Antwortzeitverhalten feststellen. Zu groß sind die Unterschiede in den Laufzeitklassen zwischen den einzelnen Referenztagen, um vom Gegenteiligen auszugehen. Dazu kommt, dass am Jahresanfang generell ein erh¨ohtes Lastaufkommen im produktiven DWH-System zu verzeichnen ist, weshalb die beobachteten Auspr¨agungen nur geringf¨ ugig repr¨asentativen Charakter besitzen. Auch ist fraglich, ob sich die neu verbauten SSD-Festplatten u ur den Einsatz im Temp-Bereich eignen. ¨berhaupt f¨ Eine gr¨oßere Performance w¨are nur dann zu erwarten, wenn der Zugri↵ auf die Plattensysteme ausschließlich zuf¨allig erfolgt. Die Anfragen innerhalb der BI-Berichte sehen aber vermehrt einen sequentiellen Zugri↵ vor, der f¨ ur SSD-Festplatten eher nachteilig ist (Agrawal et al., 2008).



5.4



Einflusspru ¨ fung: Flash-Neukonfiguration



Da sich auch u urbare Verbesserung der DWH¨ber einen l¨angeren Zeitraum keine sp¨ Performance durch den im Januar erfolgten Flash-Box-Einbau einstellte, erfolgte An¨ fang M¨arz 2014 eine Uberarbeitung der Konfiguration. Bestimmte Teile des TempBereichs wurden demnach - auf Herstellerempfehlung hin - auf einen externen Speicherknoten umgeh¨angt. Dieses neue Speicherkonzept soll die bisherigen Anomalien aufl¨osen und eine deutliche Performance-Steigerung hervorrufen.



5.4.1



Voranalyse



Nach dem gewohnten Ablaufschema erfolgt auch f¨ ur diesen Versuch zun¨achst eine Voranalyse der zu untersuchenden Referenztage im direkten Vergleich zu ihren letzten sieben Vorg¨angerwochen. Die entsprechenden H¨aufigkeitsverteilungen der einzelnen Laufzeitklassen befinden sich in Tabelle 5.5. ¨ Bei eingehender Betrachtung der prozentualen Anderungen k¨onnen drei pr¨agnante Abweichungskandidaten identifiziert werden. Durch einen Anstieg von 6.22% in der untersten Laufzeitklasse (bis 5 Sekunden) bei gleichzeitiger Absenkung der mittleren Laufzeitklassen (bis 20 bzw. 60 Minuten) um 3.56% bzw. 2.39% qualifiziert sich der 7. M¨arz direkt als ein m¨oglicher Abweichungskandidat.
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Ein ¨ahnliches Verhalten ist in der Laufzeitklassenverteilung des 11. M¨arz zu finden, weshalb auch dieser Referenztag als pr¨agnanter Kandidat gekennzeichnet wird. Das Schlusslicht in der Reihe der Abweichungskandidaten bildet der 12. M¨arz, der den Anteil in der oberen Laufzeitklasse bis zwei Stunden“ um 1.29% senken konnte. ” Des Weiteren kann eine leichte Verschiebung von der untersten Laufzeitklasse auf die N¨achsth¨ohere wahrgenommen werden. TagRef



Æ5 Sek



Æ5 Min



Æ20 Min



Æ60 Min



Æ2 Std



06.03.2014



25.08% (+0.54)



57.35% (+1.07)



7.00% (≠1.32)



8.68% (+0.49)



1.24% (≠0.74) 0.50% (+0.06)



0.15% (≠0.19)



07.03.2014



32.95% (+6.22)



54.85% (+0.08)



5.09% (≠3.56)



5.41% (≠2.39) 1.25% (≠0.24) 0.45% (+0.08)



0.00% (≠0.19)



10.03.2014



25.11% (≠1.74) 60.01% (≠0.60) 7.59% (+1.88)



5.44% (+0.53)



0.10% (≠0.02)



11.03.2014



31.15% (+5.36)



5.00% (≠1.78) 1.69% (≠0.45) 0.20% (≠0.40) 0.01% (≠0.14)



12.03.2014



17.53% (≠5.01) 57.44% (+3.10)



55.92% (+0.12)



6.03% (≠2.71)



15.49% (+3.15) 7.95% (+0.82)



Æ3 Std



1.35% (≠0.15) 0.39% (+0.08)



>3 Std



1.44% (≠1.29) 0.13% (≠0.54) 0.03% (≠0.22)



¨ Tabelle 5.5: Relative Laufzeitklassenverteilung mit Anderungsangaben



5.4.2



Ergebnisse des Change Point Detection Modells



Nach der Generierung des KLD-Datenstroms und der jeweiligen Anwendung der CPD-Modelle ergeben sich die in Abbildung 5.5 dargestellten Ergebnisdiagramme. ¨ Zur besseren Orientierung befinden sich die identifizierten Anderungspunkte zusammen mit den Referenzintervallen in Tabelle 5.6. ¨ Die erste Uberraschung innerhalb der CPD-Auswertung kann f¨ ur den 7. M¨arz verzeichnet werden. Obwohl sich dieser Referenztag gegen¨ uber seinem Vergleichszeitraum am deutlichsten unterscheidet, konnte keines der angewandten Modelle einen ¨ Anderungspunkt innerhalb des Referenzintervalls erkennen. Bei n¨aherer Betrachtung des zu Grunde liegenden KLD-Datenstroms fallen zwei gr¨oßere Ausschl¨age auf. Direkt mit dem Auftreten des ersten KLD-Anstiegs signalisiert die Mood-Statistik bei Beobachtung 18 eine signifikante Streuungsabweichung. Die erste Lage¨anderung tritt wiederum kurz vor dem zweiten Ausschlag bei Beobachtung 127 auf, welche direkt von der Mann-Whitney-Statistik markiert wird. Mit etwas Verz¨ogerung signalisiert auch die Lepage-Statistik bei Beobachtung 132 einen ¨ Anderungspunkt. Im Gegensatz zum restlichen Pegelverlauf ist die Abweichung innerhalb des Referenzintervalls nicht signifikant. Daher liegt die Vermutung nahe, dass eventuell durch das verwendete Fensterverfahren derartige Abweichungen im Vergleichszeitraum zu beobachten sind. Diese Problematik sollte sich mit Hilfe der Ergebnisse des Grenzwertmodells beantworten lassen, da dort jeder Tag als komplette Einheit betrachtet wird. Besser sieht es bei der Auswertung f¨ ur den 11. M¨arz aus, dessen Abweichungen sich laut der Mood-Statistik auch im entsprechenden Referenzintervall widerspiegeln. In der Tat l¨asst sich im zugeh¨origen KLD-Datenstrom ein pr¨agnanter Ausschlag erkennen. Dieser scheint auch einen signifikanten Einfluss auf die Streuungseigenschaften ¨ zu haben, sodass das jeweilige CPD-Modell bei Beobachtung 201 einen Anderungspunkt identifiziert. Eine ausgepr¨agte Lage¨anderung im Referenzintervall konnten weder die Mann-Whitney- noch die Lepage-Statistik erkennen.
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Auch der 12. M¨arz weist laut Voranalyse pr¨agnante Abweichungen innerhalb der Laufzeitklassenverteilung auf. Diese werden aber erneut nur von der Mood-Statistik bei Beobachtung 186 erkannt. Wieder scheint also eine Streuungs¨anderung der entscheidende Erkennungsfaktor zu sein. Die Lepage-Statistik signalisiert zumindest in ¨ der N¨ahe des Referenzintervalls bei Beobachtung 147 einen Anderungspunkt. Wird dieser wiederum mit der Auswertung der Mann-Whitney-Statistik verglichen, so l¨asst sich erneut die Abh¨angigkeit der Lepage-Statistik zu ihren zwei Eingangsgr¨oßen zeigen. Erst eine Mischung aus Lage- und Streuungs¨anderung veranlassen das ¨ Modell zur Signalisierung eines Anderungspunktes.



¨ Abbildung 5.5: Anderungspunkte des CPD-Modells



5.4.3



Ergebnisse des Grenzwertmodells



Aus der vorherigen Analyse der CPD-Modelle ergab sich die Fragestellung, ob der fensterbasierte Ansatz den resultierenden KLD-Datenstrom derart beeinflusst, so-
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IntervallRef



Mood



Mann-Whitney



Lepage



06.03.2014



110-151



24



112



112



07.03.2014



163-208



18



127



132



10.03.2014



202-253



201



216



221



11.03.2014



177-241



201



52



52



12.03.2014



174-234



186



89



147



¨ Tabelle 5.6: Ermittelte Anderungspunkte f¨ ur – = 0.05 dass selbst deutliche Abweichungen innerhalb der Ausgangsverteilung nicht mehr zuverl¨assig identifiziert werden k¨onnen. Dies kann sehr einfach mit Hilfe der Ergebnisse des Grenzwertmodells gel¨ost werden. Der abgesch¨atzte Grenzwert dient dabei als Indikator f¨ ur s¨amtliche Unterschiede, die im Vergleichszeitraum auftreten. Ist dieser Wert deutlich h¨oher als die ermittelte Kullback-Leibler Divergenz, kann allgemein auch von pr¨agnanteren Unterschieden im Vergleichszeitraum ausgegangen werden. Im aktuellen Ergebnisdiagramm der Grenzwertmodellauswertung (siehe Abbildung 5.6) existieren mit dem 6. und 12. M¨arz zwei KLD-Werte, die ihren jeweils abgesch¨atz¨ ten Grenzwert deutlich unterschreiten. Aus Ubersichtsgr¨ unden skaliert das Diagramm nicht mit den Grenzwertauspr¨agungen. Daher sind diese f¨ ur die beiden angesprochenen Referenztage auch nicht sichtbar. Bei Betrachtung der jeweiligen KLD-Datenstr¨ome in Abbildung 5.5 k¨onnen sowohl f¨ ur den 6. als auch den 12. M¨arz deutliche Unterschiede vor dem grau hinterlegten Referenzintervall wahrgenommen werden. Das gleiche gilt auch f¨ ur den 10. M¨arz, dessen abgesch¨atzter Grenzwert nahezu um einen Faktor 3 h¨oher ist als der ermittelte KLD-Wert. Um die Eingangsfrage zu beantworten, wird der Fokus auf den 7. M¨arz gesetzt, bei dessen CPD-Auswertung keine Teststatistik innerhalb des Referenzintervalls einen ¨ Anderungspunkt erkennen konnte. Dies obwohl in den Ausgangsdaten (siehe Tabelle 5.5) gleich mehrere Laufzeitklassen erhebliche Abweichungen aufzeigten. Das Grenzwertmodell hingegen kann die Abweichung zuverl¨assig erkennen. Doch auch hier liegt der Grenzwert am oberen Ende des Auspr¨agungsbalkens. Die Hinweise verdichten sich also, dass die zwei extremen Ausl¨aufer im KLD-Datenstrom nicht das Produkt der fensterbasierten Auswertung waren, sondern vielmehr durch bereits existierende Unterschiede im Vergleichszeitraum entstanden sind. Die n¨achste Abweichung stellt das Grenzwertmodell f¨ ur den 11. M¨arz fest, der bereits in der Voranalyse als m¨oglicher Abweichungskandidat diskutiert wurde. Weitere Abweichungen konnte das Modell nicht feststellen, sodass insgesamt zwei von drei pr¨agnanten Abweichungen zuverl¨assig erkannt wurden.



5.4.4



Diskussion



Von den insgesamt drei Abweichungskandidaten gelang weder dem CPD- noch Grenzwertmodell eine vollst¨andige Erkennung. Unter Verwendung der Mood-Statistik konnte der CPD-Ansatz zwei pr¨agnante Abweichungen (11. und 12. M¨arz) identifizieren.
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¨ Abbildung 5.6: Erkannte Anderungspunkte des Grenzwertmodells Allerdings gelang es keiner Teststatistik auch nur ann¨ahernd den 7. M¨arz als signi¨ fikante Anderung zu erkennen. Das Grenzwertmodell konnte sowohl den 7. als auch den 11. M¨arz zuverl¨assig erkennen. Auch wenn teilweise hohe Abweichungen im Vergleichszeitraum vorherrschen, stellt der abgesch¨atzte Grenzwert dennoch eine robuste Kenngr¨oße dar. Es muss jedoch angemerkt werden, dass diese Robustheit keine uneingeschr¨ankte G¨ ultigkeit besitzt. Sollte es wie beim 12. M¨arz bspw. zu einer durchgehenden Abweichung innerhalb des Vergleichszeitraums kommen, kann der abgesch¨atzte Grenzwert relativ schnell hohe Werte annehmen, was eine Erkennung deutlich erschwert. F¨ ur die durchgef¨ uhrte Optimierungsmaßnahme kann auf Grundlage der Auswertungen kein systematischer Einfluss auf das Antwortzeitverhalten des produktiven DWH-Systems festgestellt werden. Zum einen konnten die Erkennungsverfahren ge¨ samtheitlich keine u signalisieren, zum anderen ¨bereinstimmenden Anderungspunkte weisen die ermittelten Laufzeitklassenverteilungen nur vereinzelt pr¨agnante Abweichungen auf. Dies wird vor allem dann sichtbar, wenn zum Vergleich die Auswirkungen des Workload-Managements herangezogen werden.



5.5



Einflusspru ¨ fung: Plattformwechsel



Im Zuge von internen Umstrukturierungen wurde innerhalb der DWH-Abteilung die Entscheidung getro↵en, dass die Auswertung der BI-Berichte des BON-Projekts ab Januar 2014 auf einer neuen Systemplattform stattfinden soll. F¨ ur die Auswertung der Antwortzeitdaten kann dennoch auf die gleichen Protokolltabellen wie zuvor zugegri↵en werden, da der BI-Server lediglich die Berichte auf die neue Plattform umleitet, allerdings die Protokollinformationen weiterhin am selben Ort abspeichert. Da das Berichtsvolumen in diesem Projekt allgemein sehr gering ausf¨allt, passt das ¨ CPD-Verfahren die Fenstergr¨oße und den Uberlappungsgrad an. Damit wird f¨ ur den ¨ folgenden Versuch eine Fenstergr¨oße von n = 25 mit einem zugeh¨origen Uberlappungsfaktor von 99% definiert.



5.5.1



Voranalyse



F¨ ur die Betrachtung der relativen H¨aufigkeitsverteilung werden die einzelnen Laufzeitklassen entprechend des BON-Projekts angepasst. In Tabelle 5.7 sind die jeweili-
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¨ gen prozentualen Anderungen aufgelistet. Wie erwartet, fallen diese gegen¨ uber dem Altsystem besonders stark ins Gewicht. Au↵¨allig sind zudem die hohen Abweichungen in den oberen Laufzeitklassen, die bereits jetzt einen positiven Trend auf das Antwortzeitverhalten erkennen lassen. F¨ ur die Auswertung des CPD- und Grenzwertmodells kann nach den bisherigen Erkenntnissen kein Referenztag als nicht signifikant angesehen werden. Daher fließen alle Tage als m¨ogliche Abweichungskandidaten in die nachfolgende Auswertung mit ein. TagRef



Æ5 Sek



Æ5 Min



Æ20 Min



08.01.2014



43.06% (+9.96)



43.06% (≠4.53)



6.52% (≠1.69) 5.95% (≠0.33)



1.42% (≠3.41)



09.01.2014



51.40% (+34.39) 43.58% (≠26.83) 2.23% (≠3.51) 2.79% (≠1.26)



0.00% (≠2.79)



10.01.2014



38.70% (+14.86) 50.00% (≠2.44)



5.65% (≠5.32) 2.17% (≠4.74)



3.48% (≠2.36)



13.01.2014



38.46% (+10.76) 52.45% (+2.18)



5.59% (≠3.82) 3.50% (≠4.22)



0.00% (≠4.89)



14.01.2014



30.47% (+6.79)



7.81% (≠1.95) 10.94% (+4.15) 1.56% (≠7.44)



49.22% (≠1.54)



Æ60 Min



> 60 Min



¨ Tabelle 5.7: Relative Laufzeitklassenverteilung mit Anderungsangaben



5.5.2



Ergebnisse des Change Point Modells



Wie bereits eingangs erw¨ahnt, muss aufgrund des geringen Berichtsvolumens die ¨ Fenstergr¨oße und der Uberlappungsgrad des fensterbasierten Verfahrens noch vor der Auswertung entsprechend angepasst werden. Dabei ¨andert sich die Fenstergr¨oße ¨ auf n = 25 bei einem Uberlappungsgrad von 99%. Diese Einstellung garantiert, dass den CPD-Modellen f¨ ur ihre statistische Aussagekraft gen¨ ugend Werte zur Verf¨ ugung stehen. In Abbildung 5.7 sind die Ergebnisdiagramme des durchgef¨ uhrten Versuchs dargestellt. Bei n¨aherer Betrachtung kann direkt die h¨ohere Anzahl an berechneten KLDWerten wahrgenommen werden. Auch die Wertauspr¨agungen der Kullback-Leibler Divergenz haben sich deutlich erh¨oht. F¨ ur den ersten Referenztag (8. Januar) wird entsprechend der Voranalyse eine si¨ gnifikante Anderung erwartet. Dennoch kann weder die Mood-, Mann-Whitney oder ¨ Lepage-Statistik einen Anderungspunkt im entsprechenden Referenzintervall identifizieren. Alle CPD-Modelle markieren u ¨bereinstimmend nach 20 Beobachtungen ¨ einen signifikanten Anderungspunkt, der allerdings weit entfernt vom Referenzintervall liegt. Die drei Folgetage (9.-13. Januar) werden zuverl¨assig durch die Mood-Teststatistik erkannt. Erneut zeigt sich damit eine deutlich bessere Erkennungsqualit¨at gegen¨ uber der Mann-Whitney- und Lepage-Statistik. Einzige Ausnahme stellt der 10. Januar ¨ dar, bei dem alle Teststatistiken u bei ¨bereinstimmend eine signifikante Anderung Beobachtung 717 erkennen. ¨ Der letzte Referenztag (14. Januar) weist besonders hohe prozentuale Anderungen in den oberen Laufzeitklassen (bis 60 Minuten und gr¨oßer) auf. Allein f¨ ur die h¨ochste
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Klasse kann gegen¨ uber des Vergleichszeitraums eine Reduzierung von 7.44% abgelesen werden. Bezogen auf die Berechnung der KLD m¨ usste eine derartige Abweichung auch entsprechend hohe Divergenzwerte hervorbringen. Dennoch erkennt keine der verwendeten Teststatistiken eine signifikante Abweichung innerhalb des Referenzintervalls. Abschließend kann festgestellt werden, dass das CPD-Modell auf Basis der MoodStatistik drei von f¨ unf m¨oglichen Abweichungskandidaten erkannt hat. Dies ist ein erster Indikator f¨ ur eine m¨ogliche systematische Abweichung innerhalb des Antwortzeitverhaltens, welche durch den Plattformwechsel beg¨ unstigt wurde.



¨ Abbildung 5.7: Anderungspunkte des CPD-Modells



5.5.3



Ergebnisse des Grenzwertmodells



Im vorherigen Versuch konnte das CPD-Verfahren bereits erste Hinweise auf einen systematischen Einfluss der durchgef¨ uhrten Optimierungsmaßnahme liefern. Soll-



5.5. Einflusspr¨ ufung: Plattformwechsel TagRef



76



IntervallRef



Mood



Mann-Whitney



Lepage



08.01.2014



576-919



20



20



20



09.01.2014



1213-1382



1288



912



913



10.01.2014



548-733



717



717



717



13.01.2014



1013-1392



1176



147



147



14.01.2014



979-1097



492



699



696



¨ Tabelle 5.8: Ermittelte Anderungspunkte f¨ ur – = 0.05 te das Grenzwertmodell u ¨bereinstimmende Aussagen u ¨ber m¨ogliche Abweichungen tre↵en, k¨onnten sich diese Hinweise best¨atigen. Abbildung 5.8 zeigt das Ergebnisdiagramm der durchgef¨ uhrten Grenzwertmodellauswertung. Von f¨ unf m¨oglichen Abweichungskandidaten konnte das Grenzwertmodell vier verifizieren. Aus dieser Erkennungsmenge stimmen wiederum drei mit den Ergebnissen der CPD-Auswertung u ur die ¨berein. Damit markieren beide Verfahren f¨ Referenztage (9.,10. und 13. Januar) signifikante Abweichungen im Antwortzeitverhalten, was eine gewisse Abweichungssystematik voraussetzt.



¨ Abbildung 5.8: Erkannte Anderungspunkte des Grenzwertmodells
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Diskussion



Im klassischen Sinn stellt ein Plattformwechsel keine Optimierungsmaßnahme dar, weil die jeweilig betrachteten Antwortzeitdaten eine direkte Abh¨angigkeit gegenu ¨ber dem System besitzen, auf dessen Basis sie generiert wurden. Dennoch sollte der durchgef¨ uhrte Versuch das Verhalten der Erkennungsmodelle bei extremen Abweichungen aufzeigen. ¨ Uberraschende Ergebnisse lieferte das CPD-Modell auf Basis der Mood-Statistik. Obwohl zum Teil eine hohe Varianz innerhalb der KLD-Datenstr¨ome zu verzeichnen war, konnten insgesamt drei von f¨ unf m¨oglichen Abweichungskandidaten erkannt werden. Dies war auch ein weiterer Beleg f¨ ur die im Durchschnitt deutlich bessere Erkennungsqualit¨at der Mood-Statistik. Sowohl Mann-Whitney- als auch LepageStatistiken wirkten dagegen wenig u ¨berzeugend. Lediglich eine Abweichungserkennung von f¨ unf m¨oglichen Kandidaten ist vor allem f¨ ur den Einsatz in praktischen Szenarien ungen¨ ugend. Die Zuverl¨assigkeit des Grenzwertmodells setzt sich auch im letzten Versuch fort. Von den f¨ unf in der Voranalyse definierten Abweichungskandidaten konnten insgesamt vier verifiziert werden. Lediglich der 8. Januar stellt dabei eine Ausnahme dar. Bei erneuter Betrachtung der zugeh¨origen Laufzeitklassenverteilung l¨asst sich kein Indiz ausmachen, womit dieser Umstand erkl¨art werden kann. Einen m¨oglichen Hinweis liefert der KLD-Datenstrom, der in der CPD-Auswertung generiert wurde. Au↵¨allig hierbei ist der relativ gleichm¨aßige Pegelverlauf, der sich sowohl im Vergleichszeitraum als auch im Referenzintervall best¨andig fortsetzt. Durch diesen Umstand wird die Generierung von allgemein h¨oheren Grenzwerten beg¨ unstigt, welche wiederum den eigentlichen Erkennungsprozess erschweren. Bei der Analyse der Laufzeitklassenverteilung ließ sich bereits vermuten, dass der Plattformwechsel einen signifikanten Einfluss auf das Antwortzeitverhalten der BIBerichte des BON-Projekts ausge¨ ubt hat. Beide Erkennungsverfahren konnten diese ¨ Vermutung durch eine u ¨bereinstimmende Identifizierung von drei Anderungspunkten best¨atigen.



5.6



Schlussfolgerung



Die durchgef¨ uhrte Evaluation konnte anhand von praktischen Einsatzszenarien die Qualit¨at der beiden Erkennungsmodelle aufzeigen. W¨ahrend die CPD-Modelle zu unbest¨andig in ihren Ergebnissen waren, konnte das Grenzwertmodell vorher definierte Abweichungskandidaten zuverl¨assig erkennen. Des Weiteren zeigten die CPD-Modelle eine zu hohe Abh¨angigkeit gegen¨ uber des zu Grunde liegenden KLD-Datenstroms. F¨ ur einige Referenztage folgten die identifi¨ zierten Anderungspunkte keiner nachvollziehbaren Logik. Auch wenn f¨ ur das Grenzwertmodell ebenso eine Abh¨angigkeit zum Vergleichszeitraum besteht, so waren die erzielten Ergebnisse dennoch plausibel. Von allen drei untersuchten Teststatistiken innerhalb der CPD-Auswertung konnte lediglich die Mood-Statistik eine brauchbare Erkennungsqualit¨at liefern. Die restlichen Verfahren (Mann-Whitney und Lepage) erbrachten hingegen nur vereinzelt
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nachvollziehbare Resultate. Eine m¨ogliche Begr¨ undung k¨onnte der h¨ohere Einfluss von Streuungs¨anderungen in den Wertauspr¨agungen der Kullback-Leibler Divergenz darstellen. Da sich die Mann-Whitney-Statistik vorwiegend f¨ ur die Erkennung von Lage¨anderungen eignet, wird ihr Erkennungsradius deutlich eingeschr¨ankt. Zudem weist der KLD-Datenstrom schon fr¨ uhzeitig kleinere Lage¨anderungen auf, worauf die Mann-Whitney Statistik sehr empfindlich reagiert. Die schlechtesten Ergebnisse erzielte die Lepage-Statistik, obwohl diese aus der Mood- und Mann-Whitney-Statistik berechnet wird. Sobald die Lepage-Statistik ¨ einen Abweichungskandidaten erkannt hatte, stimmte der ermittelte Anderungspunkt nahezu vollst¨andig mit dem der Mann-Whitney-Statistik u ¨berein. Daher scheint der Einfluss von Lage¨anderungen f¨ ur die Lepage-Statistik im Allgemeinen eine gr¨oßere Rolle zu spielen. S¨amtliche Versuche dieser Evaluation wurden mit Hilfe des implementierten SoftwareFrameworks (Abbildung A.1) durchgef¨ uhrt. Die definierten Parameter im initialen Versuchsaufbau k¨onnen direkt u ¨ber eine grafische Benutzeroberfl¨ache eingegeben werden. Des Weiteren stellen die hier gezeigten Diagramme direkte Ausz¨ uge der jeweiligen Nutzerausgabe dar.



6. Zusammenfassung Die vorliegende Masterarbeit besch¨aftigte sich mit der Quantifizierung des Einflusses von durchgef¨ uhrten Optimierungsmaßnahmen auf das Antwortzeitverhalten eines DWH-Systems. Dabei wurde zun¨achst eine Analyse der Antwortzeitverteilung durchgef¨ uhrt, um erste Charakteristika der Wertauspr¨agungen zu identifizieren. Auf Basis der gewonnenen Erkenntnisse erfolgten erste Verteilungsvergleiche, die von grafischen Methoden bis hin zu statistischen Hypothesentests reichten. Durch die immense Schieflage innerhalb der Antwortzeitverteilungen waren die Vergleiche entweder zu ungenau oder mit einem hohen Maß an Informationsverlust verbunden. Daher wurde nach einer M¨oglichkeit gesucht, welche das Antwortzeitverhalten m¨oglichst nachvollziehbar repr¨asentieren kann und dabei gleichzeitig den Grad an Informationsverlusten gering h¨alt. Eine H¨aufigkeitszuordnung der reinen Antwortzeitdaten zu einzelnen Laufzeitklassen stellte dabei ein probates Mittel dar. Diese Verteilungsform hat den Vorteil, dass sie sich gut vergleichen l¨asst und dabei dennoch Ausreißerwerte mit einschließt. Zudem lassen sich h¨aufig vorkommende Wertauspr¨agungen auf einfache Weise lokalisieren. Um die Unterschiede zwischen zwei Laufzeitklassenverteilungen n¨aher quantifizieren zu k¨onnen, erfolgte eine Vorstellung der KLD. Dieses Maß konnte direkt auf die Laufzeitklassenverteilungen angewendet werden und es wurde zudem gezeigt, dass sich sowohl Lage- als auch Streuungs¨anderungen damit zuverl¨assig identifizieren lassen. Da die Wertauspr¨agungen der KLD nach oben hin keine Grenze aufweisen, mussten Verfahren implementiert werden, die signifikante Ausschl¨age erkennen k¨onnen. Dabei erfolgte zun¨achst die Vorstellung des Change Point Detection Modells, welches auf Basis fortlaufender Hypothesentests m¨ogliche Abweichungen identifiziert. Grundlage dieser Hypothesentests stellen dabei nichtparametrische Teststatistiken wie MannWhitney, Mood oder Lepage dar. Zwar erzielte das CPD-Modell in simulierten Datenstr¨omen gute Erkennungsraten, jedoch konnten diese im praktischen Einsatz starke Abweichungen aufweisen. Bedingt durch die statistische Aussagekraft der zu Grunde liegenden Hypothesentests verzeichnete der Erkennungsprozess zudem gr¨oßere Verz¨ogerungen. Um diesen Umstand entgegenzuwirken wurde daher ein neues Grenzwertmodell entwickelt, welches auf Basis von Bootstrapping-Verfahren eine Verteilungsabsch¨atzung der theoretisch m¨oglichen KLD-Werte vornimmt. Durch Anwendung der Quantilfunktion l¨asst sich ein oberer Grenzwert ermitteln, der im anschließenden Erkennungsprozess mit dem urspr¨ unglich berechneten KLD-Wert verglichen werden kann.



80 Bevor allerdings eine Implementierung der vorgestellten Erkennungsmodelle erfolgen konnte, wurde zun¨achst ein Konzept f¨ ur ein m¨ogliches Software-Framework entworfen. Dabei wurden Anforderungen definiert, die bei der sp¨ateren Implementierung beachtet werden sollten. Die Hauptanforderung stellte dabei die zuverl¨assige Erkennung von signifikanten Abweichungen im Antwortzeitverhalten dar. Um genauer einsch¨atzen zu k¨onnen, welchen Einfluss m¨ogliche Optimierungen auf das Antwortzeitverhalten aus¨ uben k¨onnen, wurde eine Reihe an m¨oglichen Maßnahmen vorgestellt. Einige davon fanden sich in der sp¨ateren Evaluation der Erkennungsmodelle wieder. Innerhalb der Implementierungsphase wurde die Architektur des SoftwareFrameworks vorgestellt und spezielle Ablaufpl¨ane der Erkennungsmodelle erl¨autert. Zudem erfolgte eine detaillierte Beschreibung der Grenzwertgenerierung innerhalb des neu entwickelten Grenzwertmodells. Anschließend konnte Schritt f¨ ur Schritt der Versuchsaufbau f¨ ur die Evaluierung der implementierten Erkennungsmodelle dargelegt werden. Die durchzuf¨ uhrende Versuchsreihe beinhaltete dabei eine Reihe an realen Optimierungsszenarien, deren Einfluss auf das Antwortzeitverhalten mit Hilfe der Erkennungsverfahren quantifiziert werden sollte. Die Evaluation konnte zeigen, dass das neu entwickelte Grenzwertmodell deutlich bessere Erkennungsraten erzielte als das alternative CPD-Modell. Dieses konnte nur auf Basis der Mood-Statistik brauchbare Ergebnisse produzieren. Bei der abschließenden Quantifizierung des Einflusses von realen Optimierungsszenarien auf das Antwortzeitverhalten konnte gezeigt werden, dass lediglich die Drosselung der maximalen Nutzersitzungen innerhalb des Workload-Managements einen signifikanten E↵ekt hatte.



7. Ausblick Nachdem im letzten Kapitel die wichtigsten Inhalte der vorliegenden Masterarbeit zusammengefasst wurden, soll nun ein Ausblick u ¨ber potenzielle Erweiterungsm¨oglichkeiten gegeben werden. In seinem jetzigen Zustand ist das implementierte Software-Framework in der Lage, interaktive Antwortzeitauswertungen auf Basis des CPD- und Grenzwertmodells vorzunehmen. Dabei definiert der Nutzer den gew¨ unschten Untersuchungszeitraum, nimmt Filtereinstellungen vor oder kann diverse Parameterkombinationen ausprobieren. Automatische Generierung der Laufzeitklassen Ein entscheidendes Problem bei der Berechnung der KLD ist die Intervallfestlegung der einzelnen Laufzeitklassen. Momentan arbeitet das Framework allein auf Basis von statischen Intervallen. Sollte sich allerdings der zu Grunde liegende Antwortzeitdatenstrom ¨andern, m¨ ussen auch die entsprechenden Intervalle angepasst werden. Um das Framework generischer zu gestalten, w¨are es daher von Vorteil, wenn das System die einzelnen Laufzeitklassen automatisch generiert. Einsatz als Monitoring-Tool Das existierende Software-Framework k¨onnte im praktischen Umfeld auch als Monitoring-Tool umfunktioniert werden. Ein Hintergrundprozess w¨ urde dabei t¨aglich den vergangenen Tag mit einem fest definierten Vergleichszeitraum auswerten. Sobald f¨ ur ein bestimmtes Signifikanzniveau eine Grenzwert¨ uberschreitung auftritt, k¨onnte eine E-Mail-Warnung an die Datenbank-Administration geschickt werden. Parameteroptimierung Ein weiteres Problem bei der Auswertung des Grenzwertmodells stellt die Wahl des Parameters – f¨ ur die Grenzwertableitung dar. Das Software-Framework k¨onnte demnach mit speziellen Testdaten versorgt werden, anhand derer das Auswertungsmodell seine Eingangsparameter automatisch optimiert. Dies w¨ urde die Komplexit¨at innerhalb des Anwendungsablaufs deutlich verringern.



A. Anhang #’ @param inputObj Eingabe≠Objekt #’ @param beforeTF V e r g l e i c h s z e i t r a u m #’ @return r e s G r e n z w e r t v e k t o r computeThresholds 
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http://www.n-tv.de, http://www.sueddeutsche.de, http://www.stern. .... Ãœber den Vergleich zweier komplett verschiedener Studien konnten wir unsere Ergebnisse.










 


[image: alt]





Von fachlogischen Testfällen zu physikalischen ... - Semantic Scholar 

Bonität. Bestellung soll zurückgewiesen werden wenn Kundenbonität nicht ausreichend. Bestellung02 zurückgewiesen (post) unbekannt(pre). Bestellung.










 


[image: alt]





Implementierung und Evaluierung von ... - Semantic Scholar 
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