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Abstract



Mit den Fortschritten autonomer Systeme haben (Robot-)Challenges eine wichtige Rolle in der Informatik erlangt, da sie nicht nur Anwendungen der Forschung aufzeigen, sondern ihr zugleich Ziele und Maßstäbe vorgeben. Im Unterschied zu Problemen, Tests und Benchmarks zeichnen sich Challenges dabei durch umweltgebundene Aufgabenstellungen aus, die den Umgang mit unvollständiger und unsicherer Information voraussetzen, und sind eng mit der Diskussion um die Evaluation intelligenter Systeme verbunden. Ausgehend von dieser Beobachtung schlägt die Arbeit vor, Challenges als experimentelle Verfahren im Rahmen einer synthetischen Wissenschaft zu verstehen, die Versuchsaufbauten entwickelt, um das Verhalten autonomer Systeme in komplexen Umwelt auf den Prüfstand stellen – und die von daher die Frage in sich tragen, wie sich Intelligenz im Unterschied zu Kompetenz bemessen lässt. Aufbauend auf einem relativen Begriff von Intelligenz, der sich auf das Verhalten eines Akteurs in einer Umwelt bezieht, entwickelt die Arbeit daher einen theoretischen Rahmen, der Kategorien zur Beschreibung und Bewertung von Challenges zur Verfügung stellt, und in Anlehnung an die formalen Modelle von Reinforcement Learning und probabilistischer Inferenz Vorschläge für mögliche Metriken macht. An die Systemtheorie anknüpfend rückt die Arbeit dabei die Aneignung der Umwelt durch eine aktive Wahrnehmung und die Frage nach einer möglichen Flexibilität der Zustandsrepräsentation in den Vordergrund und schlägt vor, zwischen adaptiver Intelligenz und kreativer Intelligenz, die sich als gegenläufige Prozesse der Reduktion und Steigerung der Komplexität verstehen lassen, zu unterscheiden. Intelligentes Verhalten lässt sich demnach von der quantitativ bemessbaren Effizienzsteigerung eines kompetenten Verhalten unterscheiden, weil es sich in einer qualitative Verhaltensänderung niederschlägt, die durch eine Veränderung der verarbeiteten Informationen eine neue Perspektive auf die Umwelt eröffnet.
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Kapitel 1 Einleitung



Was sich bis vor kurzem noch nach Science Fiction anhörte, ist inzwischen wissenschaftliche Praxis geworden: Robot Challenges – Wettkämpfe zwischen Robotern –, von Forschung, Industrie oder Hobbyisten initiiert, sind zum entscheidenden Schauplatz der künstlichen Intelligenz geworden, die nicht nur den möglichen Nutzen der Forschung darstellen, sondern ihr auch Ziele vorgeben und Maßstäbe setzen. Auf dem von japanischen Informatikern ausgeschriebenen Turnier RocoCup treten Roboterteams im Fußball gegeneinander an;1 in den vom amerikanischen Verteidigungsministerien veranstalteten Grand Challenges fahren autonome Autos um die Wette;2 und in Googles AI Challenge3 treten künstliche Ameisenvölker gegeneinander an. Roboter-Sumo4 ist zu einem beliebten Hobby geworden, andere Wettbewerbe fordern das Putzen von Wohnräumen5, Suchen von Gegenständen6 oder die Teilnahme an akademischen Konferenzen heraus, und auch Computerspiele wie Pacman7, Tetris, Super Mario dienen immer häufiger als Benchmarks.8 Das erinnert in seiner Spektakularität nicht von ungefähr an die frühen Experimente der Royal Society wie die Versuche von Galvani mit elektrisierten Froschschenkeln oder diejenigen von Robert Boyle mit Vögeln in Vakuumpumpen; an jene frühen Experimente also, die noch mehr mit Effekt als mit Methode zu tun hatten, zugleich aber den Naturwissenschaften als wissenschaftliche Disziplin zum Durchbruch verhalfen und ihnen ihre gesellschaftliche



1. http://www.robocup.org/, vgl. auch die andere Roboter Fußball-Liga HuroCup: https:/ /sites.google.com/a/fira.in/robot/fira/robot-soccer/hurocup. 2. http://archive.darpa.mil/grandchallenge/index.asp 3. http://aichallenge.org/index.php 4. Vgl. auch die ähnlich ausgerichtete Micromouse Competition, http://www.micromouseonline.com. 5. Vgl. Robocup @home, http://www.robocup.org/robocup-home/. 6. Vgl. SemanticRobot Vision Challenge, ttp://www.semantic-robot-vision-challenge.org/ 7. Vgl. Ms. Pacman vs. Ghosts, http://www.pacman-vs-ghosts.net/ 8. Vgl. darüber hinaus die ICRA Robot Challenges (http://www.icra2012.org/program/ robotChallenge.php) und enger ausgelegte Challenges wie bspw: International Probabilistic Planning Competition IPPC (http://users.cecs.anu.edu.au/~ssanner/IPPC_2011/), Visual Object Recognition Challenge (http://pascallin.ecs.soton.ac.uk/challenges/VOC/).
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1.1 AUSGANGSPUNKT UND FRAGESTELLUNG



Bedeutung verliehen, die sie durch die Industrialisierung hindurch behalten haben. Die Robot Challenges kommen insofern zu einer Zeit in Mode, in der die Informatik den Naturwissenschaften eben diese Rolle als Leitdisziplin streitig zu machen scheint, weil mit der ubiquitären Ausbreitung der digitalen Technologien nicht mehr Energie, sondern Information zur entscheidenden sozialen und technologischen Herausforderung geworden ist. Ähnlich wie in den frühen Experimenten der Naturwissenschaften nicht nur die neuentdeckten Kräfte zutage traten, sondern auch die mit ihnen einhergehenden sozialen Kräfte werden mit den Robot Challenges deutlich, dass nicht nur die Roboter dabei sind, die Fabriken zu verlassen und als Putzfrauen, Chauffeure oder Söldner unsere Lebenswelt zu betreten, vielmehr bestimmt die Datenverarbeitung an sich fast jeden Aspekt des Lebens in der Informationsgesellschaft.



Joseph Wright of Derby: An Experiment on a Bird in an Air Pump, 1768 / Robot Challenge



1.1 Ausgangspunkt und Fragestellung Der Wettstreit der Roboter ist daher immer schon mehr als nur Leistungsschau, in der die Performance von Algorithmen vorgeführt wird, sondern eben jener Ort, an dem sich die Technologie mit der Wirklichkeit verbindet und den Maßstab für die Forschung setzt. – So versteht sich beispielsweise das Fußballturnier RoboCup9 sowohl als ›landmark project‹, das durch einen öffentlich ansprechenden Wettbewerb die Forschung vorantreiben, langfristige Ziele formulieren und die Erfolge der Disziplin deutlich machen will, als auch als ›standard problem‹, um Theorien, Algorithmen und Architekturen auszuwerten – und soll nicht zuletzt die Stellung einnehmen, die bisher das Schachspiel hatte (Kitano et al. 1997): »By mid-21st century, a team of fully autonomous humanoid robot soccer players shall win the soccer game, comply with the official rule of the FIFA, against the winner of the most recent World Cup.«



Das Entscheidende an dieser Zielsetzung sei jedoch, ähnlich wie bei der Apollo-Mission oder dem Sieg von Deep Blue gegen Gary Kasparow, nicht die Bewältigung der Challenge an sich, sondern das Prestige und die technologische Entwicklung, die durch sie angestoßen würde und die mit der Wende zu real-weltlichen Komplexitäten identifiziert wird: von statischer zu



9.



http://www.robocup.org/about-robocup/objective/
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dynamischer Umwelt, von diskreten Zeitschritten zu kontinuierlicher Zeit, von kompletter Information zu unvollständiger, von symbolischen zu nicht-symbolischen Daten und von zentraler zu verteilter Kontrolle (Kitano 1997). Das aber zeigt deutlich, dass Challenges auch im Kontext einer Neuorientierung der Künstlichen Intelligenz stehen, die seit den späten 80er Jahren neue Problemstellungen wie die Navigation in realen Umwelten ins Auge gefasst hat und entsprechend neue technologische Ansätze, mit unvollständiger Information umzugehen, entwickelt hat. Statt Systemen, die sich im logischen Denken beweisen müssen, geht es bei der Entwicklung von intelligenten Maschinen mit Körperlichkeit, Sinneswahrnehmung und Umweltgebundenheit nicht mehr um ein ideales Ebenbild des Menschen, sondern eher um nützliche Hilfskräfte. Der Wechsel vom Schach zum Fußball als forschungsleitender Spielform – wie es der RoboCup postuliert – macht aber auch deutlich, dass Challenges nicht nur aufs Engste mit einem Paradigmenwechsel in der Künstlichen Intelligenz zusammenhängen, sondern das Verständnis der Disziplin von ihrem Gegenstand, ihren Verfahren und ihren Maßstäben selbst berühren. Denn im Gegensatz zu mathematischen Problemstellungen lassen sich Challenges nicht formal lösen, im Unterschied zu naturwissenschaftlichen Experimenten geht es ihnen nicht um universelle Gesetze, sondern um einzelne Artefakte, und anders als bei funktionalen Testverfahren geht es um mehr als nur die Leistungsfähigkeit einer klar definierten Funktionalität. Denn was in den Challenges zur Evaluation steht, sind autonome Systeme, deren Erfolg unmittelbar an die Fähigkeit gebunden ist, statt der konsekutiven Abarbeitung einer vorgegebenen Befehlsfolge eine gegebene Umwelt selbstständig zu bewältigen. Eine Challenge gibt Umgebung, Aufgabe und Maßstäbe vor, anhand derer sich Systeme im Vergleich unter Beweis zu stellen haben. Was daher fast alle Challenges vereint, ist eine anwendungsorientierte und umweltoffene Problemstellung, die nahelegt, dass ihre Lösung mehr verlangt als nur die quantitative Verbesserung von Teilfunktionen wie Spracherkennung, Bildverarbeitung oder Bewegungsplanung. Das aber verlangt eine Kategorie zur Bewertung, die über ein einfaches Leistungsmaß hinausgeht und für die trotz aller Unbestimmtheit des Begriffs noch immer die Bezeichnung ›Intelligenz‹ unhintergehbar erscheint. – Es steht mit anderen Worten bei den Robot Challenges mehr auf dem Spiel als nur der Wettkampf mehr oder weniger ausgeklügelter Maschinensportler, es geht um die Evaluation von Intelligenz und um experimentelle Methodologie einer synthetischen Wissenschaft, die Forschung mit Artefakten betreibt. Wie sich Challenges als eine solche experimentelle Methodologie theoretisch formulieren lassen, ist die Fragestellung der vorliegenden Arbeit.



1.2 Gliederung und Argumentationsgang Diese anfängliche Beobachtung, dass (Robot) Challenges nicht nur für einen Paradigmenwechsel in der Künstlichen Intelligenz stehen und mit einem neuen Verständnis von Intelligenz operieren, sondern als experimentelle Methode auch eine neue Form von wissenschaftlicher Praxis mit sich bringen, ist der Ausgangspunkt der vorliegenden Arbeit.
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1.2 GLIEDERUNG UND ARGUMENTATIONSGANG



Ausgehend von einer groben Skizze der gegenwärtigen Diskussion von Evaluationsformen und Forschungszielen in Künstlicher Intelligenz und Robotik, konzentriert sich die Arbeit im ersten Abschnitt auf die Frage, wie sich Intelligenz als eine forschungsleitende Kategorie entwerfen lässt, und entwirft einen relativen Begriff von Intelligenz, der sich auf umweltgebundene Verhaltensänderungen bezieht. Daran anschließend entwirft der zweite Abschnitt mit der theoretischen Modellierung des Akteur/Umwelt-Paradigmas einen methodischen Rahmen und ein Akteurs-Modell, aus denen sich grundlegende Kategorien zur Evaluation von autonomen Akteuren im Rahmen von Challenges ableiten lassen. Der dritte Abschnitt schließlich versucht – ausgehend von den Modellen probabilistischer Inferenz und des Reinforcement Learnings – eine mögliche Formalisierung dieser Kategorien vorzulegen und konkrete Metriken vorzuschlagen. Da sich die vorliegende Arbeit insofern weniger mit Problemlösungen als mit Problemstellungen beschäftigt, weicht ihr Vorgehen von dem in der Informatik üblichen Fortschreiten von der Modellierung und Formalisierung eines Problems zu seiner algorithmischen Lösung deutlich ab. Einen großen Teil nimmt die Diskussion von grundlegenden Begriffen ein, ein weiterer Teil wird von der Ausarbeitung eines theoretischen Rahmens bestimmt, und der letzte Teil schließlich schlägt eine Formalisierung mehr vor, als dass er sie ausarbeitet. Eine Implementierung oder Simulation der vorgeschlagenen Verfahren bleibt aus. Viele Aspekte bleiben notgedrungen angerissen, einige Ausführungen mögen auf den ersten Blick weit auszuholen scheinen. Dass dem so ist, ist einerseits der Fragestellung geschuldet, die es sinnvoll erscheinen ließ, der Klärung der Kategorien einen höheren Stellenwert beizumessen als der technischen Realisierung; andererseits liegt dieser Form auch der Versuch zugrunde, im begrenzten Rahmen einer solchen Abschlussarbeit und im Angesicht der weitreichenden Fragestellung, erstens eine stringente Argumentation vorzulegen, die nicht im Vagen verbleibt, zweitens soweit es geht ohne unbestimmte Begriffe auszukommen und es drittens zu wagen, eine eigenständige Perspektive zu eröffnen. Dabei ist ausdrücklich zu betonen, dass es sich dabei um eine Perspektive handelt, die genuin aus der Informatik heraus argumentiert, und keinesfalls eine Sichtweise von außen eröffnet – vorausgesetzt allerdings, dass man Informatik nicht als Teildisziplin des Maschinenbaus begreift.10 Denn als Wissenschaft von der (digitalen) Informationsverarbeitung – oder auch als Theorie des computationalen Problemlösens – verstanden gehört neben der Fragen nach den Grenzen der Berechenbarkeit auch die Frage nach den Möglichkeiten der Mod-



10. Vgl. auch das Positionspapier der Gesellschaft für Informatik: »Grundlagenorientierte Untersuchungen klären auch die Mö glichkeiten des technischen Einsatzes [...]. Sie fü̈ hren jedoch noch weiter. Es entstehen Fragen der Art: Wie verarbeitet der Mensch Informationen? Wo bestehen Analogien zu Maschinen, etwa beim »Abspeichern« von Information? Welche Probleme kö nnen Maschinen prinzipiell nicht lö̈ sen? Worauf beruht Kommunikation letztlich? Wie entstehen Erkenntnisse und wie kann man sie weiterverarbeiten?« http://www.gi-ev.de/fileadmin/redaktion/ Download/was-ist-informatik-lang.pdf
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ellierung ganz wesentlich zur Informatik. Schließlich scheitern nicht nur in der Praxis die meisten Projekte nicht daran, das sie falsch rechnen, sondern daran, dass sie das Falsche berechnen, es lässt sich auch grundsätzlich feststellen, dass ein entscheidendes Problem der Verarbeitung von Information ihre Gewinnung aus der materiellen Welt ist, mithin die immer auch sprachliche Modellierung des Problems selbst – etwas was im Bereich der künstlichen Intelligenz besonders eklatant zutage tritt, weil Intelligenz als eine kulturelle Konstruktion eben nichts ist, das eine naheliegende mathematische Definition hätte. Was wiederum eine Einsicht ist, die schon Alan Turing in dem häufig nur sehr vereinfacht wiedergegebenen Aufsatz zu Computing Machinery und Intelligence formuliert hat, als er die Frage, ob Maschinen denken können, als sinnlos verworfen und durch ein hypothetisches Szenario ersetzt hat, das überlegt, unter welchen Umständen wir den Maschinen die Fähigkeit zu denken zugestehen würden. »The original question, ›Can machines think?‹ I believe to be too meaningless to deserve discussion. Nevertheless I believe that at the end of the century the use of words and general educated opinion will have altered so much that one will be able to speak of machines thinking without expecting to be contradicted.« (Turing 1950: Abschnitt 6)



Das aber formuliert nichts anderes als die Einsicht, dass Denken, also Intelligenz, etwas ist, das sich mit der Entwicklung unserer Kultur verändert. Eine Überlegung, die selbstverständlich erscheint, wenn man sich bewusst macht, dass sich das Denken der Maschinen nicht von unserem Denken über die Maschinen trennen lässt, weil unser Denken über die Maschinen selbst untrennbar mit den Maschinen verknüpft ist. Denn auch unsere Intelligenz ist in hohem Maße künstlich, d.h. untrennbar mit unseren Techniken der Informationsverarbeitung vom Alphabet bis zum Computer verbunden. Nichts bringt Turings Einsicht vielleicht treffender auf den Punkt als jener Cartoon, in dem es nun umgekehrt der Mensch ist, der sich gegenüber der Maschine im Test beweisen muss – und natürlich jämmerlich versagt.



Statt also eine Liste von angenommenen Bedingungen vorauszusetzen, was computationale Intelligenz ausmachen könnte, stellt diese Arbeit die Frage, wie sich aus einem solch kulturell kontingenten Begriff wie Intelligenz eine reflektierte Forschungspraxis begründen lässt, die die Challenge als Experiment auf Intelligenz in den Mittelpunkt stellt. Denn wenn Turings theoretisches Gedankenexperiment Anfang des Jahrtausends durch die Wettkampf-Szenarien der Robot Challenges ersetzt worden ist, dann stellt sich noch einmal die Frage, welche Intelligenz wir den Maschinen zutrauen und wie wir sie messen können.



Kapitel 2 Evaluation von intelligenten Systemen



Seit Anfang des Jahrtausends sind in unterschiedlichen Bereichen der Künstlichen Intelligenz wie der Robotik oder dem Machine Learning eine Vielzahl von Projekten entstanden, die alle verbindet, dass sie die Frage nach der zukünftigen Ausrichtung der Forschung mit Fragen nach der Evaluation dieser Ziele verknüpft. Der Begriff der Challenge meint hier insofern häufig beides: theoretische Herausforderung und experimentelles Setup. Die Diskussion ist zu weit, um sie auch nur annähernd vollständig wiederzugeben, so dass hier nur der Versuch gemacht werden soll, in einem groben Überblick die vielleicht wichtigsten Projekte zu benennen und entscheidende Aspekte hervorzuheben.



2.1 Diskussionen experimenteller Praxis in der Robotik Der PerMIS-Workshop für Performance Metrics for Intelligent Systems wird seit 2000 jährlich von der NIST11, IEEE (Robotics and Automation's Technical Committee) und ACM12 veranstaltet und hat sich mit der Anwendung von Performance in praktischen Feldern und insbesondere mit der Evaluation von intelligenten Systemen in konkreten Anwendungsfeldern beschäftigt. »The goals of PerMIS are to extend the body of knowledge pertaining to how to define, characterize, measure the intelligence of systems with emphasis on the theoretical developments in the area of performance measures and definitions relevant to intelligence and autonomy, complemented by a focus on experimental results applied to domain-specific systems.«13



Im Rahmen von IROS'0714 und IROS'08 sowie auf der RSS 2008 fanden Workshops on Performance Evaluation and Benchmarking for Intelligent Robots statt. Auf der RSS2009 und



11. National Institute of Standards and Technology 12. Association for Computing Machinery 13. http://www.nist.gov/el/isd/permis2010.cfm Ausgewählte Aufsätze sind veröffentlicht in: Journal of Integrated Computer-Aided Engineering (PerMIS’04) and the Journal of Field Robotics (PerMIS’06). Vgl. Madhavan/Messina 2006/2007/2008, sowie Madhaven et al. 2009. 14. Intelligent Robots and Systems
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2.1 DISKUSSIONEN EXPERIMENTELLER PRAXIS IN DER ROBOTIK



RSS2010 sowie der ICRA2010 und ICRA2011 gab es Workshops, die den Schwerpunkt vor allen Dingen auf experimentelle Methoden legten. Im Rahmen des bis 2008 geförderten europäischen Robotics Research Network EURON ist die GEM Sig zu Good Experimental Methodology and Benchmarking in Robotics entstanden, die maßgeblich von Fabio Bonsignorio organisiert wurde und aus der ebenfalls eine Reihe von Workshops hervorgegangen sind. Einen guten Überblick über die Evaluation und Challenges im Bereich der Robotik gibt die ebenfalls im Rahmen von EURON publizierte Homepage Survey and Inventory of Current Efforts in Comparative Robotics Research15, die systematischem Benchmarking und guter experimentellen Praxis gewidmet ist. In Karlsruhe wurde der CogGEMBench'08 Workshop on Good Experimental Methodology & Benchmarks in Cognitive Robotics veranstaltet, und in Bielefeld fand der BCogS 2011 Workshop on Benchmarking and Evaluation of Interactive Cognitive Systems16 statt. Darüber hinaus wären eine große Anzahl von Benchmarking Initiativen zu erwähnen, die sich mit Spezialgebieten wie Motion Planning, Objekt-Manipulation, Visual-Imaging, Mobile Robots oder Networked Robotics beschäftigt haben, sowie mehrere Initiativen zur Entwicklung standardisierter Datasets wie Rawseeds für SLAM (2006) oder RoSta (2007). Versucht man alle diese Initiativen im Bereich der Robotik zusammenzufassen, so lassen sich drei Stoßrichtungen unterscheiden: Erstens die Bemühungen, in einzelnen Teilfeldern standardisierte Benchmarks und Datasets zu etablieren; zweitens Überlegungen, die Standards experimenteller Methodologie aus den Naturwissenschaften auf Robotik zu übertragen (z.B. Amigoni 2007/2008); drittens die Auseinandersetzung mit existierenden Challenges und der Versuch, diese durch die genauere Ausarbeitung von Regelwerken und Setups zu verbessern.17 In einem Großteil der Vorträge und Aufsätze wird dabei einerseits der Vorteil von Challenges hervorgehoben, statt isolierten Fähigkeiten die Komplexität kompletter Systeme in realweltlicher Interaktion zu testen. Andererseits wird jedoch häufig Kritik an der fehlenden Präzision der Evaluation geübt. Positiv wird gesehen, dass Challenges langfristig vielversprechende Ziele und teilweise entsprechende Roadmaps vorgäben. Negativ wird angemerkt, dass die Ausformulierungen meist zu vage ausfielen, um tatsächlichen Fortschritt bemessen oder auch nur die Ergebnisse vergleichen zu können. Anderson et al. (2009) problematisieren bspw., dass Challenges erstens dazu neigen, statt robuster Technologien, die die entscheidenden Probleme in Angriff nehmen, sich auf die Schlupflöcher des Regelwerks zu konzentrieren und hochspezialisierte Einzellösungen zu entwickeln – im Roboterfußball bspw. dribbel bars und chip-kickers – , die zwar einen Wettbewerbsvorteil verschaffen, aber nicht unbedingt einen Forschungsfortschritt mit sich bringen. Während dabei wenig Zweifel geäußert werden, ob Challenges grundsätzlich sinnvoll sind, scheint ebenfalls weitgehend Einigkeit zu herrschen, dass ein Fortschritt in Hinblick auf die Evaluationsmöglichkeit



15. http://www.robot.uji.es/EURON/en/index.htm 16. http://www.cit-ec.de/BCogS_2011/program 17. Vgl. Anderson et al. 2009.
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notwendig ist. Gerade die Komplexität und Variabilität der Aufgaben und Umgebungen der Forschung verlangten nach gut definierten und fundierten Methoden und Prozeduren, die einen quantitativen Vergleich der Forschung erlaubten.



2.2 Benchmarking-Initiativen im Machine Learning Eine andere Diskussion findet im Bereich des Machine Learnings statt. Hier wurde in den letzten Jahren gerade umgekehrt zu bedenken gegeben, inwiefern gerade die Standardisierung von Benchmarks und Datasets zu einer Engführung der Forschung geführt hat. Da die Problemstellungen des maschinellen Lernens traditionell in Hinblick auf die Verbesserung einer konkreten Aufgabenstellung entwickelt wurde und dementsprechend nahe liegende Metriken mit sich brachten, ließ sich die Evaluation einfacher standardisieren.18 So hatten Kibler und Langley schon 1988 den Rahmen für eine experimentelle Wissenschaft des maschinellen Lernens entworfen. Doch wie Langley 2011 rückblickend festgestellt hat, hat dies zwar dazu geführt, dass ein großer Teil der wissenschaftlichen Artikel experimentelle Resultate von Leistungsverbesserung in klar definierten Aufgaben präsentierte. Ein unerwünschter Nebeneffekt dieser Fokussierung auf den experimentellen Nachweis und die Etablierung von standardisierten Datensätzen sei jedoch eine verstärkte Konzentration auf Klassifikations- und Regressions-Probleme gewesen. Komplexere Problemstellungen, die früher eine größere Rolle gespielt hätten, seien in den Hintergrund getreten. Statt kontrollierter Experimente, wie sie Kibler und Langley ursprünglich vorgeschlagen hätten, sei ein Großteil der Forschung durch ›bake offs‹ geprägt worden, in Langley Worten »mindless comparisons among the performance of algorithms that reveal little about the sources of power or the effects of domain characteristics« (Langley 2011:5). Das aber führt Langley zu einer Kritik an dem Forschungsfeld selbst, das sich in seinen Augen – statt an der Entwicklung intelligenter Systeme mit reichem Verhalten in komplexen Aufgaben – mit Problemen beschäftige, die weder Intelligenz noch Systeme erfordern.19 Während sich so einerseits in der Robotik die Frage stellt, wie sich die Forschung stärker evaluativen Standards unterwerfen lässt, zeigt die Diskussion im maschinellen Lernen, dass die Kehrseite dieser Fragestellung darin besteht, unter welchen Bedingungen solche Standards wiederum zu einer Einschränkung der Forschungsansätze führen können. Insofern die Frage nach der Auswertung immer auch die Frage nach den Anreizen nach sich zieht, sei abschließend noch ein Projekt erwähnt, das sich der Frage nach den Challenges von einem



18. Vgl. u.a. folgende Veranstaltungen: NIPS Reinforcement Learning Workshop: Benchmarks and Bakeoffs I & II, ICML Reinforcement Learning and Benchmarking Event, NIPS Workshop : The First Annual Reinforcement Learning Competition, The 2008 & 2009 Reinforcement Learning Competition. 19. Vgl. auch die Versuche sprachunabhängige Frameworks für Experimente zur Verfügung zu stellen: Tanner/White 09 und http://glue.rl-community.org.
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2.3 FORSCHUNGSZIELE IN KOGNITIONSWISSENSCHAFTLICHER PERSPEKTIVE



anderen Weg her nähert, indem es die möglichen Evaluationsverfahren aus den Forschungszielen abzuleiten versucht.



2.3 Forschungsziele in kognitionswissenschaftlicher Perspektive Das Rahmenprogramm der Forschungsförderung der Europäischen Kommission führt für den Bereich Information and Communication Technologies als ›Challenge 2‹ Kognitive Systeme, Interaktion und Robotik auf. Unter anderem wird dabei darin das Ziel formuliert, die nächste Generation von Informations- und Kommunikations-Technologien mit »mehr Intelligenz« auszurüsten.20 Ein gefördertes Projekt dieser Initiative ist das seit 2009 entstandene EUCognition Projekt21, das sich als »European Network for the Advancement of Artificial Cognitive Systems, Interaction and Robotics« versteht und sich neben der Vernetzung der in diesem Bereich arbeitenden Wissenschaftler vor allen Dingen das Ziel gesetzt hat, die langfristigen ›Challenges‹ der Disziplin zu formulieren. »Based on the state of the art, looking into the future, cognitive systems research needs questions or challenges that define progress. These challenges are not (yet more) predictions of the future, but a guideline what are the aims and what would constitute progress. Such challenges can have a significant effect on research progress [...]- more general challenges that, we expect, will not be reached by narrow technical solutions but by deeper and integrated cognitive systems.«22



Ausgangspunkt des Projektes ist die Überzeugung, dass sich die Künstliche Intelligenz von anderen Ingenieursdisziplinen dadurch unterscheidet, dass sie grundlegende Fragen über Berechenbarkeit, Wahrnehmung, Denken, Lernen und Bewusstsein aufgeworfen und zu ihrer Beantwortung wesentlich beigetragen habe: »Artificial Intelligence is perhaps unique among engineering subjects in that it has raised very basic questions about the nature of computing, perception, reasoning, learning, language, action, interaction, consciousness, humankind, life etc. etc. - and at the same time it has contributed substantially to answering these questions [...]«23



Zugleich wird ein Paradigmenwechsel in der Forschung attestiert, der zu einer erneuten Reflektion der grundlegenden Probleme und Fragestellungen der Forschungsrichtung auffordert: »The classical theoretical debates have centered around the issues whether AI is possible at all (often put as “Can machines think?") or whether it can solve certain problems (“Can a machine do x?”). In the meantime, technical AI systems have progressed massively and are now present in many aspects of our environment. Despite this development, there is a sense that classical AI is inherently limited, and must be replaced by (or supplanted with) other methods, especially



20. http://cordis.europa.eu/fp7/ict/programme/challenge2_en.html 21. http://www.eucognition.org/eucog-wiki/images/7/79/Gomila%26Mueller_Challenges_2.pdf 22. http://www.eucognition.org/index.php?page=challenges 23. http://www.eucognition.org/ index.php?mact=News,cntnt01,detail,0&cntnt01articleid=68&cntnt01origid=15&cntnt01detailtemplate =eucogii_details&cntnt01returnid=75
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neural networks, embodied cognitive science, statistical methods, universal algorithms, emergence, behavioral robotics, interactive systems, dynamical systems, living and evolution, insights from biology & neuroscience, hybrid neuro-computational systems, etc. etc. We are now at a stage, where we can take a fresh look at the many theoretical and philosophical problems of AI, including social and ethical issues - and at the same time shed light on philosophical problems from AI. This must be a joint effort with people from various backgrounds, but it must centrally involve AI researchers.«24



Sah der ursprüngliche Plan des Projekts ursprünglich vor, im Rahmen mehrerer Workshops eine einseitige Liste von unabhängigen Challenges samt Meilensteinen und Lösungsansätzen zu erstellen, steht am Ende des Projekts 2012 nach drei Workshops (2009 in Cortona, Rapperswil 2011 und Oxford 2012) ein Dokument von Gomila und Müller, das diese Idee wegen der engen Verbindung der Problemstellungen verwirft und drei negative Kriterien für die zu findenden Challenges benennt.25 Als grundsätzlich ungeeignet verworfen wird so: 1. eine Liste unabhängiger Probleme, wie sie in der Mathematik üblich sind; 2. Challenges, die nicht auf einem Fortschritt im Verständnis von Kognition beruhten, sondern mit Hilfe aufgabenspezifischer Tricks gewonnen werden könnten – wie dies bei den Grand Challenges oder Robocup der Fall wäre; 3. eine interne Agenda, die sich aus einem spezifischen theoretischen Ansatz herleiteten und dadurch von anderen Forschungsrichtungen nicht anerkannt würde. Stattdessen schlagen Gomila und Müller eine Aufstellung konzeptionell verbundener Themen vor, die vom aktuellen Stand der Forschung inspiriert, aber dennoch unabhängig von einzelnen Theorien sind und aus denen sich klar definierte milestones und benchmarks ableiten lassen, um skalierbare Dimensionen des Fortschritts angeben zu können. Ausgehend von der Definition eines kognitiven Systems als eines System, das (1.) aus Erfahrung lernt und (2.) das gelernte Wissen flexibel anzuwenden versteht, um (3.) eigene Ziele zu erreichen, geben die Autoren sechs Felder an, aus denen sich ein Maß für Fortschritt ableiten ließe. 1. Umgang mit einer ungewissen Umwelt, bemessen an (a) Umgang mit Ungewissheiten, (b) individueller Anpassung, (c) Selbstorganisation gegenüber ad hoc-Annahmen; 2. Lernen aus Erfahrung, bemessen an (a) der Entwicklung von Repräsentationen der Wahrnehmung, (b) Strukturierung von Erfahrungen, (d) Übertragung der Erfahrung aufgrund von relationaler statt oberflächlicher Ähnlichkeiten; 3. Verstehen von Wissen, bemessen an (a) Übergang von Mustererkennung zu relationen Beziehungen in der Umwelt, (b) multisensorischer Integration für verschiedene Umweltdimensionen, (c) Entwicklung des Verhaltens-Repertoires, (d) Entwicklung eines abtraktes Weltbilds aus einfachen Daten;



24. PT-AI Conference, Thessaloniki, 3 & 4 October 2011, http://www.pt-ai.org/program 25. http://www.eucognition.org/index.php?page=challenges
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2.3 FORSCHUNGSZIELE IN KOGNITIONSWISSENSCHAFTLICHER PERSPEKTIVE 4. Flexibles Nutzen von Wissen, für das es aufgrund der entscheidenden Schwierigkeit der kombinatorischen Explosion noch nicht möglich sei, milestones zu definieren; 5. Autonomie, gemessen an (a) Selbstorganisation statt Vorprogrammierung, (b) Anpassung der Zielsetzungen an Umwelt, (c) Steigende Komplexität des Systems; 6. Soziale Interaktion, bemessen an (a) steigende Komplexität der Interaktion mit anderen Systemen, (b) Entwicklung ›gemeinsamer Welten‹ mit anderen Systemen, (c) Wahrnehmung sozialen Ausdrucks, (d) sprachliche Kompetenz;



Dabei fällt auf, dass sich einerseits die wesentlichen Punkte – Umweltgebundenheit, Wissensrepräsentation, Lernfähigkeiten – bereits aus der Definition des kognitiven Systems ergeben und mit dem Übergang von kognitivistischen zu behavioristischen Modellen, von deterministischen zu probabilistischen Verfahren und von instruktivem zum explorativen Lernen einhergehen; dass andererseits die Auflösung in einzelne Teilaspekte zwar wesentliche Forschungsfelder widerspiegelt wie Spracherkennung oder Computervision, jedoch kaum Anhaltspunkte liefert, wie die gewünschten Fähigkeiten zu bemessen wären. Benannt sind damit die gegenwärtigen Herausforderungen der Forschung, doch es zeichnen sich weder mögliche Metriken ab noch wird deutlich, wie sich aus dieser Auflistung einzelner Problemstellungen ein Fortschritt in Hinblick auf die Intelligenz der Systeme ableiten ließe. Die Frage nach einem ›Mehr‹ an Intelligenz der intelligenten Systeme, die den Auftakt bildete, scheint letztlich offen und unbestimmt geblieben zu sein. Die entscheidende Herausforderung wie sie das PerMIS‘04 White Paper formuliert hat – »not only to measure the performance but also to measure the intelligence of intelligent systems and put both in correspondence« – scheint mir in fast allen Ansätzen durch die Entwicklung neuer Leistungsmaße oder abstrakter Zielsetzungen umgangen zu sein. Deshalb geht das folgende Kapitel einen Schritt zurück und stellt die Frage nach den grundsätzlichen Möglichkeiten von Intelligenz als einer forschungsleitenden Kategorie.



Kapitel 3 Intelligenz als forschungsleitende Kategorie



Der Begriff künstliche Intelligenz legt nahe, dass es sich bei dem so benannten Forschungsgebiet um die technische Nachbildung von etwas Natürlichem, wenn nicht gar Menschlichem handelt: eines ›Elektronenhirns‹, wie es eine schon seit längerer Zeit aus der Mode gekommene Bezeichnung für den Computer nahegelegt hat. Ausgehend von unserer Alltagssprache klingt der Begriff daher paradox. Denn einerseits neigen wir in rationalistischer Tradition dazu, Intelligenz mit logischem Schließen und formalen Kalkülen zu verbinden; andererseits verleitet uns die romantische Tradition dazu, Intelligenz als etwas anzusehen, das wir den Maschinen gerade nicht zutrauen.



3.1 Von der idealistischen zur pragmatischen KI Die Herausforderungen, die intelligente Maschinen mit sich brachten, schienen insofern anfangs vornehmlich idealistischer Art zu sein – und zwar sowohl für die Wissenschaft als auch die Gesellschaft. War der Mensch schon durch das kopernikanische Weltbild aus dem Zentrum des Universums verdrängt und durch die darwinsche Evolutionstheorie auch noch mit den Tieren auf eine Stufe gestellt worden, so schien durch die maschinelle Nachbildung des Denkens auch noch die letzte Besonderung des Menschen infrage gestellt zu sein. Diese dritte narzisstische Kränkung jedoch schürte nicht nur neue Ängste vor einer Herrschaft der Maschinen, wie sie spätestens seit den 60er Jahren immer wieder von der Science-Fiction heraufbeschworen wurden, sondern schlug auf Seiten der Forscher nicht selten in religiös gefärbte Euphorie um. Forscher wie Hans Moravec träumten z.B. von Mind Children (1988) und nicht weniger als der technologischen Überwindung des Todes; und noch heute spukt Kurzweils aus der Science Fiction entliehenes Gespenst von der Singularität (1990 und 1999) durch die Universitäten. Gerade in einigen herausragenden Köpfen der neuen Forschungsrichtung verbanden sich nüchterne Wissenschaft mit religiös gefärbten Prophezeiungen von fabelhaften Fortschritten, die sich in vielerlei Hinsicht als nicht nur unzutreffend, sondern darüber hinaus auch als alles andere als voraussetzungslos erwiesen: Die christlich-platonische Scheidung von Körper und Seele lag ihnen ebenso zugrunde wie der Descartes’sche Entwurf des
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3.1 VON DER IDEALISTISCHEN ZUR PRAGMATISCHEN KI



Ichs als einer res cogitans, die von ihrer Umwelt so entfremdet ist, dass sie sich nur noch des eigenen Denkens versichern kann.26 Diese idealistischen Prophezeiungen führten in der Folge auch dazu, dass die wesentlich materiellen Herausforderungen bei der Modellierung intelligenten Agierens überdeckt wurden. Denn wie Hubert Dreyfuss als einer der ersten bereits 1964 festgestellt hat, schien lange Zeit gerade das, was für den Menschen zu den einfachsten Leistungen zu gehören schien, für die Maschinen eine unlösbare technologische Herausforderungen darzustellen. Die Komplexität und Unvollständigkeit realweltlicher Umgebungen waren es, die viele Verfahren der Künstlichen Intelligenz an die Grenzen der Berechenbarkeit führten und im Rahmen des Verständnisses von Kognition als Symbolverarbeitung nicht lösbar schienen.27 Denn die Suche im Problemraum, wie sie für die klassischen Problemstellungen der Künstlichen Intelligenz wie die Türme von Hanoi oder das Missionare- und Kannibalen-Problem angelegt war, schloss jene Ambiguität weitgehend aus, die für realweltliche Umgebungen gerade bezeichnend waren. Die Systeme blieben darauf angewiesen, dass der Mensch das Problem für die Maschine vorab entsprechend aufbereitet hatte, weil sie nicht über die Fähigkeit verfügten, aus einer Umwelt Sinn zu machen, d.h. jene relevanten Informationen zu filtern, die zu erfolgreichen Handlungen führen könnten. Der sich seit den späten 80er Jahren vollziehende Übergang von der ›klassischen‹ zu einer ›modernen‹28 KI vollzog sich insofern als Übergang vom idealistischen Denken zum materialistischen Agieren und wurde stark von probabilistischen und dynamischen Ansätzen geprägt, die Lösungsansätze für den computationalen Umgang mit unvollständiger Information und den daraus entstehenden Ambiguitäten vorschlugen.29 Mit dem eigenständigen Handeln in unvollständig gegebenen Umwelten wurden ein robustes Entscheiden in Echtzeit und die Fähigkeit zur Aneignung und Verallgemeinerung von Wissen über die Umwelt zum entscheidenden Problem intelligenter Systeme. Und dementsprechend war es nicht mehr der Mensch als geistiges Wesen, sondern als ein in seine Aspekte zerlegbares biologisches oder psychologisches System, das gleichberechtigt mit Kind und Tier zur relevanten Vergleichsgröße wurde. Es ist insofern nicht nur ein technologischer Fortschritt, der den Paradigmenwechsel der Forschung auszeichnet, sondern auch ein Wandel in der Auffassung davon, was den Gegenstand der Forschung selbst ausmacht. Denn wenn es gilt, nicht mehr Gary Kasparow sondern Ronaldinho zu schlagen, ist damit auch eine ganz andere Intelligenz von den Maschinen gefordert. Nicht mehr Schachgroßmeister und Mathematiker, sondern Fußballspieler und



26. Die von Newell/Simon formulierte Physical Symbol System Hypothesis schliesst insofern direkt an Leibniz und Descartes an wenn sie Denken als Informationsverarbeitung konzipiert. 27. Vgl. zusammenfassend auch Pfeifer/Scheier 1999: »all the fundamental problems of classical AI concern the relation with an agent and the real world, in particular its interaction with it.« 28. Vgl. den Titel des Bandes von Russell/Norvig 1995. 29. Den entscheidenden Einschnitt markiert Judea Pearls Probabilistic Reasoning in Intelligent Systems von 1988.
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Putzfrauen werden zum Vorbild einer Wissenschaft, die den Computer nicht mehr als Metapher für Intelligenz versteht, ihn vielmehr als formales Werkzeug ansieht, um einzelne Aspekte autonomen Agierens zu reproduzieren. Einerseits ist dieser ›moderne‹ Ansatz moderater und eröffnet damit neue Möglichkeiten der Verifikation der Forschungsergebnisse. Denn während die ›klassische‹ KI im Grunde eine hermetische Verwandlung der Maschine in den Menschen postulierte, die sich dann im Turing-Test unter Beweis zu stellen hatte, so tritt mit der ›modernen‹ KI an die Stelle der Black Box eine Vielzahl von offenen Apparaten, die ihre Praktikabilität und Flexibilität bei der Erfüllung von Aufgaben in realen Umwelten unter Beweis zu stellen haben. Andererseits jedoch verliert der Gegenstand der Disziplin an Kontur, und es stellt sich beständig die Frage, ob das, was die neuen System zu leisten vermögen, tatsächlich als Intelligenz zu bestimmen wäre, und nicht nur eine neue Fähigkeit darstellt, die man ihnen vorher noch nicht zugetraut hat. War Intelligenz also in der ›klassischen‹ KI eine weitgehend unreflektierte und metaphysisch belastete Kategorie, wird der Begriff mit der ›modernen‹ KI grundsätzlich problematisch. Es tritt zutage, dass Intelligenz ein wesentlich schwieriger zu bestimmender Begriff ist, als dies bspw. bei den Planeten der Astronomen oder den Pflanzen der Botaniker der Fall ist – selbst so wandelbare Kategorien wie ›Gesellschaft‹ oder ›Literatur‹ geringere Probleme aufwerfen. Denn dass ein Schachgroßmeister ein gutes Beispiel für eine Intelligenz abgab, war bis zum Sieg von Deep Blue gegen Gary Kasparow kaum fraglich. Doch dass nun ausgerechnet ein Fußballspieler, der gewöhnlich nicht als Intelligenzbestie angesehen wird, als Vorbild für die Künstliche Intelligenz dienen soll, ist für unser Alltagsverständnis von Intelligenz nicht unbedingt naheliegend.



3.2 Relativer Intelligenzbegriff und synthetische Wissenschaft Die ›moderne‹ KI scheint daher weniger durch einen positiven Begriff von ›Intelligenz‹ geprägt zu sein als aus einer Reflektion der Grenzen und Probleme der klassischen Auffassung von Intelligenz hervorzugehen. Wenn die zeitgenössische Forschung den Begriff nicht ganz umgeht oder es bei einer Aufzählung der unterschiedlichen Auffassungen belässt, lassen sich daher drei unterschiedliche Ansätze unterscheiden, mit dem begrifflichen Vakuum umzugehen – die sich jedoch nicht gegenseitig ausschließen und sich häufig zusammen finden lassen. A. Intelligenz wird durch einen schwächeren Begriff wie Rationalität ersetzt, der dann auf eine einfacher zu bestimmende Eigenschaft wie die Optimalität von Entscheidungsfindungen festgelegt wird.30 Die Präzision wird dabei mit der Vereinfachung erkauft, denn je genauer Intelligenzmaß, desto mehr scheint es im Grunde mit einem Erfolgsmaß zusammenzufallen.



30. Vgl. Russel/Norvig 1995.
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3.2 RELATIVER INTELLIGENZBEGRIFF UND SYNTHETISCHE WISSENSCHAFT B. Intelligenz wird nicht problematisiert und stattdessen werden bestimmte Fähigkeiten in den Vordergrund gestellt, die ohne Weiteres als Voraussetzung für intelligentes Verhalten angesehen werden und fraglos als wissenschaftlicher Fortschritt gelten können. Auf der Kehrseite des anwendungsorientierten Ansatzes steht dabei jedoch meist eine Vielzahl impliziter Annahmen. C. Intelligenz wird nicht mehr als zu erreichendes Ziel, sondern als offene Frage aufgefasst, die im interdisziplinären Austausch mit Biologie, Psychologie und Philosophie Intelligenz vor allen Dingen als Fragestellung versteht: Statt eines deduktiven Vorgehens, das ausgehend von einem vorausgesetzten Verständnis dessen, was Intelligenz ist, deren technische Reproduktion anstrebt, wird die Technologie als Methode aufgefasst zu erforschen, wie Intelligenz funktioniert.



Die Folge aller drei Ansätze ist ein relativer Intelligenzbegriff in zweifacher Hinsicht, der davon ausgeht, dass Intelligenz erstens keine abstrakte Qualität ist, die unabhängig von einer Anwendung existiert, und die zweitens nicht als apriori der Forschung definiert werden kann, sondern sich erst im Kontext der Forschung beweisen muss. So versteht sich bspw. die Berliner Forschungsinitiative Science of Intelligence als Beitrag zu einer ›synthetischen‹ Wissenschaft, die den Gegensatz von angewandter und Grundlagenforschung, den zwischen zielgerichteter Ingenieurs- und empirischer Naturwissenschaft überbrückt, und schlägt einen konstruktiven Forschungsansatz vor, der die unterschiedlichen theoretischen und disiziplinären Forschungsansätze aufnimmt und in der Konstruktion intelligenter Artefakte zusammenführt und so auf neue Art erforschbar macht. »This approach requires that each insight, method, concept, and theory must demonstrate its merit by contributing to the generation of intelligent behavior in a synthetic artifact, such as a robot or a computer program.«31



Die methodologische Konsequenz eines solchen pragmatischen Intelligenzbegriffs aber ist, dass die Entwicklung von Testumgebungen und Verfahren der Auswertung – Experiment und Evaluation – entscheidende Bedeutung gewinnen. Denn es geht nicht mehr nur um den Test der anwendungsorientierten Funktionalität oder Effektivität eines Systems, sondern um die Validierung wissenschaftlicher Hypothesen über das Funktionieren von Intelligenz: »to test and validate scientific hypotheses and to re-create intelligent behavior« (ebd.). Das aber heißt nicht nur, dass bei der Auswertung intelligenten Agierens naturwissenschaftlich-empirische und mathematisch-ingenieurswissenschaftliche Verfahren zusammenkommen müssen, sondern auch, dass den Testaufbauten, -verfahren und -maßstäben eine völlig neue Bedeutung zukommt. Denn in ihnen manifestiert sich so letztlich das, was unter Intelligenz verstanden wird. Statt einer Definition ist es die Testumgebung, die den forschungsleitenden Begriff festlegt.



31. http://www.scienceofintelligence.de/images/scioi_white_paper.pdf, S.2
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3.3 Intelligenz als Gegenstand von Testverfahren Der Ausweg aus dem Dilemma, das durch die Unbestimmtheit des Intelligenz-Begriffs entsteht und den schon Alan Turing vorgeschlagen hatte, ist von daher der Test: Eine Versuchsanordnung, die im Unterschied zum Experiment der Naturwissenschaft keine Hypothese bestätigen soll, vielmehr die Fähigkeiten eines Artefakts auf den Prüfstand stellt. Der Test auf Intelligenz füllt die Lücke, die durch die fehlende Definition entsteht, durch den Entwurf einer Umwelt, der Festlegung einer Aufgabe in dieser Umwelt und der Bestimmung eines Maßstabs, der den Erfolg dabei bewertet, durch die sich ein intelligentes System als intelligent zu beweisen hat. So legt er fest, wie sich ein intelligentes System als intelligent zu beweisen hat, und liefert damit immer auch eine implizite Bestimmung des Begriffs, die er unmittelbar evident werden lässt. Denn eine Größe – zumal eine wissenschaftliche – wird in erster Linie dadurch bestimmt, wie man sie misst. Auch der Zeit ist schließlich nur dann habhaft zu werden, wenn man über Chronometer verfügt, die ihr ihre diskrete Form verleiht, in der sie dann auch in physikalische Formeln eingehen kann. Wenn aber ohne mechanisches Uhrwerk die Zeit letztlich eine sehr viel relativere Größe war als vor Einstein, dann gilt gleiches für Intelligenz: Ohne Versuchsanordnung und Maßstab können wir nur ihre Wirkung feststellen. Mit dem Unterschied, dass Intelligenz anders als die Zeit oder auch Wärme eine Größe ist, die sich deshalb schwieriger messen lässt, weil sie nicht in jeder Umwelt gleich ist. Das aber hat zur Folge, dass die Konstruktion der Testumgebung nicht unwesentlich zur Bestimmung des Gegenstands beiträgt, und lässt eine kategoriale Unterscheidung der unterschiedlichen Testverfahren sinnvoll erscheinen. Betrachtet man daher die verschiedenen Verfahren, Intelligenz zu testen, so lassen sich drei grundsätzlich verschiedene Ansätze von Testverfahren unterscheiden, mit denen auch jeweils eine unterschiedliche Form der Begriffsbestimmung verbunden ist: A. imitative Verfahren, die die Nachahmung einer Vergleichsgröße evaluieren; B. isolierende Verfahren, die die Beherrschung einzelner Fähigkeiten evaluieren; C. kompetetive Verfahren, die den Erfolg im Wettbewerb evaluieren. Das klassische Beispiel für die imitativen Verfahren findet sich in Alan Turings frühem Aufsatz zu Computing Machinery und Intelligenz (Turing 1950). Nach Turing schreiben wir einer Maschine dann Intelligenz zu, wenn ein menschlicher Beobachter nicht mehr zwischen Mensch und Maschine unterscheiden kann. Der von Turing imaginierte Aufbau sieht dabei vor, den Beobachter über ein Terminal mit zwei Räumen zu verbinden, in denen sich jeweils ein Mensch und eine Maschine befinden, und so die Kommunikation auf Nachrichtentechnik zu begrenzen. Der Test selbst spielt sich als ›imitation game‹ – wie Turing es nennt – ab: Sowohl Computer als auch Mensch müssen den (menschlichen) Beobachter von ihrer Menschlichkeit überzeugen. Der Maßstab bestimmt sich durch die Wahrscheinlichkeit, mit der es der Beobachter nach einer bestimmten Zeitdauer schafft, die richtige Vermutung zu
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3.3 INTELLIGENZ ALS GEGENSTAND VON TESTVERFAHREN



äußern. Die in unterschiedlichen Kontexten gegen diesen Ansatz hervorgebrachten Einwände ließen sich wie folgt zusammenfassen: i. Der Turing-Test verwechselt Intelligenz mit Nachahmung, denn die Fähigkeit zur Nachahmung intelligenten Verhaltens lässt noch lange keinen Schluss auf tatsächliche Intelligenz zu. Wie Weizenbaum mit seinem maschinellen Therapeuten Eliza gezeigt hat, kann man sich durchaus von einer Maschine verstanden fühlen, die gar nichts versteht.32 ii. Der Turing-Test verwechselt Intelligenz mit Sozialverhalten, denn es ist im Grunde nicht Intelligenz, sondern die Fähigkeit zur menschlichen Kommunikation, die getestet wird. Das aber schließt alle Formen nicht-menschlicher oder nicht-sozialer Intelligenz aus, wie sie sich beispielsweise im Tierreich oder in nicht-kommunikativen Tätigkeiten manifestiert. iii. Der Turing-Test verwechselt Intelligenz mit Symbolverarbeitung, denn der nachrichtentechnische Aufbau reduziert die beteiligten Akteure auf die Ein- und Ausgabe von Symbolen. Damit wird im Grunde Newells und Simons Symbol System Hypotheses vorweggenommen und vorausgesetzt, dass sich Kommunikation restlos in Symbole auflösen lässt. Hinzu kommt, dass der einzige Maßstab, der sich aus dem Testverfahren ableiten lässt, darin besteht, wie sicher der Beobachter zwischen Mensch und Maschine unterscheidet und diese Statistik schon aufgrund der menschlichen Faktoren höchst interpretationsbedürftig bleibt. Denn ob die teilnehmenden Menschen mehr oder weniger intelligent sind, findet in dem Aufbau keine Erwähnung. Eben dieses Problem aber scheinen isolierende Verfahren wie beispielsweise die IQ-Tests der empirischen Psychologie zu umgehen, weil sie standardisierte Verfahren vorschlagen, die eine Messbarkeit einzelner kognitive Fähigkeiten Eigenschaften versprechen. Doch hier stellt sich das umgekehrte Problem: Weil sie auf bestimmte menschliche Wahrnehmungsfunktionen ausgerichtet sind und ebenfalls von der Umwelt abstrahieren, ist erstens nicht sicher, inwiefern die Ergebnisse mit anderen Systemen vergleichbar sind, und zweitens, ob die Kombination der einzelnen Fähigkeiten zwangsläufig im anwendungsbezogenen Kontext zu jenem adaptiven, flexiblen und kreativen Verhalten führt, das wir als intelligent beschreiben würden, oder es nicht eher Spezialbegabungen sind, die der Test freilegt. Eben das, was der Turing-Test vermissen lässt, klare Metriken für einzelne Fähigkeiten, stellt sich hier wiederum als Problem heraus. Während der Turing-Test insofern keinen Rückschluss vom Erfolg auf die Eigenschaften des Systems erlaubt, ist beim IQ-Test der Rückschluss von den Eigenschaften auf den Erfolg des Systems fraglich. Die dritte Kategorie der Testverfahren, zu denen die Challenges zu zählen wären, umgeht dieses Dilemma zwischen imitativen und isolierenden Verfahren, indem konkrete Aufgaben32. Searles Gedankenspiel des Chinese Room formuliert eine ähnliche Überlegung: observing behavior ist not enough (Searle 1980).
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stellungen formuliert werden, die es zu erfüllen gilt. Eine Maschine ist demnach nicht dann intelligent, wenn sie mit einem Menschen verwechselt werden kann oder bestimmte Fähigkeiten demonstrieren kann, sondern wenn es ihr gelingt, eine bestimmte Aufgabe eigenständig und erfolgreich zu meistern. Das umgeht die Zweifel, die Turing- oder IQ-Tests mit sich bringen, und legt zugleich ein quantifizierbares Maß vor, auch wenn dieses sich letztlich nur am Erfolg des Systems bemisst. – In seiner Einführung ins Machine Learning bspw. führt Mitchell drei Beispiele für ›well-posed‹ Learning Problems vor, die sich durch eine klar definierte Aufgabe T, ein Leistungsmaß P und eine Trainingsmethode E auszeichnen (Mitchell 1997:4f): Schach spielen, das Erkennen und Klassifizieren von handgeschriebenen Zeichen und das Steuern eines Autos auf einer mehrspurigen Autobahn. Solche Aufgabenstellungen aber implizieren auch einen komplett anderen Intelligenzbegriff als der, der den anderen Verfahren zugrunde liegt. Denn die Intelligenz, die sich in Challenges manifestiert, ist keine absolute Größe mehr, die als ontologische oder abstrakte Qualität aufgefasst wird, vielmehr wird sie relativ zu der gegebenen Aufgabe und Umwelt begriffen. Das aber heißt letzten Endes nichts anderes, als dass es nicht das System ist, dem Intelligenz unabhängig von einer Umwelt beigemessen wird, sondern seinem zweckgerichteten Verhalten in einer Umwelt. Intelligenz muss in diesem Rahmen als etwas aufgefasst werden, das sich immer nur in Bezug auf eine spezifische Umwelt und ein darin zweckgerichtetes Agieren realisieren kann. Das aber hat als methodische Konsequenz zur Folge, dass sich Intelligenz immer nur von einem außenstehenden Beobachter, der das System und seine Umwelt im Blick hat, feststellen lässt. Und statt der Frage, wie intelligent ein Mensch, Tier oder Computer ist, stellt sich dementsprechend die Frage, was intelligentes Verhalten ausmacht. Damit umgehen Challenges einerseits die Gefahr imitativer, andererseits die Gefahr isolierender Testverfahren, entweder die Nachahmung einer intelligenten Vergleichsgröße oder aber einzelne Fähigkeiten mit Intelligenz zu verwechseln, weil sie Intelligenz als eine Größe begreifen, die sich nur in Bezug auf das Verhalten in einer Umwelt bemessen lässt. Gleichzeitig entsteht durch Konzentration auf den Erfolg von Verhalten aber die Gefahr, die Intelligenz wiederum mit dem Erfolg in einzelnen Aufgabenstellungen zu verwechseln. Denn so beeindruckend der Erfolg von Computern beim Schachspielen, Handschriftenlesen oder Autofahren auch ist, stellt sich doch die Frage, ob wir diese Fähigkeiten in ein paar Jahren, wenn wir uns daran gewöhnt haben, noch als Zeichen für Intelligenz begreifen werden. Und darüber hinaus besteht keine Sicherheit, ob der Erfolg des Systems tatsächlich seiner Intelligenz zugeschrieben werden kann und nicht durch ganz andere Faktoren, die in das Design eingegangen sind, bedingt sind – ob das System also nicht vielmehr besonders geschickt statt intelligent ist. Denn der Erfolg im Test verweist zwar eindeutig auf die Kompetenz des Testanden, der Rückschluss auf eine hinter der Kompetenz stehende Intelligenz aber bleibt fraglich. Der bessere Spieler ist schließlich nicht immer der intelligentere Spieler. Übung, Vorwissen, das Ausnutzen der Regeln oder spezialisierte Fähigkeiten tragen meist nicht unwesentlich zum Erfolg bei. Zwar lässt sich vieles durch die genaue Formulierung von Wettbewerbsbedingungen angleichen – bspw. durch die Vereinheitlichung der Plattform und andere technische Vorgaben –, doch einerseits wird damit nur die Vergleichbarkeit verbessert, der
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Rückschluss auf erwünschte interne Fähigkeiten (Intelligenz) bleibt trotzdem aus; andererseits hat dies den unerwünschten Nebeneffekt, die Verfahren der Problemlösung im Vorhinein stark einzuschränken. Und selbst wenn es gelänge, tatsächlich ein Kriterium für intelligentes statt nur kompetentes Verhalten anzugeben, bliebe dennoch offen, wie dieses intelligente Verhalten zustande gekommen ist.



Eine Challenge, so ließe sich dies zusammenfassen, dient als ein pragmatischer Intelligenztest, der einen Versuchsaufbau entwirft, in dem sich die Kompetenz eines Systems als zielgerichtetes Verhalten in einer Umwelt unter Beweis stellt, der aus der Perspektive eines außenstehenden Betrachters Intelligenz beigemessen werden kann. Die entscheidenden Kriterien für den Entwurf von Challenges bestehen insofern einerseits darin, möglichst aussagekräftige Aufgabenstellungen zu formulieren, und andererseits Maßstäbe und Metriken zur Verfügung zu stellen, um den Erfolg des Systems zu bemessen. Das theoretische Problem von Challenges aber zeigt sich darin, dass der Rückschluss von der Kompetenz auf die Intelligenz des Systems zweifelhaft bleibt. Die entscheidende Herausforderung ist also daher, ein Maß für die Intelligenz des Verhaltens zu entwickeln, um so letztlich Aussagen über die Korrelation von Kompetenz und Intelligenz zu ermöglichen – oder wie es in dem oben zitierten PERMIS‘04 White Paper heißt: »not only to measure the performance but also to measure the intelligence of intelligent systems and put both in correspondence.« Doch das wirft noch einmal die Frage auf, ob es nicht neben dem hier entwickelten pragmatischen Intelligenzbegriffs, der Intelligenz auf das Verhalten gegenüber einer Umwelt begrenzt, doch noch eines stärkeren Begriffs von Intelligenz bedarf, der sich nicht auf einen von außen messbaren Erfolg in der Aufgabenerfüllung bezieht, sondern auf die interne Eigenschaft des Systems, die bestimmt, wie das System mit dem ihm zur Verfügung stehenden Wissen umgeht. Das wäre mit anderen Worten eine Kategorie, die beispielsweise einen fleißigen von einem intelligenten Spieler unterscheiden würde oder auch einen Affen, der eine Banane durch Versuch und Irrtum erreicht, von einem, der sie durch Einsicht bekommt.



3.4 Das Affe-Banane-Problem und der Heureka-Moment Das Affe-Banane-Problem dient neben anderen berühmten Problemen wie den Missionaren und Kannibalen oder den Türmen von Hanoi häufiger zur Illustration der klassischen KIProbleme und ihren Lösungswegen: »Beispielsweise könnte eine Situation darin bestehen, dass ein Affe sich in einem Raum befindet, in dem fü̈rihn vom Boden aus unerreichbar eine Banane an der Decke befestigt ist. Außerdem befindet sich in dem Raum eine Kiste [...]. Das Problemlöseziel des Affen ist es, die Banane zu erhalten.« (Schmid 2005:4)
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Ausgehend von der Problemdefinition -–durch Problemmraum und darauf zulässige Operation sowie Anfangs- und Zielzustand – lassen sich Problemstellungen so als Suche nach optimalen Lösungswegen verstehen. »Der Affe kann das Ziel erreichen – also das Problem lösen –, indem er der Reihe nach folgende Aktionen anwendet: zur Kiste gehen, die Kiste zu einer Position unterhalb der Banane schieben, auf die Kiste steigen und die Banane greifen.« (Ebd.)



Doch aus menschlicher Sicht stellt sich dieser zur Demonstration vereinfachte und auf einen minimalen Datensatz beschränkte Fall als trivial dar: die Lösung findet sich schon in der Problembeschreibung, wir erkennen sie in der textuellen Problembeschreibung und in seiner visuellen Illustration, ohne dass wir darüber nachdenken müssten. Und zwar einerseits weil wir anders als ein Computer mit Kisten und hochhängenden Dingen Erfahrungen haben, andererseits weil uns die Beschreibung des Problems selbst auf seine Lösung stößt. Denn »damit ein Problem maschinell lösbar ist, müssen Zustände und Operatoren formal beschrieben werden« (Schmid 2005:4), und darüber hinaus gilt: »Repräsentiert werden nur die Aspekte eines Zustands, die relevant für die Problemlösung sind« (Schmid 2005:5). Die Kiste ist mit anderen Worten schon entdeckt worden bevor es an die Problemlösung geht. Genau das aber ist das Problem des echten Affen: er weiß anfangs eben nicht, welche Aspekte für die Problemlösung relevant sind, dass es die Kiste oder das Stapeln der Kisten ist, die sein Problem lösen werden, denn er verfügt nicht über die Zeichnung, die schon die Lösung enthält.



Das Affe-Banane-Problem nach Schmid 2005



Denn der intelligente Affe unterscheidet sich von seinem weniger intelligenten Kollegen nicht dadurch, dass er alle gegebenen Möglichkeiten seines Problemraums durchspielt, sondern dass er auf die Idee kommt, die Kiste zu benutzen – wie es der Verhaltensforscher Wolfgang Köhler gezeigt hat (Köhler 1963/1917). Denn sein Problemraum besteht nicht aus Propositionen, sondern aus einem Gehege auf Teneriffa, einer Banane und unzähligen anderen Dingen, deren Bedeutung, also deren Verwendungsmöglichkeiten anfangs alles andere als offensichtlich sind. Sein Problem besteht insofern erst einmal nur aus einer Banane, die in einer
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Höhe hängt, die für das Tier nicht erreichbar ist – und zwar so hoch, dass auch eine Kiste nicht ausreicht, sie zu erreichen.



Das Affe-Banane-Problem nach Köhler 1963: 96 u. 98



Den Lösungsweg findet Köhlers klügster Affen also nicht durch Versuch-und-Irrtum, wie es Köhlers wissenschaftliche Gegner behaupten, sondern durch eine plötzliche Einsicht – das ist Köhlers entscheidende These. Doch bei dieser Einsicht handelt es sich weniger um eine logische Schlussfolgerung als um eine Idee: nämlich die Kisten zu stapeln. "[...] das Ziel ist hoch angebracht, die beiden Kisten stehen nicht weit voneinander entfernt und etwa 4 m von dem Ziel entfernt; alle anderen Hilfsmittel sind beseitigt. Sultan schleppt die größere der Kisten zum Ziel, setzt sie flach darunter, stellt sich, hinaufsehend, auf sie, macht Anstalten zum Sprung, springt aber nicht wirklich; steigt herab, ergreift die andere Kiste und galoppiert, sie hinter sich herziehend, im Raum umher, wobei er den üblichen Lärm macht, gegen die Wände trampelt und sein Unbehagen auf jede mögliche Weise zu erkennen gibt. [...] Mit einem Male aber ändert sich sein Verhalten vollständig; er läßt den Lärm, zieht seine Kiste von weit her geradeswegs an die andere heran und stellt sie sofort steil auf diese; dann steigt er auf den etwas schwankenden Bau, [...]" (Köhler 1963:97)



Aus dieser Beobachtung schlussfolgert Köhler, dass Lernen nicht aus willkürlichem Probieren hervorgeht, vielmehr entsteht es durch eine Umstrukturierung des Wahrnehmungsfeldes einer Problemsituation. Diese Umstrukturierung begreift Köhler als eine Einsicht, die durch Nachdenken entsteht, und versteht die Intelligenz des Affen entsprechend in der Fähigkeit, auf die Idee zu kommen. Das aber beschreibt etwas anderes als den logischen und im Grunde trivialen Schluss von »wenn ich die Kiste schiebe, ist sie unter der Banane« und »wenn die Kiste unter der Banane steht und ich auf ihr stehe, komme ich an die Banane« zu »wenn ich die Kiste unter die Banane schiebe und auf ihr stehe, komme ich an die Banane«. Denn das ist etwas, was ein intelligentes biologisches System über seine Umwelt weiß, ohne dass es darüber nachdenken oder logische Schlussfolgerungen bemühen müsste. Die Einsicht aber besteht darin, auf die Idee mit der Kiste zu kommen, sie in das Banane-Problem mit einzubeziehen, also aus dem Banane-Problem, das sich dem Affen anfangs stellt, ein BananeKiste-Probleme zu machen: ›Ich könnte ja mal die Kiste verschieben‹ oder sie eben stapeln, wie in Köhlers Fall. Wobei der Konjunktiv jedoch nicht heißen soll, dass das Verhalten hier randomisiert oder von Versuch und Irrtum bestimmt wäre, vielmehr kommt es eben aus einer Umstrukturierung des Wahrnehmungsfeldes zustande.
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Ein solches Verständnis von Intelligenz als Fähigkeit zur Umstrukturierung des Wahrnehmungsfeldes und einer Problemsituation aber lässt sich nicht nur auf die Nahrungsmittelbeschaffung von Primaten anwenden, sondern verbirgt sich ebenfalls in Anekdoten der Wissenschaftsgeschichte. Schon der legendäre Apfel, der Newton auf den Kopf gefallen sein soll und dem die Entdeckung der Gravitation zugeschrieben wird, hat dem Mythos zufolge eine ähnliche Einsicht ausgelöst, wie der Affe mit dem Stapeln erlebt: Wenn es eine Kraft gibt, die den Apfel auf die Erde zieht, wieso sollte sie dann am Horizont halt machen und nicht auch über den höchsten Baum hinausgehen und bis in die Umlaufbahn des Monds reichen – denkt sich Newton der Legende zufolge und überträgt damit seine Erfahrungen mit dem Obstgarten auf das Weltall. Und schon einige Jahrhunderte zuvor war Archimedes vom König in Syrakus beauftragt worden, herauszufinden, ob dessen neue Krone aus reinem Gold bestand oder durch billigeres Metall gestreckt worden war. Archimedes’ Einsicht führt über ähnliche Umwege und kommt ebenso plötzlich wie diejenigen des Affen und von Newton. »Als sich dieser dann damit beschäftigte, kam er zufällig ins Bad und bemerkte dort, als er in die Badewanne stieg , dass so viel Wasser aus der Badewanne fließe wie viel er von seinem Körper in diese hineinsetzen würde. Nachdem das eine Methode zur Erlärung für diesen Umstand dafür gezeigt hatte, hielt er sich nicht auf, sondern sprang freudig erregt aus der Wanne und gab, als er nackt nach Hause ging, allen mit lauter Stimme erkennen, er habe das Gesuchte gefunden. Denn im Laufen schrie er ein ums andere Mal auf Griechisch: Heureka = ich habe es gefunden.«33



Nach der von Vitruv und Plutarch überlieferten Anekdote ist Archimedes die Idee im Bade gekommen. Wie in der Legende von Newtons Apfel entsteht hier die Idee gerade nicht in der Konzentration auf den Problemraum, also beispielsweise des kombinatorischen Durchspielens aller möglichen Züge des Schachspiels, sondern als fast zufälliger Fund in der Beschäftigung mit etwas ganz anderem, ja in der Entspannung: Newton sitzt unter dem Apfelbaum und Archimedes liegt in der Badewanne, als die entscheidende Idee sie plötzlich überkommt, weil sich wie in einer Art Kurzschluss das Wissen aus dem einem Bereich (dem Baden) auf einen anderen (das Messen) überträgt: Die alte Situation wird aus einer neuen Perspektive gesehen, mit der die Lösung gefunden wurde. Diese Überlegung, dass Intelligenz sich als plötzliche Entdeckung eines Lösungsweges durch Umstrukturierung des Wahrnehmungsfeldes manifestiert, möchte ich abschließend noch an einem mathematischen Rätsel veranschaulichen, das in meiner Zeit als Schüler die Runde machte: Das Rätsel fordert auf, ein 3x3 Punktgitter durch vier zusammenhängende Linien zu verknüpfen.



33. Vitruv: De Architectura, 9. Buch, 10. Absatz: »Tunc is, cum haberet eius rei curam, casu venit in balneum ibique, cum in solium descenderet, animadvertit, quantum corporis sui in eo insideret, tantum aquae e solio fluere. Idque cum rationem explicationis eius rei ostendisset, non est moratus, sed exsiluit gaudio motus de solioet nudus domum vadens universis significabat clara voce se invenisse, quod quaereret. Nam currens semel atque iterum Graece clamabat: eurhka eurhka.«
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Doch wer sich daran versucht, wird bald feststellen, dass dies nicht so einfach ist, ja schnell unmöglich erscheint. Alle Versuche laufen in die gleiche Leere und verlangen nach einer fünften Linie, um den letzten Punkt zu erreichen. Und in der Tat lässt sich, wenn man das Problem formalisiert, leicht beweisen, dass es unlösbar ist.



Und dennoch gibt es eine Lösung.



Wer selbst auf die Lösung eines solchen Rätsels kommt, weiß, wie plötzlich und häufig unerwartet die Einsicht kommt, und wird meist mit einem Gefühl der Genugtuung belohnt, wie es sich zum Beispiel auch bei der Lösung eines mathematischen Beweises einstellt, an dem man sich lange die Zähne ausgebissen hat, bis man irgendwann den entscheidenden Kniff entdeckt, der plötzlich alles ganz einfach aussehen lässt. Stellt man die Lösung eines solchen Rätsels jedoch anderen vor, die selbst nicht auf die Lösung gekommen sind, sind diese häufig frustriert, fühlen sich hinters Licht geführt und haben das Gefühl, die Lösung beruhe letztlich auf einem illegetimen Trick, der sich nicht an die Spielregeln hält. Das aber liegt daran, dass die Lösung eben nicht darin bestanden hat, eine schwierige Berechnung nach entsprechenden Regeln durchzuführen, sondern letztlich nur darin, eine Annahme fallen zu lassen, die darüber hinaus noch nicht einmal aus der Problemstellung, sondern vom Problemlöser selbst stammt: dass der Lösungsraum an den acht äußeren Punkten endete. Mit dieser Annahme ist das Problem unlösbar – da helfen weder Ausprobieren noch logisches Schließen –, ohne sie ist es trivial. Für die Lösung braucht es daher nichts anderes als die Reorganisation des Problemraums oder Umstrukturierung des Wahrnehmungsfeldes, die es ermöglichen, dort etwas Neues zu sehen, wo das bisher Gesehene nicht weiterführt. Damit aber wäre ein Begriff von Intelligenz gegeben, der etwas anderes bezeichnet als Kompetenz, der also nicht nur beschreibt, dass ein Aufgabe erfolgreich gelöst wurde, sondern wie diese Aufgabe gelöst wurde. Und zugleich lässt sich dieser Begriff in dem bisher Gesagten einordnen: Auch hier zeigt sich Intelligenz
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erst im Verhalten einer Umwelt gegenüber und muss letztlich durch einen außenstehenden Beobachter attestiert werden.



Von Intelligenz, so ließe sich zusammenfassen, lässt sich sinnvoll nur in Bezug auf das zweckgerichtete Verhalten eines Systems in seiner Umwelt sprechen, und Intelligenz lässt sich insofern nur von einem außenstehenden Betrachter feststellen. Ein intelligentes Verhalten führt zum Erfolg, aber der Erfolg lässt nicht zwangsläufig auf die Intelligenz schließen. Insofern ist Intelligenz von Kompetenz zu unterscheiden. Denn während Letzter im Grunde nur die erfolgreiche Anpassung des Systems an seine Umwelt beschreibt, kommt Intelligenz erst dann ins Spiel, wenn diese Kompetenz an ihre Grenzen stößt, d.h. wenn die bislang erfolgreichen habituellen und angelernten Verhaltensmuster aufgrund einer veränderten Umwelt nicht mehr zum Erfolg führen. Erst die Krise, die durch das Fehlschlagen eines routinierten Vorgehens ausgelöst wird, veranlasst die Restrukturierung des Wahrnehmungsfeldes, die im besten Falle neue Handlungsmöglichkeiten eröffnet, die wir im Nachhinein als Einsicht bezeichnen und sich von außen als unvermittelte Verhaltensänderungen darstellen. Die Konsequenz aus einem solchen Verständnis von Intelligenz aber ist, dass sich die Evaluation künstlicher Intelligenzen nicht auf die Algorithmen beschränken kann, sondern auch dann, wenn es sich um maschinelle Systeme handelt, die Interaktionen zwischen einem Akteur und seiner Umwelt betrachten muss, und zwar im Verhältnis von außen beobachtbarem Verhalten und internen Strukturen. Daher soll im nachfolgenden Abschnitt ausgehend von einer Diskussion des Akteur/Umwelt-Paradigmas, wie es in die Informatik Eingang gefunden hat, ein Modell entworfen werden, das die theoretischen Grundlagen für eben eine solche Evaluierung legt.



Kapitel 4 Akteur und Umwelt als Rahmentheorie



Das Akteur/Umwelt-Paradigma setzt eine Umwelt als Gegenüber eines Systems voraus und geht davon aus, dass sich das System in der Aneignung von und dem Umgang mit der Umwelt, also in der Interaktion mit derselben zu bewähren hat. Das hat zur Folge, dass autonomes Agieren in Hinblick auf eine vorgegebene Zielsetzung und die flexible Anpassung an die Umwelt durch den Erwerb von anwendbarem Wissen zur entscheidenden Fähigkeit intelligenter Systeme wird.



4.1 Akteur und Umwelt Dennoch hängt viel von der konkreten Formulierung und Formalisierung dieses Paradigmas ab, das sich sehr unterschiedlich modellieren lässt. In der einflussreichen Monographie von Russell und Norvig (2003) beispielsweise wird ein Akteur als ein agent program aufgefasst, das anhand einer Eingabe-Sequenz von Sensordaten und einer Zustandsvariablen eine Ausgabe als Parameter für Aktuatoren berechnet. Im Idealfall lässt sich ein solches agent program daher durch eine agent function mathematisch beschreiben. Die Funktionalität wird entsprechend anhand eines performance measure überprüft, das sich an einer angestebten Sequenz von Zustandsveränderungen in der Umwelt bemisst. Und der Maßstab für die Intelligenz des Akteurs wird auf seine Rationalität festgelegt, verstanden als Optimalität der Wahl der zielführenden Aktionen. Ein Akteur ist entsprechend in dem Maße rational, als er es versteht, seine Aktionen auf die vorgegebene Anforderungen, das performance measure, optimal auszurichten. Die Umwelt des Akteurs besteht entsprechend aus performance measure, environment, actuators, sensors, und seine Autonomie ergibt sich aus der Unabhängigkeit von vorgegebenem Vorwissen und der Fähigkeit, eine vorgegebene Aufgabe im Rahmen der Interaktion mit der Umwelt zu bewältigen. Die key challenge der Künstlichen Intelligenz besteht nach Russell und Norvig daher darin, Programme zu schreiben, die im Rahmen des Möglichen rationales Verhalten durch einfache Algorithmen anstatt durch aufwendige Tabellen erreichen, sodass neben der Optimalität des Agierens auch seine Effektivität/Komplexität zum Kriterium wird.
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4.1 AKTEUR UND UMWELT



Russel/Norvig 2003: 35



Doch diese funktionale Modellierung des Akteurs legt die Grenze zwischen Akteur und Umwelt auf zwei diskrete gegenläufige Datenkanäle fest und setzt voraus, dass sich Intelligenz als Informationsverarbeitung auf den Zyklus von sensing-thinking-acting beschränkt. Der Akteur selbst ist im Grunde passiv, er reagiert auf eine vorgegebene Eingabe mit einem Output, der sich dann auf Optimalität und Effizienz überprüfen lässt. Seine Kopplung mit der Umwelt ist durch den Designer vorgegeben, der vorab entschieden hat, welche Daten für den Akteur von Relevanz sind. Der Akteur macht selbst keinen Sinn aus seiner Umwelt, seine Wahrnehmung ist nicht aktiv und die Kontrolle über das, was er sieht, ist nur indirekt über die Aktuatoren möglich, nicht jedoch in der Strukturierung des Eingaberaums. Anders als bei biologischen Akteuren, bei denen das, was sie wahrnehmen, einem beständigen Wandel ausgesetzt ist, konzipiert dieses Modell Wahrnehmung als passiv und statisch. Es macht keine Unterscheidung zwischen der realen Umwelt des Akteurs, in der er agiert, und ihrer internen Repräsentation als Input, die die Basis für seine Handlungen bildet. Die Welt ist hier mit anderen Worten immer schon jene Welt, die der Designer als Eingaberaum modelliert hat, eine Welt außerhalb davon kommt in dem Modell nicht vor. Diese funktionale Modellierung des Akteur/Umwelt-Paradigmas bringt insofern auch eine schwierige Einschränkung für die Evaluation von autonomen Akteuren mit sich. Die fehlende Unterscheidung zwischen einer Welt, wie sie sich einem Beobachter darstellt, der das System von außen betrachtet, und einer Umwelt, die sich der Akteur durch seine Wahrnehmung selbst erschließt, macht die Auswertung des Verhaltens eines Akteurs in der Umwelt schwierig. Denn erst die Differenzierung und Bezugnahme von Aktionen, die der Akteur aufgrund seiner Wahrnehmung auswählt, und dem sich daraus ergebenden externen Verhalten des Akteurs im Zusammenspiel mit seiner Umwelt, machen es möglich, die Optimalität und Effizienz interner Algorithmik, der Aneignung der Umwelt und Entscheidungsfindung mit der externen Performanz in Beziehung zu setzen und auszuwerten. Denn nicht zwangsläufig führt die optimale Repräsentation der internen Umwelt zu erfolgreichem Verhalten in der Welt; und ein erfolgreiches Verhalten in der Welt bedeutet keinesfalls, dass ein Akteur über ein komplexes Modell der Welt verfügt. Der Bezug von Aktionen zu beobachtetem Verhalten ist dabei in den meisten Fällen alles andere als trivial, denn nur weil ein Akteur in einer physikalischen Welt lebt, heißt das
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keineswegs zwangsläufig, dass er deren Gesetze kennen muss. Pfeifer 1999 nutzt das Beispiel eines Vogelschwarms, um diesen Gedanken zu veranschaulichen: Das hochkomplexe Verhalten eines Schwarmes kann auf sehr einfachen Regeln der einzelnen Vögel beruhen. Wie dieses Beispiel zeigt, können durchaus schlichte Aktionsregeln ein durchaus komplexes Verhalten hervorbringen, während andererseits denkbar ist, dass eine hochkomplexe interne Repräsentation der Umwelt über ein triviales Verhalten nicht hinauskommt. Denn aus der internen Perspektive beobachten wir eine Aneignung der Welt, die Aktionen veranlasst, die wir nach Optimalität beurteilen können. Von außen jedoch beobachten wir ein Verhalten, dass sich erst im Zusammenspiel mit einer Umwelt – zu der unter Umständen ebenfalls andere Akteure gehören – als sinnvoll erweisen kann, und insofern emergent ist, d.h. es entsteht erst in der Interaktion in der Welt und aus der Perspektive eines Betrachters von außen. Was jedoch nicht heißen soll, dass es unabhängig von dieser Umwelt ist, sondern nur, dass sein Erfolg nicht von der Vollständigkeit der Repräsentation der Umwelt abhängt, sondern von der Angepasstheit an diese Umwelt. Nicht unbedingt ein Mehr an Wissen, die möglichst vollständige und akkurate Modellierung der Welt ›an sich‹, hilft dem Akteur weiter, vielmehr eine zielgerichtete Informationsauswahl, die dem Akteur sinnvolle Handlungsmöglichkeiten eröffnet. Die Konsequenz muss daher ein Modell sein, das beide Perspektiven, die interne des Systems und die externe eines Betrachters, unterscheidet und zueinander ins Verhältnis setzt: Einerseits beobachten wir einen Akteur in seiner Umwelt, der ein potentiell emergentes Verhalten zur Schau stellt, das sich nicht in einer mathematischen Funktion erschöpft; andererseits ein numerisches Geschehen, das über Sensoren und Aktuatoren die Welt in Zahlen verarbeitet. Denn nur durch den Bezug auf das Verhalten in der Welt aus Sicht eines Betrachters lässt sich die Qualität des Agierens eines Akteurs bewerten; nämlich in Hinsicht darauf, wie sich der Akteur zur Erfüllung seiner Aufgabe an die Umwelt anpasst, d.h. inwiefern relevante Informationen aufgenommen und wie effektiv sie verarbeitet werden. Wobei grundsätzlich gelten kann, dass eine optimale Anpassung genau dann gegeben ist, wenn die Repräsentation der Welt weder überkomplex noch unterkomplex ist, wenn das, was keine Bedeutung für die Handlungsmöglichkeiten hat, ausgeblendet und das, was Bedeutung hat, wahrgenommen wird. Deshalb soll im nächsten Abschnitt in Anlehnung an die Systemtheorie (bspw. Maturana 1980, Luhmann 1984) ein Akteur/Umwelt-Modell entworfen werden, das eben beide Perspektiven mit einbezieht und so die Grundlage für die Evaluation von Challenges legen kann.



4.2 Autonome Akteure Ein Akteur entsteht im Kontext einer Perspektive, die zwischen einem System und seiner Umwelt unterscheidet, und lässt sich daher als (a.) ein Zusammenhang von funktional zusammenwirkenden Elementen beschreiben, die (b.) eindeutig von einer außenliegenden Umwelt abgegrenzt sind und sich (c.) in unmittelbarer Wechselwirkung mit dieser befinden. (Luh-
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mann 1984) Dass ein Akteur insofern in Abgrenzung von seiner Umwelt aufgefasst wird, bedeutet nichts anderes, als dass er von einer Betrachterposition der Umwelt gegenüber als autonom erscheint und als eigenständige Einheit wahrgenommen wird, deren Aktionen nicht kausal aus der Umwelt abzuleiten sind. Was wiederum nichts anderes heißt, als dass wir die Aktionen eines Akteurs in Bezug auf seine Umwelt als Verhalten beschreiben, für das wir den Akteur selbst und nicht Einwirkungen von außen verantwortlich machen. Anders als bei einem Kometen, dessen wie auch immer komplexe Bahnen wir aus den Parametern des Sternensystems abzuleiten versuchen, gehen wir bei den Bewegungen eines Raumschiffes davon aus, dass eine wie auch immer geartete Intelligenz hinter seinen Bewegungen steht. Und ein Fisch, der von seinem Schwarm getrennt wird, ist vielleicht traurig, schwimmt aber erstmal weiter – das ist bei einer Flosse, die vom Fisch getrennt wird, anders. Das, was mit der Autonomie eines Akteurs bezeichnet wird, setzt daher zwei Annahmen voraus: 1. Ein Akteur ist durch den Zustand seiner Umwelt nicht vollständig determiniert: Er ist in gleichen Situationen zu unterschiedlichen Handlungen fähig und daher in begrenztem Maße unabhängig von der Aktualität seiner Umwelt. Das aber kann er nur sein, weil die mit der Umwelt gemachten Erfahrungen ihm eine eigene Geschichte verleihen, die sich in einem selbstverwalteten Zustand niederschlägt – und ihn von einer klassischen (zustandslosen) Maschine unterscheidet. 2. Ein Akteur ist unabhängig von etwas Drittem, das zwischen ihm und seiner Umwelt vermittelt: Er steht im direkten Kontakt mit seiner Umwelt, eignet sie sich in eigenständiger Wahrnehmung an und wirkt in einer geschlossenen Rückkopplungsschleife wieder auf sie ein. Er entscheidet in Abhängigkeit von seinen Handlungen eigenständig, was für seine Handlungen wichtig ist, und macht insofern selbstständig Sinn aus seiner Umwelt, indem er zwischen Rauschen und Information unterscheidet. Ein Akteur ist (in seiner Umwelt) dementsprechend genau in dem Maße autonom, indem er über eine eigene Geschichte verfügt und aus seiner Umwelt Sinn zu machen versteht, d.h. über einen Zustand verfügt und Information aus der Umwelt gewinnt – wobei es dabei erst einmal gleichgültig ist, ob es sich dabei um eine künstliche Intelligenz, einen mobilen Roboter, ein organisches oder ein soziales System handelt. Seine Autonomie nimmt also in genau dem Maße ab, in dem der Akteur wegen mangelnden Wissens über seine Umwelt und seine eigene Positionierung in ihr zu einem passiven Spielball eben dieser Umwelt wird und je mehr er demzufolge auf einen Dritten angewiesen ist, der ihm das, was er wahrnimmt (die Daten), erklären muss. Aus dieser Betrachtung eines (autonomen) Akteurs aus der Außenperspektive aber lässt sich schließen, dass jeder autonome Akteur in seiner Interaktion mit der Umwelt intern zwei ineinander greifende Aufgaben bewältigen muss. Erstens muss er sich die Umwelt aneignen, indem er entscheidet, was für ihn Bedeutung hat. Zweitens muss er imstande sein, aus dieser Information Handlungen abzuleiten, die in seinem Sinne auf die Umwelt einwirken und zu einem erfolgreichen Verhalten führen. Die erste Aufgabe verlangt eine Operation der state es-
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timation, die zwischen Information und Rauschen unterscheidet und durch Komplexitätsreduktion eine möglichst kompakte und akkurate Darstellung der für die Handlungsfindung entscheidenden Informationen zur Verfügung stellt – Vom A/D Wandler über Regression und Klassifikaiton bis hin zu komplexen Methoden wie SLAM reichen die Verfahren der state estimation. Die zweite Aufgabe der Handlungsfindung baut auf einer Operation der policy improvement auf, die ausgehend von dem durch die erste Operation zur Verfügung gestellten Wissen ein System zur Bewertung dieses Wissen entwickelt, aus dem sich die zielführenden Handlungen ableiten lassen. Beide Operationen lassen sich als zwei Funktionen beschreiben, die von Daten auf Zustand, bzw. von Zustand auf Aktionen abbilden und denen ein implizit oder explizit gegebenes Modell zugrunde liegt: Die state-estimation (data->state) bestimmt, was für das System Bedeutung hat, d.h. was als Informationen aufgenommen wird und was als noise verworfen wird. Die policy (state->action) bestimmt, welche Aktionen für das System als sinnvoll erachtet werden. Beide Operationen sind eng aufeinander bezogen und müssen nicht unbedingt getrennt sein: Die Wahrnehmung hängt von den benötigten Informationen für die Handlung ab, die Handlung baut auf den wahrgenommenen Informationen auf. Das Bindeglied aber ist die Zustandsrepräsentation: Der Akteur kann nichts wahrnehmen, was er nicht intern darstellen kann, und er kann in seinen Handlungen auf keine Umweltbedingungen eingehen, die nicht dargestellt werden können. Das Handeln des Akteurs hängt mit anderen Worten nicht von der Welt ab, sondern von ihrer internen Repräsentation. Die Wahrnehmung wiederum ist unabhängig von den Handlungsmöglichkeiten des Akteurs zu einem gegebenen Zeitpunkt, und sie basieren ihrerseits einzig auf der Repräsentation des Zustands. Insoweit sind sowohl die Handlungen als auch die Wahrnehmungen von der internen Repräsentation der Umwelt als Zustand abhängig. Man könnte auch sagen, der Akteur handelt blind und sieht nur, was ihm der Designer zu sehen aufgetragen hat. Seine Anpassung an die Umwelt beschränkt sich auf die Optimierung von Wahrnehmung und Handeln in Abhängigkeit von der Zustandsrepräsentation. Der Akteur kann seine Wahrnehmung in Bezug auf den Zustand verbessern, und er kann seine Handlungslogik optimieren. Das Nadelöhr des Akteurs ist insofern die Zustandsrepräsentation. Was hier keinen Platz findet, kann weder wahrgenommen werden noch die Handlungen beeinflussen, und solange sie daher statisch ist, bleibt seine Anpassungsfähigkeit begrenzt. Denn seine Lernfähigkeit beschränkt sich zwangsläufig auf das Trainieren der Wahrnehmung und das Optimieren der Handlungen. Was ein solcher Akteur jedoch nicht kann, ist, seine Wahrnehmung an den Erfolg der Handlungen anzupassen. Er verfügt nicht über die Möglichkeit, sein Handeln mit der Wahrnehmung rückzukoppeln. Er kann nicht genauer hinschauen, wenn das, was er gewöhnlich sieht, keine erfolgreichen Handlungen ermöglicht, und er kann nicht über Dinge hinwegsehen, die sich als überflüssig für seine Handlungsentscheidungen erwiesen haben. Ihm fehlt mit anderen Worten die Fähigkeit, Wahrnehmung an Handeln anzupassen, den eigenen Zustandsraum zu strukturieren, einfach gesagt die Aufmerksamkeit zu lenken. Und diese Fähigkeit, den eigenen Zustandsraum zu modifizieren, scheint eine essentielle Fähigkeit zu sein, denn weil der Akteur – wie oben aus-
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geführt – die Wirklichkeit nie wirklich sieht, besteht seine einzige Möglichkeit sich ihr anzupassen darin, sein eigenes Bild von ihr zu verändern. Um dies zu ermöglichen, müssen wir von einem potentiell dynamischen Zustandsraum ausgehen und das theoretische Modell um eine dritte Operation erweitern, die zwischen Wahrnehmung und Handeln vermittelt, indem sie in Abhängigkeit von Handlungserfolgen den Zustandsraum verändert. Das aber ist nichts anderes als die Fähigkeit, die eigene Aufmerksamkeit zu lenken und in Abhängigkeit von den Anforderungen des Handelns zu regulieren, wie genau hingeschaut wird; mit anderen Worten, den Zustandsraum anzupassen. Das wäre einerseits die Möglichkeit, mit der wachsenden Habitualität und Repetitivität von Handlungsmustern und ähnlichen Umweltkonstellationen die Aufmerksamkeit auf die wenigen handlungsrelevanten Merkmale zu reduzieren. Andererseits hieße dies, auf neue Situationen, die das antrainierte und habitualisierte Handeln problematisch und erfolglos werden lassen, durch eine erhöhte Aufmerksamkeit und mehr Daten zu reagieren, die als Basis der Entscheidungsfindung zur Verfügung gestellt werden. So würden in der Aufmerksamkeit zwei Prozesse zusammenlaufen: einerseits die Reduktion des Zustandsraums im Zuge der Habitualisierung von Wissen durch ausgiebiges Training ähnlich bleibender Situationen; andererseits die Expansion des Zustandsraums im Zuge durch neue Situationen hervorgerufener Krisen in den Handlungsmustern, sodass durch Redundanz und Überschuss an Information neue Handlungsmöglichkeiten entdeckt werden können. In der Regulierung der Aufmerksamkeit werden insofern einerseits die Komplexitätsreduktion zur Steigerung der Effektivität des Agierens gegen die Redundanzerzeugung zur Steigerung der Diversität des Agierens gegeneinander abgewogen. Denn da das Verhalten eines Akteurs emergent ist, d.h. sich erst aus dem Zusammenspiel von Aktionen und Umwelt ergibt und die Umwelt nicht selbst gegeben ist, ist die Anpassung des Akteurs an seine Umwelt nur in dem Maße möglich, als er auf Schwierigkeiten mit neuen Handlungsmustern reagieren kann. Die Entwicklung neuer Aktionsmuster aber basiert auf der Möglichkeit, neue und bisher unbeachtete Informationen zu berücksichtigen, d.h. das Modell von der Umwelt zu modifizieren und damit auch die Voraussetzung für jenen Heureka-Moment zu schaffen, der den Affen auf die Idee brachte, die Kisten unter der Banane zu stapeln.



4.3 Formen des Lernens Diese Überlegungen lassen sich aber auch auf den Begriff des ›Lernens‹ beziehen und fragen, worauf sich die Evaluation von Lernen grundsätzlich richten kann. Zu unterscheiden wären: die Evaluation des Lernens durch 1. die externe Leistungsfähigkeit (performance) eines Systems zu einem Zeitpunkt x – nach Abschluss einer Trainingsphase oder aber bei zukunftsoffenem Lernen im zeitlichen Verlauf und im Verhältnis zur Komplexität und Variabilität der Umwelt.
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Denn von einem guten Lerner erwarten wir nicht nur, dass er nach der Ausbildung eine spezifische Arbeitsaufgabe gut und zügig erledigen kann – sei es Emails klassifizieren oder Tische bauen –, sondern auch, dass er die Ausbildung schnell absolviert und dass er das Gelernte auf ähnliche Aufgaben übertragen kann und den sich ändernden Anforderungen einer dynamischen Umwelt anzupassen vermag. Aber nicht nur das. Wenn wir von einem Gesellen die flexible Anwendung des Wissens erwarten, wird von einem Meister darüber hinaus die Abstraktion des Gelernten erwartet, die die Reflektion und Kommunikation des Gelernten erlaubt. Von einem Forscher schließlich erwarten wir, dass er auch darüber hinauszugehen vermag und über die Fähigkeit zur Selbstorganisation des eigenen Lernens verfügt. Lernen ließe sich so in drei Ordnungen des Wissenserwerbs kategorisieren: a. der Erwerb impliziten Wissens durch Training, das sich in der Anwendung in ähnlichen Situationen bewähren muss. Das entspricht einer kurzfristigen Selbstorganisation, die auf ein klar fokussiertes Problem bezogen ist und die Konsequenzen der eigenen Aktionen abschätzen kann; b. der Erwerb expliziten Wissens durch Abstraktion, das sich in der Übertragung auf neue Situationen und der Kommunikation bewähren muss. Dies entspricht einer mittelfristigen Selbstorganisation, die zwischen unterschiedlichen Problemsituationen unterscheiden und abschätzen kann, ob die eigenen Abschätzungen erfolgversprechend sind; c. der Erwerb eines kreativen Wissens durch Reflektion, das sich in der Gestaltung des eigenen Lernens in einer großteils unbekannten Welt bewähren muss. Dies entspricht einer langfristigen Selbstorganisation, die neue Problemstellungen erkennen und abwägen kann, welche Abschätzungen weiterführen. Vor dem Hintergrund dieser Bandbreite des Lernens fällt auf, dass Computer sich bislang in Formen des Lernens 1. Ordnung bewährt haben und vor allem Dinge gelernt haben, die Menschen grundsätzlich leicht fallen und nur aufgrund der hohen Datenmengen problematisch werden. »Biological learners have the ability to learn autonomously, in an ever changing and uncertain world. This property includes the ability to generate their own supervision, select the most informative training samples, produce their own loss function, and evaluate their own performance. More importantly, it appears that biological learners can effectively produce appropriate internal representations for composable percepts – a kind of organizational scaffold – as part of the learning process. By contrast, virtually all current approaches to machine learning typically require a human supervisor to design the learning architecture, select the training examples, design the form of the representation of the training examples, choose the learning algorithm, set the learning parameters, decide when to stop learning, and choose the way in which the performance of the learning algorithm is evaluated. This strong dependence on human supervision is greatly retarding the development and ubiquitous deployment autonomous artificial learning systems. Although we are beginning to understand some of the learning systems used by brains, many aspects of autonomous learning have not yet been identified.«34



34. Final Workshop Report, Future Challenges for the Science and Engineering of Learning, July
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4.4 KONSEQUENZEN FÜR CHALLENGES



Im Gegensatz zum Trainieren eines impliziten Wissens, wie es Regressions- und Klassifikationsmethoden erlauben, scheint insofern die langfristige Herausforderung des maschinellen Lernens in der Autonomie eines selbstorganisierenden Erwerbs eines expliziten Wissens zu liegen, anders ausgedrückt eines »eigenständigen Sammelns und Vernetzens von Information in einer komplexen Domäne und der eigenständigen Bildung eines strukturierten, generalisierenden Modells als Repräsentation dessen, was gelernt wurde« (Toussaint 2010:2). Ein solches autonomes Lernen, das weitgehend von vorstrukturierten Eingaben unabhängig ist, geht insofern über das autonome Agieren hinaus, als es nicht nur selbstständig in einer gegebenen Umwelt eine Aufgabe zu erfüllen vermag, sondern sich die Selbstständigkeit auch auf die Exploration von Information und Formation von Repräsentationen erstreckt. Durch das weitgehend eigenständige Sammeln und Vernetzen von Information und die Bildung eines strukturierten Modells als Repräsentation könnte ein autonomer Lerner weitgehend auf die Zerlegung des Lernproblems, die Auswahl und Vorverarbeitung der Daten und die Parametrisierung und Repräsentationen des Lernalgorithmus verzichten. Wobei sich auch hier die entscheidende Frage stellt: »Was sind geeignete Gütekriterien, um autonomes Lernen in Interaktion mit der Umwelt anzutreiben?« (Toussaint 2010:12)



4.4 Konsequenzen für Challenges Aus diesem Verständnis einer Challenge als eine künstliche Umwelt, die eine ökologische Nische entwirft, in die ein Akteur mit einer festgelegten Aufgabenstellung gesetzt wird, um ein zweckgerichtetes Verhalten zur Schau zu stellen, lassen sich klare Kategorien für den Entwurf und die Bewertungen von Challenges als experimentelle Anordnungen ableiten. A. Für den Versuchsaufbau sind die Vorgaben zu charakterisieren, die darüber bestimmen, welche Größen überhaupt im Experiment zu beobachten sind. Es lassen sich dabei drei Aspekte unterscheiden: 1. Wie ist die Kopplung von Akteur und Umwelt modelliert, wie wird sie vermittelt und was für eine Grenze zwischen beiden wird vorgegeben? Entscheidend ist insofern nicht, ob die Umwelt real oder virtuell ist, und auch die reale Komplexität der Umwelt ist weniger wichtig als die Frage, wie die Umwelt dem System gegeben ist. 2. Was für eine Aufgabenstellung ist vorgegeben und wie wird sie bemessen? Da die Aufgabe letztlich das Verhältnis des Akteurs zu seiner Umwelt bestimmt, also Teil der Umwelt selbst ist, ist zu fragen, wie deutlich diese in dem Setup formuliert ist und wie sie dem Akteur vermittelt wird. Inwieweit weiß der Akteur über seine Aufgabe selbst Bescheid? 3. Wie wird die Architektur des Akteurs konzipiert, welche Vorgaben sind für Wahrnehmung, Handlung und Aufmerksamkeit gegeben? Entscheidend sind dabei 23-25, 2007, National Science Foundation, http://cnl.salk.edu/Media/NSFWorkshopReport.v4.pdf.
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nicht die Details der tatsächlich realisierten Architektur, sondern die Frage, ob und wie das Verhältnis zwischen wahrnehmender Aneignung der Welt und Ableitung von Handlungsentscheidungen aus dieser Wahrnehmung konzipiert ist. B. Für die Evaluation müssen zwei Perspektiven unterschieden werden, die es ins Verhältnis zu setzen gilt: Einerseits das Verhalten des Akteurs, das sich aus dem Zusammenspiel mit der Welt ergibt und nur aus einer externen Perspektive zu beobachten ist, andererseits die internen Mechanismen, die zur Aneignung der Umwelt und Handlungsfindung führen. 1. Bei der Evaluation des externen Verhaltens ist zwischen dem Erfolg und der Anpassung des Verhaltens zu unterscheiden: Wie optimal ist das Verhalten in Bezug zur gestellten Aufgabe und welche Veränderungen des Verhaltens in Bezug auf den Erfolg des Verhaltens lassen sich beobachten. 2. Für die interne Evaluation ließe sich grundsätzlich unterscheiden: a. die Optimalität der Aktionswahl des gesamten Systems in Abhängigkeit von den Sensordaten; b. die Optimalität der Aktionswahl in Abhängigkeit von einer gegebenen Zustandsrepräsentation und die Optimalität der Wahrnehmung in Abhängigkeit von einer Zustandsrepräsentation; c. die Komplexität der Zustandsrepräsentation in Abhängigkeit von der Entscheidungsfindung und die Anpassung der Zustandsrepräsentation in Abhängigkeit von den Erfolgen des Systems. Damit wäre ein zusammenhängendes System von deutlich unterschiedenen Kategorien vorgeschlagen, das auf einem expliziten Begriff von Intelligenz aufbaut und den Vorteil ausnutzt, dass wir im Rahmen einer synthetischen Wissenschaft während des Experiments in das System hineinschauen und den Weg für die Entwicklung konkreter Metriken wissen können. – Es sollte jedoch hervorgehoben werden, dass dieser Vorschlag bewusst kein absolutes Maß für Intelligenz vorgibt, sondern lediglich versucht, einen Ansatz für die Entwicklung von Experimenten zu entwickeln, die über das Funktionieren von Intelligenz weiteren Aufschluss geben könnten. Ausgehend von der Überlegung, welchem Verhalten wir Intelligenz zuordnen, wurde auf die internen Bedingungen der Möglichkeit eines solches Verhaltens geschlossen und anschließend überlegt, wie ein Versuchsaufbau und wie Maßstäbe auszusehen hätten, um eben diese Bedingung der Möglichkeit im Abgleich von internen Strukturen und im Abgleich mit externen Verhaltensänderungen beobachten und bewerten zu können. Damit ist jedoch nicht gesagt, dass ein System, das den entwickelten Kriterien entspricht, intelligent sein muss; vielmehr ist es nur der bescheidenere Anspruch, dass die Auswertung von Experimenten mit Systemen, die sich diesen Kriterien annähern, Aufschluss über intelligentes Verhalten geben kann. Dieses Vorgehen sollte aber keinesfalls als eine Verlegenheitslösung betrachtet werden, die eingeschlagen werden muss, solange sich noch keine klare, womöglich mathematisch
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fundierte Definition von Intelligenz finden lässt.35 Denn aus dem oben Ausgeführten sollte deutlich geworden sein, dass es ein solches Maß für Intelligenz nicht geben kann. Weil wir Intelligenz immer nur im konkreten Handeln eines Akteurs in seiner Umwelt beobachten können und immer auf die Zuschreibung von außen angewiesen bleiben, bleiben die experimentellen Anordnungen unhintergehbar. Bevor der letzte Abschnitt versucht, den vorgeschlagenen Maßstäben auch Metriken zur Seite zu, soll im Folgenden noch an einem konkreten Beispiel verdeutlicht werden, inwiefern die hier entwickelten Kategorien zur Bewertung von Challenges herangezogen werden könne.



4.5 Ein Beispiel: Das Spielplatz-Experiment Das Playground-Experiment geht von der Entwicklung künstlicher Neugier aus, d.h. eines autonomen und aktiven, aber nicht-zielgerichteten Lernens eines System, das sich durch sein Agieren in Situationen begibt, die es erlauben, den Lernprozess zu maximieren. Das von Oudeyer et al. (2004) vorgeschlagene System versucht dies insbesondere, indem es sich auf jene Situationen fokussiert, die weder zu vorhersehbar noch zu unvorhersehbar sind, indem es einen Algorithmus entwickelt, der versucht die Fehlerrate in der Vorhersage der Auswirkungen der Aktionen dadurch zu minimieren, dass es eben jene Aktionen auswählt, in denen eine solche Reduktion wahrscheinlich erscheint. Für die Evaluation entwerfen Oudeyer et al. ein experimentelles Setup mit einem Sony AIBO Roboter, der auf einer Spielwiese für Kleinkinder mit einem Spielzeug zum Beißen und einem zum Stoßen umgeben ist.36 Der Roboter verfügt über drei abstrahierende Sensoren, die visuelle Objekterkennung, den taktilen Erfolg eines Bisses und die Bewegung von Objekten auswerten, sowie drei separate Aktionen: Das Drehen des Kopfes in einem bestimmten Winkel, das Treten mit den vorderen Beinen und ein sich vorbeugendes Beißen, wobei keinerlei Korrelationen im sensormotorischen Raum vorgegeben sind.



Oudeyer et al. 2004



35. Vgl. den Versuch von Orallo-Hernández 2010 einen ›universal intelligence test‹ zu entwickeln. 36. Eine Dokumentation findet sich auf der Homepage http://playground.csl.sony.fr.
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Das beispielhaft angegebene Experiment wertet 30.000 Aktionen des Roboters aus und misst für alle 100 Aktionen die Häufigkeit von Aktionen ohne Beißen und Stoßen, Aktionen des Beißens, Aktionen des Tretens sowie die Werte der drei Sensoren – normalisiert mit den Häufigkeiten zufälliger Aktionsauswahl, um die Abweichung von einem randomisierten Verhalten deutlich zu machen.



Oudeyer et al. 2004



Aus den statistischen Kurven leiten die Autoren drei Thesen ab: 1. Es ist eine Entwicklung im Verhalten des Roboters festzustellen. 2. Diese Entwicklung zeichnet sich durch qualitative Verhaltensänderungen aus. 3. Diese qualitative Verhaltensänderung lässt sich in Phasen von zunehmender Komplexität des Verhaltens einteilen. Konkret unterscheiden Oudeyer et al. die folgenden Phasen: •



Phase 1: Zufälliges exploratives Schauen und Agieren.



•



Phase 2: Rückgang des Agierens und verstärktes Schauen: »The robot stops using the biting and bashing primitives, and spends most of its time looking around. It has discovered that at this stage of its development, this kind of action is the greatest source of learning progress.« (Ebd.)



•



Phase 3: Zunahme des Beißens und Stoßens: »[I]t discovers that using these primitives sometimes produces something. [...] it has not discovered yet the fact that there is a relation both between the motor primitives [...] and among action primitives and external objects.« (Ebd.)



•



Phase 4: Häufigeres blicken in Richtung der Objekte: »[T]he robot is here learning the precise location of objects as well as the fact that doing ›something‹ towards an object can sometimes produce a reaction on the object and its sensors.« (Ebd.)
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4.5 EIN BEISPIEL: DAS SPIELPLATZ-EXPERIMENT Phase 5: Gelegentliches Beißen von Objekten und Stoßen: »[I]t discovers the precise affordances between action types and particular objects.« (Ebd.)



Und so steht am Ende die Schlussfolgerung, dass das evaluierte System über eine selbstorganisierte Entwicklung verfügt, die zu Aktivitäten mit steigender Komplexität und von der fortschreitenden Entdeckung sensormotorischer Anforderungen begleitet ist. Ausgehend von dem oben aufgeführten Kriterienkatalog lässt sich insofern erstens feststellen, dass die Versuchsanordnung einerseits eine sehr hoch abstrahierte Kopplung von System und Umwelt vorgibt, die keinerlei Varianz in der Wahrnehmung erlaubt, und der Vorteil des realweltlichen Experiments gegenüber seiner Simulation daher gering auszufallen scheint. Dem entspricht zweitens, dass der entworfene Akteur keine Operationen für Wahrnehmung und Aufmerksamkeit hat, sondern einzig über eine Handlungslogik verfügt, die auf einem vorgegebenen Zustandsraum aufbaut. Zu dem passt drittens, dass die Aufgabenstellung nur auf das interne Funktionieren des Systems gemünzt ist, es einzig die interne Abschätzung der Konsequenzen seiner Handlungen verbessern soll und es keine konkrete Aufgabe in der äußeren Umwelt gibt. Im Gegenzug beschränkt sich die Auswertung auf eine externe Perspektive, die sowohl Erfolg als auch Verhaltensänderungen auswertet. Ersteres wird an der Häufigkeit des erfolgreichen Beißens und Stoßens festgemacht und wertet damit die interne Verbindung zwischen Wahrnehmen und Handeln aus. Das Zweite wird anhand der gewonnenen statistischen Daten durch eine nachträgliche Zuschreibung von Verhaltensphasen realisiert. Folgende Einwände ließen sich daher gegen diesen Aufbau vorbringen: 1. Der Versuchsaufbau scheint nur unzureichend begründet: Die Akteur-Umwelt-Kopplung und die Architektur des Akteurs werden nicht problematisiert und aus der Forschungsfrage abgeleitet. 2. Darüber hinaus führt das Fehlen einer klaren Aufgabenstellung dazu, dass kein externes Erfolgsmaß abgeleitet werden kann, das erlauben würde, den tatsächlichen Erfolg des Systems zu messen. Nimmt man das erfolgreiche Beißen, fällt der Erfolg des Systems in der Tat auch nach 30.000 Aktionen recht gering aus. 3. Das externe Verhaltensmaß wiederum ist hochgradig uneindeutig und beruht stark auf der nachträglichen verbalen Interpretation der Statistik, wobei der Schluss von den Daten auf die Aussagen fragwürdig scheint. 4. Eine interne Evaluation, die Optimalität des Agierens des Gesamtsystems oder von Wahrnehmungs- und Handlungsoperationen auswertet, fehlt. Durch das fehlende interne Maß des Zustands bleiben die Aussagen stark fragwürdig, insbesondere wenn sie sich auf den internen Zustand des Systems beziehen. Die Schlussfolgerungen, die Oudeyer et al. machen und die sämtlich von einer externen Statistik auf einen internen Zustand schließen, sind daher fragwürdig. Auf die Beobachtung: »The robot stops using the biting and bashing primitives, and spends most of its time looking
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around«, folgt bei Oudeyer et al. die Folgerung: »It has discovered that at this stage of its development, this kind of action is the greatest source of learning progress.« Doch um auf eine solche Einsicht zu schließen, müsste mindestens eine eindeutige externe Verhaltensänderung zu beobachten sein oder aber eine deutliche interne Zustandsveränderung nachgewiesen werden. Die vorgelegte Statistik jedoch scheint die behaupteten ›Einsichten‹ des Systems nur unzureichend zu belegen.



Kapitel 5 Metriken für autonome Akteure



Ausgehend von dem oben entwickelten relationalen Intelligenz-Begriff und dem Akteur/ Umwelt-Modell als theoretischem Rahmen, versucht dieser letzte Abschnitt zu skizzieren, wie sich die daraus abgeleiteten Evaluations-Kategorien als konkrete Metriken formalisieren ließen. Dabei orientieren sich die Überlegungen an aktuellen Forschungsrichtungen wie dem Reinforcement-Learning, Bayeschen Netzwerken und der Informationstheorie. Zur Frage steht dabei nicht die Leistungsfähigkeit der genannten Ansätze selbst, sondern ob und wie weit sie sich als theoretische Modelle zur Formalisierung und Auswertung von Akteuren im Rahmen experimenteller Challenges eignen. Dass es eben diese Ansätze sind, die hier in Hinblick auf die Evaluation von Challenges vorgeschlagen werden, ergibt sich aus dem theoretischen Modell. Denn die Fokussierung auf aktives und zukunftsoffenes Lernen und Agieren ist eng mit Reinforcement Learning und Markovsche Enscheidungsprozessen verbunden, die Problematisierung der Wahrnehmung als eines aktiven Prozesses ist eng verbunden mit probabilistischen Zustandsabschätzungen, und die Frage nach der Zustandsrepräsentation in Abhängigkeit von Wahrnehmungs- und Handlungslogik stellt die Frage nach der Reduktion und Steigerung des Informationsgehaltes.



5.1 Optimales Handeln (Reinforcement Learning) Im Unterschied zu anderen Feldern des maschinellen Lernens beschränkt sich das Reinforcement Learning nicht darauf, aus einem gegebenen Datensatz eine optimale und regularisierte Abbildung abzuleiten, sondern modelliert ein aktives, flexibles und zukunftsoffenes Lernen. Der Akteur sammelt Erfahrung über seine Umwelt, indem er Aktionen auswählt, die einerseits zur Veränderung seiner Observationen führen und andererseits unterschiedlich hoch ausfallende Belohnungen nach sich ziehen. Durch dieses unmittelbare Feedback verfügt der Akteur über die Möglichkeit, die Folgen seiner Aktionen und darauf aufbauend die nach sich ziehenden Belohnungen abzuschätzen, so dass er im Verlauf der Zeit mit zunehmender Erfahrung eine Bewertung der eigenen Observationen und Handlungen entwickeln kann, die ihm ein zielgerichtetes Handeln ermöglichen. Wie der Akteur dabei zu seinen Handlungen
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5.1 OPTIMALES HANDELN (REINFORCEMENT LEARNING)



kommen kann oder soll, gibt das Modell erst einmal nicht vor, nur wie der Erfolg der Handlungen zu bewerten ist. Das Interessante an dem Modell besteht insofern darin, dass es von einem Akteur ausgeht, der über keine vorgegebene Zielsetzung verfügt, außer derjenigen möglichst viel Anerkennung zu erhalten. Der Akteur muss im Verlauf seines Lebens erst herausfinden, worin sein Ziel besteht, indem er seine Handlungen an die Reaktionen anpasst, die sie auslösen. So bleibt er genau in dem Maße flexibel, als die Möglichkeit besteht, dass sich die Belohnungen für einzelne Handlungen im Laufe der Zeit verändern können. Aktiv ist der Akteur insofern, als seine Aktionen in unmittelbarer Rückkopplung mit den aktuellen Observationen gewählt werden; flexibel ist er in dem Sinne, dass es keinen festgelegten Zielzustand gibt, sondern nur eine Belohnung; zukunftsoffen ist das Modell insofern, als der Akteur zu jedem Zeitpunkt eine Abschätzung der zukünftigen Belohnungen vornehmen muss. Der Akteur ist von daher nicht mit einem Datensatz konfrontiert, sondern mit einer Umwelt, so dass das Problem des Reinforcement Learnings häufig formal als zwei interagierende Programme dargestellt wird.



Whiteson et al. 2010:82



In der Formalisierung ist der agent mit seinem environment durch drei Signale verbunden, die zu diskreten Zeitschritten Informationen über Zustand und Ziel liefern und Verhaltensmöglichkeiten zur Verfügung stellen: 1. ein state-signal st, das den Zustand der Umwelt zu einem Zeitpunkt t repräsentiert, und die Grundlage der Entscheidungsfindung liefert; 2. ein action-signal at, das die Entscheidungen abbildet und an die Umwelt zurückgegegeben wird, wo ihm Zustandsveränderungen assoziiert sind; 3. ein reward-signal rt, das in Abhängigkeit von erreichten Zuständen und gewählten Aktionen Belohnungen vergibt und auf diese Weise die Zielsetzung des Akteurs bestimmt. Ein Problem im Reinforcement-Learning lässt sich insofern durch die Bestimmung von Zustandsraum S, Aktionsraum A und reward function (s,a) → r modellieren. Das Ziel besteht darin, eben solche Aktionen zu wählen, die die Wahrscheinlichkeit erhöhen, langfristig möglichst hohe Belohnungen zu akkumulieren. Dieses Ziel versucht der Akteur durch die iterative Optimierung einer policy π(at|st) oder π(st) zu erreichen. Grundlage für diese iterative Optimierung ist eine Berechnung des Erwartungswertes der zukünftigen rewards einer policy
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Vπ(s) = Eπ{r0 +γr1 +γ2r2 +...}, der den Zuständen einen Wert zuweist, der sich an der Warhscheinlichkeit möglichst hohen reward zu erhalten bemisst. Die Methoden des RL unterscheiden sich insofern einerseits darin, wie der agent seine Handlungen aufgrund der gemachten Erfahrungen anpasst, d.h. welche Methoden er zur policy evaluation und policy improvement benutzt und wie diese letztlich algorithmisch ineinander greifen; andererseits darin wie kurzfristige und langfristige Gewinne und damit exploration und exploitation gegeneinander abgewogen werden. Zu unterscheiden sind grundsätzlich model-free und model-based Methoden, bei denen die gemachten Erfahrungen entweder direkt zur Anpassung der Bewertungsfunktion führen und somit zu einer unreflektierten Verhaltensänderung oder aber die Abschätzung des künftig möglichen Gewinns über ein transition model P(st+1|st,at) und ein reward model R(rt|st,at) erfolgt, die den Folgezustand bzw. die zukünftigen Belohnungen abschätzen. Das heißt, das Reinforcement Learning formuliert ein Modell für zielgerichtete Entscheidungsfindungen in Abhängigkeit von einem vorgegebenen Zustands-Signal und einem Belohnungssystem, das letztlich seine Zielvorgabe bestimmt, ohne dass der Akteur über ein Vorwissen verfügt, wie das Ziel zu erreichen wäre. Neben der Flexibilität dieser Modellierung hat es den Vorteil, dass es eine klare Metrik für die Evaluation des Systems zur Verfügung stellt: Der Akteur muss sich an den gesammelten rewards messen lassen, das ist sein Erfolgskriterium – seine Leistungsfähigkeit hängt insofern von der Modellierung von Zustandsraum und reward-signal durch den Designer ab. Das aber hat zur Folge, dass sich ein klares Kriterium für die Optimalität der Entscheidungsfindung des Akteurs angeben lässt. Denn eine policy π* lässt sich auf eine optimale Wertefunktion zurückführen:



V*(s)=max Vπ (s) π



Ausgehend von der rekursiven Formulierung der Wertefunktion nach Bellman



Vπ = ∑ π(s,a)∑ P(s ' | s,a) ⎡⎣ R(s ' | s,a) + λ Vπ (s ') ⎤⎦ a



s'



lässt sich dann die Bellman Optimality Equation für die optimale Wertefunktion ableiten:37



V* = max ∑ P(s ' | s,a) ⎡⎣ R(s ' | s,a) + λ V* (s ') ⎤⎦ a



s'



Eine optimale policy π*(s) ist dementsprechend eben jene, die für jeden Zustand die Aktion wählt, die den optimalen reward verspricht. Eine optimale Wertefunktion lässt sich aber genau dann berechnen, wenn die Welt bekannt ist und die entsprechenden Modelle zur Verfügung stehen. Vorausgesetzt also, dass transition model des Zustandsraumes, also die Übergangswahrscheinlichkeiten sowie das reward model bekannt sind, gibt es nach Bellmann immer mindestens eine optimale determinstische policy, die sich berechnen lässt. Eine solche



37. Hier wiedergegeben nach Sutton/Barto 1995.
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5.2 VORRAUSSETZUNGEN UND GRENZEN DES MODELLS



optimale policy aber kann auch als Maßstab für andere Systeme dienen, die nicht über diese vollständige Information verfügen und daher auf eine explorative Annäherung an die optimale Strategie angewiesen sind. Ein solcher Maßstab aber lässt sich auch auf Systeme übertragen, die nicht mit Reinforcement-Learning arbeiten, so lange ihr Zustands- und Aktionsraum bekannt ist und sich eine reward-function bestimmen lässt, die ihre Zielsetzung akkurat wiedergibt. – So ließe sich beispielsweise beim oben diskutierten Playground-Experiment eine reward-function formulieren, die erfolgreiches Boxen oder Beißen belohnt oder jede erfolglose Aktion mit einer negativen Belohnung versieht. Anhand der gespeicherten Ein- und Ausgabedaten ließe sich dann der Erfolg des Lernens anhand des RL-Vergleichssystems numerisch präzise als Abweichung von der optimalen Strategie evaluieren. Doch eine solche Evaluation baut auf wesentlichen Voraussetzungen des Reinforcement-Learnings auf, die die Grenzen des Modells für die Evaluation setzen.



5.2 Vorraussetzungen und Grenzen des Modells Die entscheidende Voraussetzung, die das RL-Framework macht, besteht darin, dass das Zustandssignal die Markov-Eigenschaft erfüllt, d.h. die Repräsentation des state-signals zu einem diskreten Zeitschritt t alle für die Entscheidungsfindung relevanten Informationen darstellt. Indem der gegenwärtige Zustand somit die relevante Vergangenheit in sich bündelt, macht es den Akteur unabhängig von seiner Geschichte und ermöglicht Berechenbarkeit. – Damit ist jedoch keinesfalls gesagt, dass die Umwelt des Akteurs tatsächlich markov sein muss oder dass der Zustand keine Information eines Zeitpunkts t-1 enthalten darf, sondern lediglich, dass angenommen wird, dass der aktuelle Zustand der Welt alle wesentlichen Informationen aus der Vergangenheit in sich trägt.38 Es ist von daher im Grunde keine Observable, sondern ein Zustand, der dem Akteur als Grundlage seiner Entscheidungsfindung gegeben ist. Die Umwelt, die ihm in dem Modell entgegengestellt wird, ist eigentlich keine Umwelt, vielmehr schon ein anderes System, das eine Modellierung der Welt vornimmt, und dem RL-Akteur eine Zustandsrepräsentation vorgibt. Das aber heißt im Grunde, dass die Welt in dem Modell nicht vorkommt und für den Akteur grundsätzlich unzugänglich ist. Er muss seine Entscheidungen auf der Grundlage eines ihm vorgesetzten Zustands treffen. Anders ausgedrückt besteht die Umwelt des Akteurs – dass, was sich ausserhalb seiner befindet und womit er interagiert – aus zwei anderen Systemen: einem zur Wahrnehmung, das ihm den Zustand liefert, und einem zur Belohnung, das seine Entscheidungen auswertet. Die Repräsentation der Umwelt und die Gewinnung der Information aus der Umwelt ist selbst kein Teil des Problems, sondern immer schon vorgegeben. Der RL-Akteur ist insofern abhängig davon, dass ihm eine sinnvolle Repräsentation seiner



38. Bei modell-basierten, das es einstationär MDP
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Umwelt und seiner Aufgabe geliefert wird. Damit aber sind auch die Grenzen seiner Flexibilität gesetzt. Die Optimalität des Handelns stellt sich im Reinforcement-Learning daher nur in Abhängigkeit von Zustand und Belohnung ab. Daraus aber ergeben sich die Reichweite und Grenzen für die Evaluation. Denn einerseits bietet sich das Framework des Reinforcement Learnings zur Evaluation der Handlungslogik an. Auf der Seite der Entscheidungsfindung bietet das Modell eine große Variabilität und zugleich Konkretion an, die es erlaubt, sinnvolle Metriken abzuleiten. Aber diese Evaluation beschränkt sich auf das Entscheiden in Bezug zu einer gegebenen Zustandsrepräsentation. Was sich im Rahmen des Frameworks nicht bewerten lässt, ist das Handeln des Akteurs in Bezug auf eine Umwelt, die vor der Zustandsrepräsenation liegt. Denn das Modell modelliert nur Entscheidungsfindung als Verhältnis von Zustand und Handlungen; die Beziehungen zwischen Welt und Wahrnehmung bzw. Wahrnehmung und Zustandsrepräsentation bleiben die unantastbaren Voraussetzungen des Modells.39 Die Welt ist für den RL-agent der Zustand, er braucht im Grunde jemanden, der ihm sagt, was er sieht. Das Modell des Reinforcement Learning bietet sich daher an, um im Rahmen des oben entworfenen Akteur/Umwelt-Paradigmas die erste Operation eines autonomen Akteurs, die Entscheidungsfindung, in Abhängigkeit von einer gegebenen Zustandsrepräsentation zu evaluieren. Um die zweite Operation, die Wahrnehmungsgenerierung, zu evaluieren, brauchen wie jedoch ein zweites Modell, das die Relation zwischen Umwelt und Zustandsrepräsentation auswertet.



5.3 Zustandswahrscheinlichkeiten (Bayes) Wenn wir davon ausgehen, dass wir die Entscheidungslogik eines Akteurs im Rahmen des Reinforcement-Learnings auswerten wollen, müssen wir von einem vorgeschalteten Modul ausgehen, das dem RL-agent ein state-signal liefert, das die Markov-Eigenschaft erfüllt. Es ist mit anderen Worten denkbar, dass die gesamte Komplexität der Sensoren durchgereicht wird, realistischer ist jedoch eine Synthese, die zeitliche Aspekte und die Entwicklung der Umwelt im Rahmen von Wahrscheinlichkeitsmaßen miteinbezieht. Unabhängig davon aber, welche konkrete Zustandsrepräsentation ein gegebener Akteur wählt, lässt sich das Problem der Wahrnehmung dann als dynamischen Bayesianisches Netz beschreiben: Ausgehend von dem zeitlichen Verlauf einer gegebenen Observable o aus Sensordaten soll auf die unbekannte Größe – eine ›hidden variable‹ – s geschlossen werden, die den Zustand der Umwelt repräsentiert – wobei es erst einmal offen bleiben kann, ob es sich bei der Zustandsrepräsentation um Vektor, Matrix oder Wahrscheinlichtkeitsverteilung handelt.



39. Wie sich zeigen wird , Erweiterung zu POMDPs, Zwar liegt mit den POMDPs ein Modell vor, das von einer Wahrscheinlich über Zustandsraum
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Foliensatz Marc Toussaint: Hidden Markov Model



Ein solches Bayesches Netz lässt sich im Sinne der probabilistichen Inferenz beschreiben, die eine Umwelt als Wahrscheinlichkeitsverteilung über den Zustandsraum nach Bayes rekursiv aus den gegebenen Sensordaten, einer Vorannahme über den Anfangszustand und Modellen für Sensoren und Zustandsentwicklung berechnet. Ausgehend von dem Bayeschen Satz



P(X | Y ) =



P(Y | X)* P(X) P(Y )



ergibt sich in der dynamischen Interpretation:



posterior =



likelihood * prior normalization



Vorausgesetzt, dass alle Variablen die Markov-Eigenschaft erfüllen und dass der Prozess stationär ist, d.h. das Übergangs- und Sensormodell sich nicht in Abhängigkeit von der Zeit verändern, lässt sich daraus eine bedingte Wahrscheinlichkeitsverteilung für einen Zustand st in Abhängigkeit von den zum selben Zeipunkt gegebenen Sensordaten ot ableiten:



P(st | ot ) = α P(ot | st )P(st ) Die Wahrscheinlichkeit eines Zustands unter der Bedingung der gegenwärtigen Sensordaten ergibt sich dann aus der Wahrscheinlichkeit, dass diese gegebenen Sensordaten generieren, und der Wahrscheinlichkeit des Zustands selbst. Wobei sich Letztere wiederum als marginale Wahrscheinlichkeit aus den Wahrscheinlichkeiten des Vorzustands unter den Bedingungen der Beobachtung und der Wahrscheinlichkeit des Übergangs zum Folgezustand berechnen lassen, so dass sich eine rekursive Abschätzung der aktuellen Wahrscheinlichkeitsverteilung über dem Zustandsraum ergibt:



P(st | ot ) = α P(ot | st )∑ P(st | st-1)P(st-1 | ot-1) s



Die Wahrscheinlichkeit eines Zustands s bei gegebenen Daten o ergibt sich so aus der Wahrscheinlichkeit, dass dieser Zustand die gegebenen Daten erzeugt – in Kombination mit der Übergangswahrscheinlichkeit aus dem Vorzustand. Angenommen also wir verfügen über: (a) ein realistisches Prior P(s0), also eine anfängliche Wahrscheinlichkeitsverteilung,
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(b) ein adäquates Sensormodell P(ot|st), das die Beziehung zwischen Sensoren und Zustand erfasst, (c) ein Übergangsmodell P(st|st-1), das die zeitliche Entwicklung der Umwelt beschreibt – u.U. erweitert um die Aktionsmöglichkeiten des Akteurs –, dann lässt sich für jeden Zeitpunkt t die Wahrscheinlichkeitsverteilung über den Zustandsraum in Abhängigkeit von der aktuellen Observationen iterativ – durch filtering und smoothing – berechnen. Wenn wir also in einem gegebenen experimentellen Setup den Prior abschätzen können und einerseits das Sensormodell aus gegebenen Sequenzen von Observable und Zuständen, andererseits das Übergangsmodell aufbauend auf dem Sensormodell erlernen können, können wir so eine Wahrscheinlichkeitsverteilung über den Zustandsraum gewinnen, die als Vergleichsgröße für ein zur Evaluation stehendes System dienen kann – unabhängig davon, wie dieses selbst intern seinen Zustand abschätzt. Gegeben also ein Akteur in seiner Umwelt mit einer bekannten Zustandsrepräsentation, und vorausgesetzt, diese erfüllt die Markov-Eigenschaft und wir können sowohl die Zielsetzung des Akteurs sinnvoll über Belohnungen modellieren als auch passende Sensor- und Übergangsmodelle beschreiben oder lernen lassen, dann verfügen wir über zwei klare Evaluationsmethoden. Denn ausgehend von den Sequenzen aus Sensordaten o1:x, Zustandswerten s1:x und Aktionswahl a1:x lassen sich Optimalität der Handlungsentscheidungen als auch der Wahrnehmungsgenerierung im Vergleich mit optimaler Handlungsfolge und Zustandswahrscheinlichkeiten bemessen. Die Grenzen eines solchen Verfahrens sind jedoch durch die Repräsentation des Zustands gegeben. Einerseits wird vorausgesetzt, dass Zustandsstruktur und Zustandswerte bekannt und zugänglich sind, andererseits gehen wir davon aus, dass sie in dem betrachteten Zeitraum jeweils konstant sind. Daher sollen anschließend noch zwei Möglichkeiten skizziert werden, erstens die Handlungsentscheidungen in Absehung von den konkreten Zustandswerten zu betrachten und zweitens die Zustandsrepräsentation selbst und ihre Adaptabilität zu evaluieren.



5.4 Komplette Akteure als POMDPs Eine dritte Möglichkeit der Evaluation, die davon ausgeht, dass die Zustandswerte unbekannt sind und nur die Sequenzen von Sensordaten und Aktionen benötigt werden, ergibt sich, wenn wir den Akteur als Partially Observable MDP auffassen. Das Modell des POMDP leitet sich von einem Markov Decision Process ab, nur dass es von einem stochastischen Zustandsraum ausgeht und insofern als Zusammenführung der beiden oben diskutierten Ansätze verstanden werden kann. Denn statt von einem deterministisch gegebenen Zustandsraum nimmt es als Grundlage für die Entscheidungsfindung eine Wahrscheinlichkeitsverteilung über einen Zustandsraum. Dementsprechend geht das POMDP-Modell von einem Aktionsraum und einer rewardfunction wie ein MDP aus; aus dem Bayes-Kontext können wir das Sensor-Modell P(e|s) und
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5.5 KOMPLEXITÄT VON ZUSTANDSREPRÄSENTATIONEN



das Übergangsmodell P(st+1|s,a) übernehmen. Der entscheidende Unterschied besteht darin, dass statt von einem Zustand von einem belief state ausgegangen wird, formalisiert als Wahrscheinlichkeitsverteilung über die möglichen Zustände und der ähnlich wie im Bayes Netz rekursiv aus altem belief state, Sensordaten und Modellen errechnet wird (Kaelbling et al. 1995).



bt+1(st+1) = α P(e | st+1)∑ P(st+1 | s,a)b(s) s



Ausgehend von dem aktuellen belief über den Zustandsraum lässt sich so ähnlich wie für einen nicht-stochastischen MDP über die Berechnung einer Wertefunktion eine optimale policy π*(b) angeben, die vom belief state auf die Aktion abbildet und unabhängig von dem tatsächlichen Zustand ist, in dem sich das System befindet (Cassandra 1995). Da die Wahrscheinlichkeitsverteilung für jeden möglichen Zustand s einen kontinuierlichen Wert zwischne 0 und 1 zuordnet, lässt sich ein POMDP daher auch als ein Spezialfall eines kontinuierlichen MDPs beschreiben; mit dem nicht unerheblichen Nebeneffekt, dass aus einem diskreten Zustandsraum ein mehrdimensionaler kontinuierlicher Zustandsraum wird. Vorausgesetzt, die entsprechende Rechenzeit und die vorher angeführten Voraussetzung, was Sensormodell und Übergangsmodell angeht, lässt sich aber mit Hilfe des POMDPs eine Evaluation der Handlungen im Verhältnis zu den Sensordaten ermitteln. Denn ausgehend von der auch oben gemachten Annahme, dass wir die Zustandsrepräsentation des Systems kennen und über adequate Übergangs- und Sensormodelle verfügen, lässt sich anhand der Aktions- und Sensorsequenz des Systems zu jedem Zeitpunkt t eine Verteilung über den belief state errechnen, der als Maßstab für das zu evaluierende System dienen kann. Das POMDP-Modell erschließt so eine theoretische Möglichkeit, die Optimalität der Handlungen eines Akteurs in Abhängigkeit von den Sensordaten zu ermitteln und damit eine stochastisch gegebene Umwelt vorauszusetzen. Es findet jedoch seine praktische Einschränkung in der immensen Komplexitätssteigerung, die durch einen mehrdimensionalen kontinuierlichen Zustandsraum gegeben wird. Das aber macht nochmals deutlich, inwiefern Akteure auf eine Operation der aktiven Wahrnehmung angewiesen sind, um die realweltliche Komplexität auf eine berechenbare Zustandsrepräsentation abzubilden. Daher sollen abschließend noch mögliche Metriken für die Zustandsrepräsentation skizziert werden.



5.5 Komplexität von Zustandsrepräsentationen Das bisher Gesagte gibt uns drei Möglichkeiten an die Hand, um die Optimalität eines Akteurs zu bewerten: als Handlungen in Abhängigkeit vom Zustand, als Abschätzung des Zustands in Abhängigkeit von Sensordaten oder als Handlungsentscheidung in Abhängigkeit von den Sensordaten. Dabei gehen alle drei Ansätze von einer statischen Zustandsrepräsentation aus. Wenn wir jedoch davon ausgehen, dass gerade die Anpassung des Zustands für höhere Formen von intelligentem Verhalten ausschlaggebend ist, wie wir es oben getan haben, stellt
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sich abschließend die Frage, wie eine Evaluation der Zustandsrepräsentation und seiner Anpassung aussehen könnte. Ein nahe liegender Ansatz besteht darin, die Komplexität des Zustands in Abhängigkeit von der Komplexität der Sensordaten oder des Aktionsraumes zu bemessen. Ein solcher Ansatz wurde unter anderem von Jürgen Jost (2002) vorgeschlagen. Dabei unterscheidet Jost zwischen externer und interner Komplexität des Systems, die sich respektive auf Sensordaten und interne Repräsentation beziehen und die er informationstheoretisch als Entropie formalisiert. Ausgehend von einem internen Modell θ, davon abhängigen Daten X(θ) und einer Wahrscheinlichkeitsverteilung über diese Daten P(X(θ)) führt er externe Komplexität ein als: k



− ∑ P(Xi (θ )) log 2 P(Xi (θ )) i=1



Die interne Komplexität definiert er – ausgehend von einer anderen zeitlichen Verteilung der Eingabe – über die Differenz aus der Effizienz der Darstellung der Daten und der Komplexität des Modells selbst: k



− ∑ P(Ξi (θ )) log 2 P(Ξi (θ )) − log 2(P(θ )) i=1



Die entscheidende Überlegung von Jost besteht jedoch darin, dass die Aufgabe jedes intelligenten Systems darin bestehe, eine möglichst hohe externe Komplexität und möglichst niedrige interne Komplexität zu erreichen. Dabei unterscheidet er zwei gegenläufige Prozesse: einerseits die Reduktion der internen Komplexität unter der Voraussetzung, dass die externe Komplexität konstant ist, also eine Steigerung der Effizienz der Abbildung von vorgegebenen Eingaben auf den Zustandsraum; andererseits die Erhöhung der externen Komplexität, die jedoch eine vorübergehende Erhöhung der internen Komplexität voraussetzt, d.h. die Ausweitung der verarbeiteten Daten. Diese beiden Prozesse lassen sich jedoch in Analogie zu den oben ausgeführten gegenläufigen Formen der Anpassung beschreiben: einerseits das auf routinierte Effektivität zielende Training, das versucht erfolgreiches Handeln auf einer möglichst kompakten Repräsentation der Umwelt aufzubauen; andererseits die auf neue Situationen und die einhergehende Erfolglosigkeit von Handlungsmustern reagierende Umstrukturierung des Wahrnehmungsraumes. Wenn wir diesen Ansatz aufnehmen und auf die Evaluation übertragen, liessen sich grundsätzlich folgende Größen für die Evaluation der Zustandsrepräsentation gewinnen: 1. die Komplexität der Sensordaten, gemessen bspw. als Entropie; 2. die Komplexität der Zustandswerte, ebenfalls bspw. gemessen als Entropie;
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5.5 KOMPLEXITÄT VON ZUSTANDSREPRÄSENTATIONEN 3. die Komplexität der Zustandsstruktur, gemessen bspw. durch die algorithmische Komplexität (Kolmogorov).40



Ausgehend von diesen Größen liessen sich dann im zeitlichen Verlauf folgende Parameter eines Akteurs evaluieren: 1. die Reduktion der Komplexität, gemessen als Verhältnis der Komplexität von Sensordaten und Zustandswerten; 2. die Redundanz des Zustandsraums, gemessen als Verhältnis der Komplexität der Zustandswerte in Abhängigkeit von der Komplexität des Zustandsraums; 3. die Adaptabilität der Akteurs, gemessen als Veränderung der Komplexität des Zustandsraums im Verhältnis zu Komplexitätsreduktion, Redundanz der Repräsentation. Diese drei Größen wiederum ließen sich mit der Optimalität der Aktionswahl in Bezug setzen, so dass sich letztlich Aussagen über die Anpassung der Wahrnehmung im Verhältnis zu dem Agieren des Akteurs machen ließen. Zu fragen wäre insbesondere, ob ein gegebener Akteur über die Fähigkeit verfügt, seine interne Repräsentation der Welt in Abhängigkeit von seinen Erfahrungen sowohl effizienter als auch komplexer zu gestalten.



40. Einen Überblick über die unterschiedlichen Komplexitätsmaße im Vergleich gibt bspw. Jost 1998.



Kapitel 6 Fazit: Evaluating Challenges



Ausgehend von der Beobachtung, dass Robot Challenges mit einem Paradigmenwechsel in der Künstlichen Intelligenz verbunden sind, hat die vorliegende Arbeit versucht, einen Begriff der Challenge als eines experimentellen Verfahrens im Rahmen einer synthetischen Wissenschaft stark zu machen. Dabei stellte sich heraus, dass die entscheidende Frage nach den Möglichkeiten der Evaluation von Challenges auf die Frage hinausläuft, wie sich die Intelligenz von intelligenten Systemen im Unterschied zu ihrer Kompetenz bewerten lässt. Das ließ eine Auseinandersetzung mit der der Forschung zugrunde liegenden Kategorie der Intelligenz notwendig werden, die zur Entwicklung eines relativen Begriffs von Intelligenz geführt hat, der sich nur sinnvoll auf das Verhalten eines Akteurs gegenüber seiner Umwelt beziehen lässt. Das aber hat zur Konsequenz, dass Intelligenz auf einen äußeren Betrachter angewiesen ist, der sie erkennt und zuweist, während eine Vorstellung von Intelligenz als eine dem Akteur unabhängig von seiner Umweltgebundenheit innewohnenden Qualität zu verabschieden ist, die sinnvoll definiert werden könnte. Aus dieser Perspektive aber ließen sich Challenges als pragmatische Intelligenztests verstehen, die experimentelle Anordnungen entwerfen, um die Bedingung der Möglichkeit von intelligentem Verhalten auf den Prüfstand zu stellen. Challenges lassen sich insofern als materielle Definitionen von Intelligenz verstehen, die ein implizites Verständnis davon, was Intelligenz ausmacht, bieten und zumindest potentiell über Evaluationsverfahren zugleich Verfahren zur Verifikation dieses Verständnisses mit sich bringen. Auf diesem Verständnis des Vorgehens von Challenges aufbauend, wurde vorgeschlagen, Intelligenz in Abgrenzung von Kompetenz als jene Fähigkeit aufzufassen, die eine abrupte (und erfolgreiche) Verhaltensänderung herbeiführt, weil sie eine Umstrukturierung einer Problemsituation vornimmt, die sich aus einer veränderten Wahrnehmung der gegebenen Situation ergibt. Der Umgang mit unvollständiger und unsicherer Information, der die entscheidende Voraussetzung für das erfolgreiche Agieren in einer komplexen Umwelt darstellt, ließ sich so durch zwei gegenläufige Prozesse beschreiben: einerseits das adaptive Assimilieren an sich ähnelnder Situationen im Rahmen eines trainierenden Lernens, das es auf die möglichst effektive und effiziente Erledigung routinierter Handlungsfolgen anlegt; andererseits das kreative Reagieren auf neue und im Rahmen der trainierten Handlungsmuster nicht zu be-
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wältigende Herausforderungen - durch das Hinzuziehen weiterer Informationen und damit die Erweiterung der Sicht auf die Situation. Im Gegensatz zu anderen Ansätzen wurde damit gerade nicht das Erlernen eines möglichst komplexen Modells der Umwelt zur darauf aufbauenden langfristigen Abschätzung der Handlungskonsequenzen ins Zentrum intelligenten Verhaltens gestellt, sondern die Fähigkeit, durch eine Anpassung des berücksichtigten Inputs neue Perspektiven auf eine Situation zu eröffnen. Denn da die Umwelt dem Akteur nie direkt gegeben, eben immer nur in einer internen Repräsentation verfügbar ist, werden eine aktive Wahrnehmung und die Anpassung dieser internen Zustandsrepräsentation im Hinblick auf seine gegebenen Zielsetzungen zu einer entscheidenden Voraussetzung intelligenten Verhaltens. Daran anschließend wurde versucht ein theoretisches Modell von Challenges zu entwickeln, das einerseits die Überlegung aufnimmt, dass zwischen der Umwelt-Akteur-Interaktion, wie sie sich aus einer Betrachter-Perspektive darstellt, und der Aktionswahl des Akteurs in Reaktion auf seine intern gegebene Umwelt kategorial getrennt werden muss – also dass der Zustand des Systems nicht mit der Welt verwechselt wird. Andererseits wurde versucht in diesem Rahmen das Modell eines Akteurs vorzulegen, das von einer aktiven Wahrnehmung ausgeht, die Zustandsrepräsentation als entscheidendes Kriterium mit bedenkt und das Verhältnis von Wahrnehmung und Handlung problematisiert. Das vorgeschlagene Modell schlägt insofern vor, einen Akteur als eine Entität zu begreifen, die sich aus drei ineinander greifenden Operationen von ihrer Umwelt abgrenzt und sich zugleich auf sie bezieht: der Handlung auf Grundlage einer gegebenen Zustandsrepräsentation, der Wahrnehmung, die diesen Zustand aus der Umwelt generiert, und einer (potentiell) dritten Operation, die durch Anpassung der Zustandsrepräsentation sozusagen die Aufmerksamkeit des Akteurs regelt. Dabei ist nicht gesagt, dass die Architektur des zu evaluierenden Akteurs zwangsläufig diese Form annehmen muss, sondern nur, dass für die Evaluation jene drei Operationen einzeln betrachtet werden sollten. Seine Plausibilität gewinnt das Modell dabei aus der Tatsache, dass sich die Komplexitätsreduktion durch eine interne Zustandsrepräsentation als wesentliche Voraussetzung effektiven Agierens in einer hochkomplexen Umwelt darstellt. Ein theoretischer Vorteil besteht darin, dass sich an dieses Modell mit bestehenden Ansätzen probabilistischer Methoden anknüpfen lässt und zugleich deren theoretische Voraussetzungen deutlich werden. So verfügen wir mit Markov Decision Processes und dem Reinforcement-Learning Framework über ein klares Optimalitätskriterium, das es erlaubt, Handlungsstrategien autonomer Akteure auszuwerten, vorausgesetzt wir kennen den Zustandsraum und können die Aufgabenstellung sinnvoll als ein Belohnungsmaß über diesen Zustandsraum definieren. Über probabilistische Inferenz in dynamischen Bayeschen Netzwerken lässt sich ein klares Vergleichsmaß für die Wahrnehmung in Bezug auf einen Zustandsraum angeben, vorausgesetzt wir sind imstande, adäquate Sensor- und Übergangsmodelle abzuleiten. Mit POMDPs schließlich lässt sich unter den gleichen Voraussetzungen mittels Wahrscheinlichkeitsmaß über den Zustandsraum die Optimalität von Handlungsentscheidungen direkt auf die Sensordaten beziehen. Auch wenn dieses Modell gleichzeitig die Grenzen der Berechenbarkeit aufzeigt und damit
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noch plausibel werden lässt, dass die Komplexitätsreduktion durch die Zustandsrepräsentation im Mittelpunkt des vorgeschlagenen Modells steht und Wahrnehmung und Handeln in einer komplexen Umwelt verbindet. Daher stellte sich abschließend die Frage nach den Möglichkeiten der Evaluation der Adaptabilität der Zustandsrepräsentation selbst. Da es aber in diesem Bereich kein dem Verfasser bekanntes Framework gibt, das eine ähnliche Reife wie probabilistische Inferenz und Reinforcement Learning hat, wurde hier in Anlehnung an andere Versuche in der Literatur vorgeschlagen, ein indirektes Maß über die Komplexität und den Informationsgehalt der Repräsentationen vorzuschlagen, das im zeitlichen Verlauf und in Bezug auf Wahrnehmungs- und Handlungsverlauf Aufschluss geben kann über die Anpassung des Akteurs an seine Umwelt über die Modifikation der internen Repräsentation. Was mit diesem Modell und den vorgeschlagenen Metriken also vorliegt, soll keinen neuen Test auf Intelligenz darstellen oder auch einen neuen Begriff von Intelligenz definieren. Der Vorschlag ist vielmehr ein Verfahren, das ausgehend von der externen Beobachtung intelligenten Verhaltens eine Versuchsanordnung entwirft, um die internen Bedingungen der Möglichkeit eines solchen Verhaltens auf den Prüfstand zu stellen. Ein solches extern zu beobachtendes Verhalten war eben jenes von Köhler als Lernen als Einsicht beschriebene Verhalten des Affen gewesen. Dieser externen Beobachtung des Verhaltens wurde mit den Überlegungen zur Zustandsanpassung eine Hypothese über die diesem Verhalten zu Grunde liegenden internen Mechanismen gegenübergestellt, aus der sich nicht nur eine Forschungsperspektive, sondern auch Kategorien und Metriken für eine Evaluation dieser Eigenschaften in einem Versuchsaufbau ableiten ließen. Anhand der internen und externen Evaluation des Verhaltens eines Akteurs in einer solchen Umwelt ließ sich dann eine gegebene Hypothese stützen oder verwerfen: Lässt sich tatsächlich ein Zusammenhang zwischen den internen Metriken und den externen Beobachtungen des Verhaltens attestieren oder lässt sich eine Korrelation nicht nachweisen? - Damit aber wäre ein Verfahren vorgeschlagen, das (1.) nicht von einem impliziten und unbestimmten Begriff von Intelligenz als einer internen Qualität ausgeht, sondern explizit auf konkrete Verhaltensformen Bezug nimmt; das (2.) eine experimentelle Versuchsanordnung für Akteure in einer komplexen Umwelt in den Mittelpunkt stellt, die sich dadurch ausweisen muss, interne und externe Metriken in Relation setzen zu können; und das (3.) dadurch möglich macht, Abschließend und zusammenfassend lässt sich daher formulieren: Eine Challenge ist ein Versuchsaufbau, der das Verhalten eines autonomen Akteurs in einer komplexen Umwelt auf den Prüfstand stellt – und damit immer auch eine Auffassung davon impliziert, was intelligentes im Gegensatz zu mechanischem Verhalten ausmacht und wie dies zu evaluieren ist. Von einer Benchmark unterscheidet sich eine Challenge insofern, als es keine Daten vorgibt, sondern die Informationsgewinnung aus der Umwelt dem Akteur selbst überlässt; von einem Test, insofern sie nicht einzelne Funktionalitäten überprüft, sondern das Agieren des kompletten Akteurs in seiner Umwelt betrachtet; von einem Problem, insofern sie eine angewandte Aufgabenstellung und keine algorithmische Problemstellung formuliert. Die entscheidenden Kriterien zur Bewertung von Challenges als eines wissenschaftlichen Vorgehens sind daher
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einerseits, wie explizit und nachvollziehbar die angestrebte Qualität des Verhaltens formuliert wird; andererseits, wie konkret und aussagekräftig die Kategorien und Metriken zur Evaluation eben dieses Verhaltens formalisiert sind. Zu charakterisieren sind die Versuchsaufbauten von Challenges darüber hinaus, anhand (a) der Vorgaben, die sie für die Kopplung von Akteur und Umwelt machen, (b) der Vorgabe für die Aufgabenstellung des Akteurs, (c) der Vorgabe für die Architektur des Akteurs. Für die Evaluation ist zwischen einer externen und einer internen Perspektive zu unterscheiden. Aus der externen Sicht eines Betrachters wiederum muss zwischen Kompetenz und Intelligenz des Verhaltens unterschieden werden. Erstere lässt sich über diverse quantitative Leistungsmaße und Optimalitätskriterien relativ einfach formalisieren, das Zweite zu formulieren ist die eigentliche Herausforderung von Challenges, weil es vor allem die Qualität des Agierens – also bspw. seine Komplexität und Flexibilität – im Unterschied zu seinem Erfolg beschreibt und von den jeweils zu überprüfenden Hypothesen über die Grundlagen intelligenten Verhaltens abhängt. Aus der internen Sicht des Akteurs lässt sich – ausgehend von gegebenen Sensordaten, Aktionen und Zuständen – einerseits die Optimalität von Wahrnehmung und Handlung in Abhängigkeit von der Zustandsrepräsentation evaluieren. Andererseits lässt sich die Zustandsrepräsentation auf ihre Komplexität zum gegebenen Zeitpunkt und im zeitlichen Verlauf untersuchen und ins Verhältnis sowohl zu Wahrnehmungs- als auch Handlungserfolgen stellen. Aus dem Bezug dieser internen mit der externen Perspektive schließlich lässt sich die Kompetenz eines Akteurs in Bezug auf eine mögliche Formen von Intelligenz befragen, indem die internen Veränderungen des Systems in Bezug zum extern generierten Verhalten verglichen werden. Insbesondere gilt es zu untersuchen, inwiefern Adaptabilität, verstanden als Anpassung an sich ähnelnde Situationen, durch Komplexitätsreduktion und Kreativität, verstanden als Anpassung an abweichende Situationen durch eine Komplexitätssteigerung, ineinander greifen und zur Herausbildung neuer Verhaltensmuster führen.
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